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摘　 要:
 

由于复杂的时空相关性和非线性的交通模式,实现精确的预测仍然是一个挑战。 针对于此,本文提出了一种新颖的

多变量时间序列预测框架(MSTGCN+AL),尝试使用多图神经网络进行预测。 引入 2 种新的图类型,一是通过自适应邻接矩

阵得到自适应邻接图,能更好地获取交通节点之间的位置关系;另一个是潜在图,通过使用全局变量拟合三角函数,可以更好

地从交通数据中提取周期性和上下文信息。 为了对齐图节点及其时间戳,采用了一个基于注意力机制的多图融合模块,包括

多图空间嵌入、空间注意力和图注意力。 为了验证本文方法的有效性,在 METR-LA 数据集上进行了广泛的实验。 实验结果

表明,与基线方法相比,所提 MSTGCN+AL 模型在预测性能上表现更佳。
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Abstract:
 

Accurate
 

traffic
 

flow
 

prediction
 

is
 

essential
 

for
 

intelligent
 

transportation
 

systems;
 

however,
 

due
 

to
 

intricate
 

spatiotemporal
 

correlations
 

and
 

nonlinear
 

traffic
 

patterns,
 

attaining
 

precise
 

predictions
 

remains
 

challenging.
 

To
 

address
 

these
 

issues,
 

this
 

paper
 

presents
 

a
 

novel
 

framework
 

for
 

multivariate
 

time
 

series
 

prediction
 

(MSTGCN+AL),
 

attempting
 

to
 

use
 

multi-graph
 

neural
 

networks
 

for
 

prediction.
 

The
 

paper
 

has
 

introduced
 

two
 

new
 

types
 

of
 

graphs.
 

One
 

is
 

the
 

adaptive
 

adjacency
 

graph
 

obtained
 

through
 

an
 

adaptive
 

adjacency
 

matrix,
 

which
 

can
 

better
 

capture
 

the
 

positional
 

relationships
 

between
 

transportation
 

nodes.
 

The
 

other
 

is
 

the
 

latent
 

graph,
 

which
 

utilizes
 

global
 

variables
 

to
 

fit
 

trigonometric
 

functions,
 

enabling
 

it
 

to
 

extract
 

periodicity
 

and
 

contextual
 

information
 

from
 

traffic
 

data
 

more
 

effectively.
 

To
 

align
 

graph
 

nodes
 

and
 

their
 

timestamps,
 

the
 

paper
 

devises
 

a
 

multi-graph
 

fusion
 

module
 

based
 

on
 

attention
 

mechanisms,
 

including
 

multi-graph
 

spatial
 

embedding,
 

spatial
 

attention,
 

and
 

graph
 

attention.
 

To
 

validate
 

the
 

effectiveness
 

of
 

the
 

propsed
 

approach,
 

extensive
 

experiments
 

are
 

conducted
 

on
 

the
 

METR-LA
 

dataset.
 

The
 

experimental
 

results
 

show
 

the
 

superior
 

predictive
 

performance
 

of
 

the
 

proposed
 

MSTGCN+AL
 

model
 

when
 

compared
 

to
 

baseline
 

methods.
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0　 引　 言

近年来,围绕长期时间序列数据预测的研究日

益增多,时序预测已广泛应用于城市交通流量预

测[1] 、未来天气预报,以及地铁系统中的实际乘客

流量预测等,这些场景下的预测对人们的生活起着

至关重要的作用。 如今,针对此类数据的预测方法

多种 多 样, 传 统 的 统 计 方 法 有 灰 色 系 统 理 论

(GM) [2] 、向量自回归( VAR)模型[3] 和自回归积分

滑动平均(ARIMA) [4]模型等。 然而,传统方法在适

应性方面存在一定的局限性,难以有效处理非平稳

数据,并且容易出现过拟合问题。 这些方法未能充

分揭示变量之间的潜在关系,因此需要更先进的技

术来更好地探索变量之间的潜在关系,以解决传统

方法的局限性。
城市交通流量是一个涉及高维和大规模的数据

集[5] ,并且特定位置的交通状态可能同时具有空间

依赖性(不仅受邻近区域影响)和时间依赖性(周期



性),因此对交通流量的预测比其他时间序列预测

任务更具挑战性,为此本文将二者相结合,采用时空

图神经网络进行城市交通流量预测。
尽管时空图神经网络的性能表现优秀,但在处

理交通流量数据时仍面临以下挑战:
(1)现有的时空图神经网络严重依赖于预定义

的图结构。 然而,传统的邻接图[6] 通常基于某些先

验知识或数据预处理步骤,而且初始化过程并不完

善。 这些邻接图可能会受到缺失或噪声数据的影

响,并且可能无法从数据中完全捕获变量之间的隐

藏关系。 Wu 等学者[7] 提出了一种自适应邻接矩

阵,用于发现隐藏的空间依赖性,但并未有效地利用

现有的先验知识来编码邻接矩阵,因此可能导致重

要信息的丢失。
(2)长期时空数据往往呈现出周期性模式。 现

有的图模型仅表示静态的空间信息,无法捕获长期

的时空依赖性。 Shao 等学者[8] 通过创建直方图来

总结给定的时空训练数据,提出了一个启发式图,旨
在利用启发式知识和人类洞察力。 然而,这项工作

并未考虑所利用的长期时间序列数据中潜在的周期

性,可能对预测结果产生显著影响。
应对上述挑战,本文开展了关于多图构建与融

合的研究,并进行了改进和优化。 为了解决邻接图

问题,本文提出了一种结合图学习原理的自适应邻

接图算法。 该算法能够从输入数据中学习图的结构

和特征,以完成诸如图分类、节点分类和社区检测等

任务。 同时,为了克服现有多图神经网络( MGNN)
方法的局限性,如泛化能力低和上下文信息利用不

足,开发了一种新的图模型,称为潜在式图( Latent
 

graph)。

1　 相关工作

1. 1　 长期时空预测

近年来,作为深度学习技术代表的图神经网络

(GNNs),在非欧几里得空间数据表示学习中取得了

显著突破,为预测各种复杂城市数据奠定了基础。
Wang 等学者[9]回顾了截至 2020 年开发的时空数据

挖掘的深度学习方法,包括与预测学习相关的一些

STGNN 技术。 Ye 等学者[10] 分析了几个实际问题,
总结了在城市交通系统中关于预测、检测和控制问

题的相关工作。 Bui 等学者[11] 和 Jiang 等学者[12] 专

门介绍了最新的 STGNN 技术在交通预测任务中的

应用。 Gao 等学者[13] 研究了生成对抗技术在时空

数据学习中的应用,包括与时空图数据结合的方法。

这些研究和调查提供了对基于 STGNN 在各个领域

中预测学习技术应用的深入理解。
1. 2　 多图神经网络

多图卷积网络( MGCNs) 在处理时空数据预测

任务中也引起了广泛关注。 Bruna 等学者[14]首次将

卷积神经网络引入图结构。 随后,Defferrard 等学

者[15]通过使用快速局部卷积进一步推动了这一领

域的研究工作。 然而,单个图观测通常存在偏差,使
用多图可以弥补和减轻这些偏差。 为解决这一问

题,Chai 等学者[16]提出了一种基于多图卷积网络的

自行车交通预测方法。 类似地,Lv 等学者[17] 使用

多图来编码道路之间的非欧几里得空间和语义相关

性,用于交通流预测。

2　 本文方法

2. 1　 问题阐述

在实际时间序列数据预测问题中,变量的历史

观测通常以连续的时间步长记录,例如预测下周的

销售额或者预测未来一年的股票价格[18] 。 设 yt =
RN 表示一个 N 维多元变量的值在时间步 t 的值,
yt[ i] ∈R表示 ith 变量在时间步 t的值。 给定过去 T
个时间步的观测值,预测下一个时间步的观测值。
可用公式表示为:

yt +1 = f(yt,
 

yt -1,
 

…,
 

yt -T+1) (1)
　 　 其中, yt 表示时间步 t 的观测值;

 

f 表示预测函

数;T 表示给定的历史窗口大小。
从基于图的角度来看,将多变量时间序列中的

变量看作图中的节点。 节点之间的关系可以表示为

一个邻接矩阵。 由于这个邻接矩阵大多数情况下是

由人的主观判断直接给出的,所以研究中需要通过

模型来学习节点之间关系的表示。
2. 2　 模型框架

模型整体结构如图 1 所示。 图 1 中,包括多维

度构图、节点表征生成(MGSE)、基于注意力机制的

多图动态融合、时空网络。 其中,时空网络部分采用

ST-GNN 中的 MSTGCN 结构,可以采用任何一种时

空预测基础模型,由于具体 ST-GNN 结构不是本文

重点,在此不做赘述。 本文的核心是多维度构图和

基于注意力机制的多图动态融合。
2. 2. 1　 图的构建

为了从多个角度刻画空间维度上各个节点之间

的关系,文中构造了 5 种类型的图。 本节中,详细描

述了本文提出的 2 个新的图模型,即自适应邻接图

GA = {V,E,WA} 和潜在式图 GP = {V,E,WP}, 以及
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距离图 GD = {V,E,WD}、 等效图 GE = {V,E,WE}、
时间模式相似图 GT = {V,E,WT}, 由此组成一个多

重图集 G = {GD,GA,GE,GP,GT}。 通过多种类型图

的构建,实现从多个维度提取节点之间的信息,方便

后续多角度的时空关系建模。 在此基础上,给出研

究中拟将用到的概念定义如下。
 

图 1　 MSTGCN+AL 系统概述

Fig.
 

1　 Overview
 

of
 

the
 

MSTGCN+AL
 

system

　 　 (1)距离图 (GD): 根据节点之间的欧式距离构

图。 推得公式为:

WD
ij =

exp( -
d2
ij

σ2
D

),
 

for
 

i ≠ j
 

and
 

exp( -
d2
ij

σ2
D

) ≥ ε

0,　 　
 

　
 

　
 

otherwise

ì

î

í

ï
ï

ïï

 

(2)
其中, dij

 表示 vi 和 vj 之间的欧氏距离。 并用 2
个参数 ε 和 σD 来控制矩阵的稀疏性和分布。

(2)自适应邻接图 (GA): 首先将先验知识得到

的初始化邻接矩阵设为 W0
ij, 然后迭代更新 W( t +1)

ij =
W( t)

ij + λ × (Aij -W( t)
ij )( t = 0,1,2,…)。 其中,Aij 是

给定邻接矩阵中从节点
 

i
 

到节点
 

j
 

的值(通常是0或

1, 表示是否连接)。 迭代直到满足收敛条件

max
i,

 

j
| W( t +1)

ij - W( t)
ij | < θ,这里 θ 是收敛阈值,最后

根据一个权重阈值 ε 得到新的邻接矩阵:

WA
ij =

1,　 for
 

i ≠ j
 

and
 

wA
ij ≥ ε

0,　 otherwise{
 

(3)

　 　 其中, WA
ij 表示权重矩阵, ε 表示权重阈值。

(3)等效图 (GE):根据每个地点的等效功能构

图。 首先取与第 i 个节点最相关的 K 个节点的功能

向量,每个节点 vi 可以得到一个功能向量 Ei = { fi,1,
 

fi,2,…,
 

fi,K},然后计算第 i 个节点与其他节点的

Pearson 相关系数,根据该结果构图,功能越相似的

地点、邻接矩阵对应元素值越大。 研究推得公式如

下:

WE
ij =

∑
K

k =1
(fi, 

k - E
-

i)(fj, 

k - E
-

j)

∑
k

i =1
(fi, 

k - E
-

i)2 ∑
k

j =1
(fj, 

k - E
-

j)2

,
 

if
 

i ≠ j,

0,　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 otherwise

ì

î

í

ï
ï
ï

ï
ï
ï

(4)
其中, fi,  

p 表示节点 vi 的速度值。
(4)潜在式图 (GP): 为提升对长周期性及时空关

系的捕捉能力,提出了一种新的图模型,称为潜在式

图。 使用全局数据拟合一个直方图时序数据分布,用
函数 f(x) = cos(αx + β) + μ 来近似该分布。 每个节

点都会获得一组相应的参数 (α,
 

β,
 

μ), 利用欧几里

得距离 dH
ij = (α1 - α2)2 +(β1 - β2)2 +(μ1 - μ2)2

计算 2 个节点之间分布距离。 具体公式如下:

WP
ij =

exp( -
‖dH

ij ‖2

σ2
H

),
 

　 if
 

i ≠ j

0,　 　 　 　 　 　 　 　 otherwise

ì

î

í

ï
ï

ïï

(5)

　 　 (5)时间模式相似图 (GT): 根据定义序列的长

度 p, 利用每个节点的时间序列数据,计算两两节点

之间的 Pearson 相关系数,由此来定义时间模式相

似图矩阵。 具体公式如下:

WT
ij =

∑
P

p =1
(ti, 

p - T
-

i)(tj, 

p - T
-

j)

∑
p

i =1
(ti, 

p - T
-

i)2 ∑
k

j =1
(fj, 

p - T
-

j)2

,
 

if
 

i ≠ j

0,
  

　 　 　 　 　 　 　
 

　
 

　
 

　
 

　 　 　 　 otherwise

ì

î

í

ï
ï
ï

ï
ï
ï

(6)
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其中, ti,p 表示节点 vi 在时间步长 p 处的速度

值, Ti = { ti,1,ti,2,…,ti,  

p}。
2. 2. 2　 基于注意力的多图融合

近年来,多图融合[19] 的方法很多,如取平均和

或加权和合并等,但这些方法效果都有欠佳之处。
本文提出了一种多图融合方法,该方法的整个过程

参见图 1。 涉及到的伪代码描述如下。
算法 1　 基于注意力机制的多图融合

输入　 权重矩阵 WD,WA,WE,WP,WT

参数　 批次数 Bt
输出　 融合后的权重矩阵 W∗

1. 将权重矩阵堆叠成张量 T(0) ∈ ℝ | G| ×N×N

2. 训练 MSTGNN 模型时进行训练 T(0)

3. for
 

i
 

in
 

0: Bt - 1
 

do
4. 　 T( i +1) ← T( i)

5. 　 i
 

=
 

i
 

+
 

1

6. 　 W∗
jk = ∑

| G|

i = 1
T( i)( i,j,k)

7. end
 

for
8.

 

返回 W∗

研究中,构造了一个可训练的权重张量,作为基

于注意力多图融合( MGFBOA) 的输入;同时,在多

图空间嵌入( MGSE)中整合了空间和图形信息,作
为空间图形注意块(SG

 

Att
 

Block)的输入(见图 2)。
图 2 中,SE、GE 分别是 MGSE 中的节点嵌入和多图

嵌入,SA 和 GA 分别是 SG
 

Att
 

Block 中的空间注意

力和图注意力。 此外,为了便于残余连接,所有层都

产生 D 维输出。 接下来,将展开探讨论述如下。

图 2　 多图嵌入与 SG 注意力模块

　 Fig.
 

2　 Multi-graph
 

embedding
 

and
 

Spatial
 

Graph
 

attention

module

　 　 (1)多图空间嵌入( MGSE)。 由于构造了多个

图,每个节点在不同的图中有不同的角色,因此将道

路网络信息纳入预测模型至关重要。 研究中,
 

本文

采用了一种空间嵌入方法,将顶点编码为保留图结

构信息的向量,即利用 node2vec 方法[20]来学习节点

表示 ES
vi

∈ RD。 但单独的空间嵌入仅提供静态表

示,无法表示不同图中节点之间的关系,进一步提出

了一种多图嵌入 EMG
Gi ∈ RD, 其中 G i 为任意图。 因

此,本文采用了 2 个嵌入表示一个节点,将空间嵌入

和多图嵌入融合为多图空间嵌入 Evi,G
i = ES

vi
+ EMG

Gi ,

作为每个节点在每个图的嵌入。
(2)空间图形注意块( SG

 

Att
 

Block)。 在得到

多种类型的图后,下一步就是如何实现每个节点以

及多个图上的信息融合。
 

在上述的 5 个图中,任何

节点都会受到其他不同级别节点的影响,这种影响

是高度动态的。 为了更好地刻画节点之间的关系,
本文建立了一种多图注意力块,其中包括空间注意、
图注意和一个门控融合(见图 2)。 将第 l 块的输入

表示为 H( l -1) , 其中顶点 vi 在图 G i 的隐藏状态表示

为 h( l -1)
vi,G

i 。 第 l块空间和时间注意机制的输出分别表

示为 H( l)
S 和 H( l)

G 。 门控融合后,得到第 l 块的输出,
表示为 H( l) 。

(3)空间注意力机制( Spatial
 

Attention)。 通过

空间注意力机制来自适应地捕捉节点之间的相关

性。 关键思想在于在每个图的内部,动态地为不同

节点分配不同的权重,如图 3 所示。 对于不同的图

G i 计算所有顶点的加权和:

hs( l)
vi,G

i = ∑
vk∈V

αvi,vk
·h( l -1)

vk,G
i  (7)

　 　 其中, αvi,vk
表示顶点 vk 对 vi 重要性的注意力得

分。

H(l-1) H(l)

Distance

Adaptive
adjacency

Latent

Equivalent

Temporal
Pattern

Similarity

图 3　 空间注意力

Fig.
 

3　 Spatial
 

Attention

　 　 对于上述注意力得分,考虑到一个图中的节点

不仅受到其他节点的影响,同时还要受到其他图中

节点的影响。 对此,将隐藏状态与时空嵌入连接起

来,并采用缩放点积方法计算 vk 与 vi 之间的相关

性:

svi,vk =
〈h( l -1)

vi,G
i ‖Evi,G

i,h( l -1)
vk,G

i ‖Evk,G
i〉

2D

 

(8)
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αvi,vk
=

exp( svi,vk)

∑
vk∈V

exp( svi,vk)
(9)

　 　 其中, V 表示所有顶点的集合。
为了稳定学习过程,将 N 个平行注意机制与不

同的可学习投影联系起来,将空间注意机制扩展为

多头机制:

s(n)
vi,vk

=
〈f(n)

s,1 (h(l-1)
vi,G

i ‖Evi,G
i),

 

f(n)
s,2 (h(l-1)

vk,G
i ‖Evk,G

i)〉

d
(10)

α(n)
vi,vk

=
exp( s(n)

vi,vk
)

∑
vk∈V

exp( s(n)
vi,vk

)
(11)

hs( l)
vi,G

i = ‖N
n = 1{∑

vk∈V
α(n)

vi,vk
·f(n)

s,3 (h( l -1)
vk,G

i )} (12)

　 　 其中, f(n)
s,1 ,

 

f(n)
s,2 ,

 

f(n)
s,3 分别表示不同的激活函数

在第 n 个头部注意下的非线性投影。
(4)图注意力( Graph

 

Attention)。 通过图注意

力机制来获取同一个节点不同图中的自相关性,对
于每个节点,按照 Spatial

 

Attention 类似的方法计算

不同图之间的注意力得分(如图 4 所示),以及缩放

点积方法计算对于节点 vi、图 Gm 和 Gn 之间的相关

性,并扩展为多头机制:

u(n)
G

  j,G
 k =

〈f(n)
G,1(h(l-1)

vi,G
 j ‖Evi,G

 j),
 

f(n)
G,2(h(l-1)

vi,G
k ‖Evi,G

k)〉

d
(13)

β(n)
G

  j,G
 k =

exp(u(n)
G

   j,Gk)

∑
G

 j,Gk∈G

exp(u(n)
G

 j,Gk)

 

(14)

hg( l)
vi,G

  j = ‖N
n = 1{ ∑

G
 j,Gk∈G

β(n)
G

 j,Gk·f(n)
G,3(h( l -1)

vk,G
k )} (15)

　 　 (5) Gated
 

Fusion。 在得到空间注意和图注意

后,进一步提取同一图及不同图节点的相关性,本文

设计了一个门控机制来对二者融合。 在第 l 块中,
空间注意 H( l)

S 与图形注意 H( l)
G 融合为:

H( l) = z☉Hl
S + (1 - z)☉H( l)

G (16)
z = σ(Hl

SWz,1 + H( l)
G Wz,2 + bz) (17)

　 　 其中, Wz,1 ∈ ℝ D×D,
 

Wz,2 ∈ ℝ D×D,
 

bz ∈ ℝ D 分

别表示可学习参数;“☉”表示元素乘积; σ(·) 表示

Sigmoid 激活函数。
通过对空间注意和图形注意的融合,创建了空

间图形注意块(SG
 

Att
 

Block)。

H(l-1) H(l)

Distance

Adaptive
adjacency

Latent

Equivalent

Temporal
Pattern

Similarity

图 4　 图注意力

Fig.
 

4　 Graph
 

Attention

3　 实验结果与分析

为了验证本文所提模型具有较好的性能,将改

进后的模型 MSTGCN+AL 与其他多元时间序列模型

在 METR-LA 数据集上的结果进行比较,同时为证

明创新部分的有效性进行消融实验和对比实验。
3. 1　 数据集

本研究中选用的是 METR-LA
 

数据集[10] (见表

1),该数据集由洛杉矶大都会交通管理局提供,其
中包括从环路检测器收集的交通数据。 该数据集包

括
 

207
 

个环路检测器的测量数据。 这些检测器安

装在高速公路上,用于监控车辆的平均速度。 数据

通常以
 

5
 

min 为间隔进行收集,这就可以对交通模

式进行详细分析。

表 1　 METR-LA
 

数据集部分展示

Table
  

1　 Partial
 

display
 

of
 

the
 

METR-LA
 

dataset

时间
检测器

773869 767541 767542 717447 717446

2012 / 3 / 1
 

0:00:00 64. 375 67. 625 67. 125 61. 500 66. 875
2012 / 3 / 1

 

0:05:00 62. 667 68. 556 65. 444 62. 444 64. 444
2012 / 3 / 1

 

0:10:00 64. 000 63. 750 60. 000 59. 000 66. 500
2012 / 3 / 1

 

0:15:00 0 0 0 0 0
2012 / 3 / 1

 

0:20:00 0 0 0 0 0
2012 / 3 / 1

 

0:25:00 57. 333 69. 000 67. 667 61. 667 67. 333

06 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 15 卷　



　 　 首先对数据进行清洗预处理及数据集划分,将
70%的数据用于训练,10% 用于验证,20% 用于测

试。 输入序列长度为 12,目标序列包含接下来的 12
个后续步骤。
3. 2　 实验设置

(1)平台。 所有实验均在
 

Linux
 

系统上进行训练

和测试。 (CPU:
 

鲲鹏 920
 

7265(128C) @ 3. 0
 

GHz,
 

GPU:
 

NVIDIA ® Tesla ® A100
 

PCIe)。
(2)超参数。 Adam 优化器对所提方法进行了

优化。 学习率设为 1e-4。 采用 L1 损失函数来衡量

所提模型的性能。 批大小为 64,全局种子设为 0,重
复实验。 所有的测试都经过 100 次的训练。
3. 3　 基线模型

为了对本文提出的模型进行分析和比较,本文

使用几种基线模型对数据集进行了模拟实验。 基线

模型有 ARIMA-kal:
 [21]( FITEE

 

2017)、WaveNet[22]

(Google
 

2016)、 STGCN[23] ( IJCAI
 

2018)、 GMAN[24]

( AAAI
 

2020 )、 TS2Vec[25] ( AAAI
 

2021 )、
 

CTS -

TS2Vec[26] ( IEEE
 

CASE
 

2023)、MSTGCN∗ [8] ( ECAI
 

2022)。
在基线的模型中,ARIMA-kal 是一个时间序列

预测模型,结合了自回归积分移动平均方法和卡尔

曼滤波器。 WaveNet 同时采用因果卷积和扩张卷

积,这可能显著增加其计算成本。 STGCN 大量依赖

预定义的图结构。 GMAN 利用 node2vec 算法在执

行注意机制的同时保留节点的结构信息。 TS2Vec
和 CTS-TS2Vec 都是用于时间序列的无监督预训练

方法。 当图结构未预先定义时,这些方法可能无法

有效 地 对 多 变 量 时 间 序 列 数 据 进 行 建 模。
MSTGCN∗利用多图融合,但其多图仍基于自定义的

邻接矩阵,并未考虑周期性。
3. 4　 基线实验结果与分析

表 2 显示了不同基线方法在数据集 METR-LA 上

的性能比较。 本文采用 3 种广泛使用的指标来评估所

提出的模型的性能, 其中包括平均绝对误差(MAE)、均
方根误差(RMSE) 和平均绝对百分比误差(MAPE)。

表 2　 各种基准方法在不同时间步数预测下的实验结果

Table
 

2　 Experimental
 

results
 

of
 

various
 

baseline
 

methods
 

conducted
 

for
 

predictions
 

at
 

different
 

time
 

steps

Model
Horizon

 

3

MAE RMSE MAPE / %

Horizon
 

6

MAE RMSE MAPE / %

Horizon
 

12

MAE RMSE MAPE / %

ARIMAkal 3. 990 8. 210 9. 60 5. 050 10. 450 12. 70 6. 900 13. 230 17. 40

WaveNet 2. 990 5. 890 8. 04 3. 590 7. 280 10. 25 4. 450 8. 930 13. 62

STGCN 3. 330 5. 770 8. 92 3. 740 6. 650 10. 39 4. 590 9. 400 12. 70

GMAN 4. 040 8. 530 10. 20 4. 590 9. 850 11. 69 5. 330 11. 210 13. 60

TS2Vec 6. 000 8. 920 13. 15 6. 340 9. 650 14. 04 6. 930 10. 440 15. 95

CTS-
 

TS2Vec 3. 310 6. 630 7. 80 3. 800 7. 510 9. 44 4. 770 9. 020 12. 23

MSTGCN∗ 2. 973 5. 685 7. 92 3. 513 7. 017 9. 93 4. 194 8. 466 12. 27

MSTGCN+AL 2. 950 5. 629 7. 90 3. 479 6. 832 9. 80 4. 116 8. 231 12. 20

　 　 通过分析表 2 可以看出,在 METR-LA 数据集

的 30
 

min、45
 

min 和 60
 

min 预测中, MAE 都取得了

最佳结果,并且在 60
 

min 的预测中,MSTGCN+AL 的

所有评价指标均达到了最佳。 在 30
 

min 预测时,
MAE 和 RMSE 取得了最佳结果。 对于 MSTGCN +
AL,随着时间长度的增加,模型的预测表现仍然最

佳。
需要注意的是,MSTGCN∗ 和 GMAN 都具有类

似的多图融合模块,并广泛采用注意力机制,但本文

所提的模型在所有指标上的表现都优于前两者,显
示出本文所提模型架构的有效性。 因此,可以说明

本文的 MSTGCN+AL 模型表现出优越的预测能力,
特别是在较长时间预测方面,如提前 1

 

h 的预测。

这种特性对实际应用非常有利,为交通管理部门提

供充足的时间来实施基于预测洞察的优化策略,从
而增强交通管理能力。
3. 5　 消融实验

为验证所提模型关键组件的有效性,设计了几

种 MSTGCN∗变体,在 METR-LA 数据集上进行了消

融研究。 具体阐释如下。
(1)MSTGCN+A:含有自适应邻接图的 MSTGCN∗,

用创新的自适应邻接图代替基础的邻接定义来得到

邻接图。
(2)MSTGCN +L:含有潜在式图的 MSTGCN∗,

用创新的潜在试图代替原先线性拟合直方图来表示

时空训练数据的概述。 其中,每个 bin 表示一个预
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定义的时间范围,条形高度测量落入每个 bin 的数

据记录的数量。
为了评估本文所提模型中每个组件的实际性

能,按照上述实验设置来运行消融实验,每个模型也

运行 100
 

epoch,实验结果见表 3。

表 3　 消融实验

Table
  

3　 Results
 

of
 

ablation
 

experiments

Methods MSTGCN∗ MSTGCN+A MSTGCN+L

MAE 3. 477
 

4 3. 467
 

3 3. 462
 

5

RMSE 6. 871
 

4 6. 863
 

3 6. 839
 

2

MAPE 0. 097
 

5 0. 097
 

3 0. 097
 

6

　 　 METR-LA 数据在模型 MSTGCN∗ 上的消融实

验结果如图 5 所示。
 

从图 5 可以看出,通过消融实

验,证明了 2 个图的改进方法是有效的。 2 个图的

性能如下:
(1)自适应邻接图的性能:自适应邻接图的引

入极大地改善了结果,因在其中结合了自适应学习

和图学习的思想,能够自适应地学习图的结构和特

征,使信息流能够在孤立但相互依赖的节点之间流

动,从而提高算法的性能和鲁棒性。
(2)潜在式图的性能:潜在式图效果也很明显,

有效提升了对长期周期性及时空关系的捕捉能力,
可以表示历史数据或人类洞察力的长期时空依赖

性,可广泛用于各种图神经网络。
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图 5　 METR-LA 数据在模型 MSTGCN∗上的消融实验

Fig.
 

5　 The
 

ablation
 

experiments
 

conducted
 

on
 

the
 

METR-LA
 

dataset
 

using
 

the
 

MSTGCN∗
 

model

3. 6　 对比试验

为了评估改进后模型 MSTGCN+AL 的有效性与

稳定性进行了对比试验。 在相同的参数条件下,将
MSTGCN+AL 模型与 MSTGCN∗ 模型各进行了多次

实验操作,取最大最小值以及均值的 MAE、
 

RMSE、
MAPE 来进行评估,以此说明模型在数据上运行的

稳定性,结果见表 4。

从表 4 的 3 个评价指标可以看出,在分布性和

收敛性方面 2 种算法的差别很大。 本文中改进后的

MSTGCN+AL 模型比原先论文中的 MSTGCN∗ 模型

有一定的优势。 对于 MAE、RMSE、MAPE 指标来

说,MSTGCN+AL
 

模型在数值上均优于
 

MSTGCN∗模

型,充分说明了 MSTGCN + AL 模型的有效性和稳

定性。

表 4　 MSTGCN+AL 模型与 MSTGCN∗模型稳定性评估

Table
 

4　 Stability
 

evaluation
 

of
 

MSTGCN+AL
 

model
 

and
 

MSTGCN∗
 

model

MSTGCN∗

MAE RMSE MAPE

MSTGCN+AL

MAE RMSE MAPE

Maximum 3. 477
 

4 6. 871
 

4 0. 097
 

7 3. 479
 

2 6. 887
 

2 0. 097
 

5

Minimum 3. 467
 

6 6. 850
 

6 0. 097
 

5 3. 437
 

6 6. 713
 

2 0. 096
 

8

Mean 3. 473
 

9 6. 862
 

3 0. 097
 

6 3. 460
 

4 6. 818
 

4 0. 097
 

3

4　 结束语

本文提出了一种针对长期时间序列数据预测框

架,采用基于注意力机制的多图神经网络,预测路网

图上超前时间步长的交通状况。 在实际数据上的大

量实验证明了所提出的模型在提高交通流量的预测

能力方面的有效性。
未来,需要将影响交通预测的其他因素考虑进

来,如:经济因素、收费因素、其他运输方式等,也需

加强与高速公路工作人员的合作,以获取更多的高
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速公路环路探测器测量的平均交通速度。 同时,将
把多图建模的框架应用到其他基于图的时空预测任

务中,为使用图神经网络( GNN)处理多种非结构数

据奠定基础。
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