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摘　 要:
 

糖尿病视网膜病变(DR)是一种慢性疾病,会导致严重的视力下降,甚至失明。 眼底硬性渗出物自动分割算法可以为

医生提供准确的硬性渗出物位置和大小信息,对辅助医生诊疗有着重要意义。 为此,本文提出了一种全新的眼底视网膜病变

硬性渗出物分割模型 MDES-Net,其中设计了多尺度融合注意力模块(MFT)用以捕获多尺度特征,基于 MFT 构建了全新的

多尺度双分支编码器能有效扩展了感受野并减少信息丢失,提出了加强跳跃连接(ES)模块用来过滤和保留通道和空间信息,
捕获更多微小的特征。 该模型在 IDRiD 数据集上实现了 81. 00%的召回率、78. 51%的准确率、79. 66%的戴斯相似系数和

66. 29%的交并比,在 E-Ophtha 上则为 52. 85%、63. 20%、56. 15%和 39. 96%。 相比于目前几种先进模型,该模型的性能在各

个指标上都有一定的提升,为眼底硬性渗出物分割提供了新的更优方法。
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Abstract:
 

Diabetic
 

Retinopathy
 

(DR)
 

is
 

a
 

chronic
 

disease
 

that
 

can
 

lead
 

to
 

severe
 

vision
 

loss
 

and
 

even
 

blindness.
 

The
 

automatic
 

segmentation
 

algorithm
 

of
 

fundus
 

hard
 

exudates
 

can
 

provide
 

doctors
 

with
 

accurate
 

information
 

on
 

the
 

location
 

and
 

size
 

of
 

hard
 

exudates,
 

which
 

is
 

of
 

great
 

significance
 

for
 

assisting
 

doctors
 

in
 

diagnosis
 

and
 

treatment.
 

To
 

this
 

end,
 

this
 

paper
 

proposes
 

a
 

new
 

fundus
 

retinopathy
 

hard
 

exudate
 

segmentation
 

model
 

MDES - Net,
 

in
 

which
 

a
 

multi - scale
 

fusion
 

attention
 

module
 

( MFT)
 

is
 

designed
 

to
 

capture
 

multi-scale
 

features,
 

and
 

a
 

new
 

multi-scale
 

dual-branch
 

encoder
 

based
 

on
 

MFT
 

is
 

constructed
 

to
 

effectively
 

expand
 

the
 

receptive
 

field
 

and
 

reduce
 

information
 

loss.
 

The
 

proposed
 

Enhanced
 

Skip
 

connection
 

(ES)
 

module
 

is
 

used
 

to
 

filter
 

and
 

retain
 

channel
 

and
 

spatial
 

information
 

to
 

capture
 

more
 

subtle
 

features.
 

The
 

model
 

achieves
 

a
 

recall
 

rate
 

of
 

81. 00%,
 

an
 

accuracy
 

rate
 

of
 

78. 51%,
 

a
 

Dyss
 

similarity
 

coefficient
 

of
 

79. 66%
 

and
 

an
 

intersection-over-union
 

ratio
 

of
 

66. 29%
 

on
 

the
 

IDRiD
 

dataset,
 

and
 

52. 85%,
 

63. 20%,
 

56. 15%
 

and
 

39. 96%
 

on
 

E-Ophtha.
 

Compared
 

with
 

several
 

current
 

advanced
 

models,
 

the
 

performance
 

of
 

this
 

model
 

has
 

been
 

improved
 

in
 

various
 

indicators,
 

providing
 

a
 

new
 

and
 

better
 

method
 

for
 

the
 

segmentation
 

of
 

fundus
 

hard
 

exudates.
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0　 引　 言

糖尿病被认为是世界上最普遍的慢性疾病之一,
全球糖尿病患者数量已超过 5 亿[1] 。 糖尿病视网膜

病变(DR)是糖尿病最常见的一种微血管并发症,是
慢性糖尿病导致的视网膜微血管渗漏和阻塞从而引

起一系列的眼底病变,其病灶特征主要集中在视网膜

上,如图 1 所示,包括斑点出血 ( HM)、微动脉瘤

(MA)、硬性渗出物(EX) 和软性渗出物(SE) 等病

灶[2] 。 严重时 DR 可导致患者失明,因此 DR 的早期

诊断和治疗具有重大的理论和实践意义。 硬渗出物

(EX)是诊断 DR 的一种重要病灶。 EX 的特征表现

为块状或点状亮点,是由于血管内的脂质或者脂蛋白

从视网膜的血管里渗出沉积在视网膜内,从而变成一

种黄白色的颗粒状或者斑块状的病变[3] 。 通过眼底

图像检查实现的 EX 检测被认为是 DR 诊断的有效方

法[4] 。

图 1　 眼底视网膜图像中各种病灶

Fig. 1　 Various
 

lesions
 

in
 

fundus
 

retinal
 

images

　 　 由于 EX 分割本质上是一种像素类别极不平衡

的分类任务,导致现有深度学习方法在硬渗出物分

割上的性能受限,存在如下挑战:
(1)正负样本像素极度不平衡且眼底图像数量

少。 研究中正样本为 EX,负样本为背景。 研究中,
Rationeg / pos、 Number 分别表示前景像素比例和数据

量。 研究给出的检测结果见表 1。 从表 1 可见,
IDRiD 数据集中正样本仅占 0. 9%,而 E_Ophtha 数

据集中正样本更少,只有 0. 2%。 而且 2 个数据集中

眼底图像数量最多才 81 张,这些问题都给本研究的

开展带来了极大挑战。
表 1　 检测结果

Table
 

1　 Detection
 

results

Datasets Rationeg / pos / % Number

IDRiD 0. 90 81

E-Ophtha 0. 22 47

　 　 (2)细小病灶的分割。 眼底图像中的硬性渗出

物很多都是成块连续出现的,但也有很多细小渗出

物分散在眼底各处(见图 1)。 在 DR 疾病的分级诊

断中,细小渗出物分割的精准度能增加疾病诊断的

准确性,但给分割模型的设计带来了挑战。
　 　 针对以上挑战,本文基于编解码结构提出一

种分割性能更优的自动 EX 分割模型,主要贡献如

下:
(1)为了加强模型对病灶特征的提取能力。 在

编码器阶段,提出了由多尺度融合注意力( MFT)模

块和 EfficientNet 组成的多尺度双分支编码器,使模

型能够综合提取全局和局部的特征。
(2)为了加强模型对细小、边缘等病灶的分割

能力。 在解码器阶段,提出了加强跳跃连接(ES)模

块,该模块通过消除信号歧义以保留更多的上下文

信息。
(3)为了解决数据类别不平衡的问题。 本文利

用数据增强技术增强数据的数量和质量,并结合

DICE 损失函数优化模型参数。

1　 相关工作

目前,深度学习技术在眼底视网膜图像病灶分

割应用中展现了强大的特征学习功能[5] 。 U 形架构

在医学图像分割应用中具有优势[6] 。 然而由于眼

底视网膜数据病灶像素与背景像素极不平衡且数量

极小,现有的模型很难有效分割糖尿病视网膜病变

的病灶,导致模型分割不充分,特别是细小病灶的分

割效果上与预期仍然存在一定差距[7] 。 Fu 等学

者[8]提出一种结合多尺度、通道注意力和残差网络

的模型结构,在一定程度上提升了细小渗出物分割

的效果。 但是由于模型结构复杂,出现了背景像素

误判的情况。 Ali 等学者[9] 提出一种双解码器结构

并使用门控跳跃连接(GAS)网络,GAS 能够根据上

一级的特征来关注解码器中最有价值的特征。 通过

改进跳跃连接来增强细节的捕捉。 然而,双解码器

结构增加了计算量,降低了模型的推理速度,模型结

构更加复杂,增加了训练时间。 Wang 等学者[10] 开

发出一种交叉共同注意的密集跳跃连接,以解决语

义差距,实现全局多尺度上下文建模。 然而,编码器

的特征能力不足直接影响了跳跃连接的合理性,导
致整体分割效果无法满足实际应用需要。 Tang 等

学者[11]引入了一种斑块密度对比方案来区分具有

不同病变浓度的区域和开发了一个判别性边缘检查

模块来动态分析边界周围的像素,从而提高模型分

割小病变的熟练程度。 但模型的整体分割效果还有

待提升。
为了解决上述问题,本研究提出了一种结合了
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多尺度融合注意力(MFT)、双分支编码器和加强跳

跃连接(ES)模块的硬性渗出物分割模型。

2　 网络模型与结构

2. 1　 网络整体结构

模型整体结构示意如图 2 所示。 本文提出的

MDES-Net 分为编码器和解码器两个部分。 其中,
编码器采用双分支结构,由多尺度融合注意力模块

(MFT)和 EfficientNet 构成,MFT 通过不同尺度的卷

积层捕获图像的多尺度信息,并结合注意力机制以

获得 更 准 确 的 全 局 信 息。 EfficientNet 由 多 个

MBConvBlock 堆叠而成,通过增加网络深度来提升

模型的复杂性,从而提取更多高级特征。 最终,通过

融合模块将双分支的特征进行整合。 在解码器阶

段,本文提出了加强跳跃连接(ES)模块。 该模块利

用注意力机制进一步优化特征间的连接,以保留更

多的上下文信息,从而增强模型对微小病灶特征的

提取能力。

ESBlock MBConv MFTBlock FuseBlock Conv3?3 Downsampling Upsampling SkipConnection

图 2　 模型整体结构示意图

Fig.
 

2　 Schematic
 

diagram
 

of
 

the
 

overall
 

model
 

structure

2. 2　 多尺度融合注意力模块

传统单尺寸卷积层由于感受野有限,容易导致

信息丢失,进而影响分割精度[12] 。 为了解决这个问

题,本文设计了一种新的特征提取模块(Multi-scale
 

fusion
 

attention
 

module,MFT)。 模块结构如图 3 所

示,该模块的工作流程分为 3 个步骤:
(1)通过 3 个不同大小(1×1、3×3、5×5)的卷积

层来提取多尺度特征。 较小的卷积核擅长捕捉局部

特征,较大的卷积核能更有效地捕获广泛的上下文

信息。
(2)通过通道连接融合不同尺度的特征,并利

用通道注意力模块来识别多尺度特征中的关键信

息,从而提升特征的表达能力。
(3)再次使用通道连接将 1×1 卷积层提取的特

征与多尺度融合特征相结合,进一步增强特征图中

的上下文信息,为后续的分割任务提供更加丰富的

信息。
在数学上,本文将 Xk = [xk

1,xk
2,…,xk

C] 视为卷

积核大小为 k 的卷积层提取到的特征图。 xi ∈RH×W,
W、H 和 C 分别表示宽度、高度和通道尺寸。 依赖于

卷积操作独特的特征提取能力,结合多尺度充分提

取图像的特征。 该操作将这些特征信息嵌入向量xφ

中。 向量变换为:

xφ = σ ∑
hk-1

i = 0
∑
wk-1

j = 0
x(H - i,W - j)·Wk( i,

 

j) + b( ) (1)

　 　 其中, hk,wk 表示卷积核的大小; i,
 

j 表示特

征图中元素的位置; Wk( i,
 

j) 表示卷积核中位

置( i,
 

j) 的权重;σ 和 b 分别表示激活函数和偏置

项。
接下来,推得公式具体如下:

 

X fuse = Concat(X1,X3,X5) (2)
　 　 在特征融合模块中,执行了 Concat 操作将不同

尺度的特征进行合并,从而得到多尺度融合特征。
得到的数学表达式如下:

Xout = Concat(X1,ATT(X fuse)) (3)
　 　 其中, ATT 表示 ECA 通道注意力模块; X1 表示

Conv1 × 1 提取的特征; X fuse 表示多尺度特征融合

层; Concat 表示沿通道维度进行串联操作。
对多尺度融合特征应用通道注意力处理,以突

出重要特征并抑制不重要的信息。 处理后的特征再

与 1×1 卷积层提取的特征进行通道连接融合,最终

得到结果 Xout。
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EfficientChannel
Attention

Conv(1,1)

Conv(1,1)

Conv(1,1) Conv(3,3) Conv(5,5)

Conv(1,1)

图 3　 MFT 模块图

Fig.
 

3　 MFT
 

module
 

diagram

2. 3　 双分支编码器

单分支编码器在处理复杂任务时,由于信息交

互的限制,可能会遇到信息不足的问题[13] 。 相比之

下,双分支结构能够通过互补 2 个分支之间的关键

信息,增强语义信息间的依赖关系[14] 。 双分支偏码

器如图 4 所示。 本文设计了一种融合了 MFT 和

EfficientNet[15]的双分支编码器,旨在同时提取图像

的全局和局部特征,从而提升模型的特征提取能力。
其中,MFT 通过结合多尺度特征提取和注意力机

制, 能够有效地从眼底图像中提取全局信息。
EfficientNet 由一系列重叠的 MBConvBlock 组成,这
些块结合了深度可分离卷积和宽度乘法器等先进技

术,以增强模型性能。 这种设计不仅加强了模型捕

获局部信息的能力,而且通过堆叠的卷积层能够更

细致地关注眼底图像中的微小特征,从而增强对细

小病灶的识别能力。 通过融合模块,将 2 个分支编

码器提取的特征进行综合,从而获得既包含全局上

下文信息又关注微小病变的特征图。

图 4　 双分支编码器

Fig.
 

4　 Dual-branch
 

encoder

2. 4　 加强跳跃连接模块

跳跃连接在训练阶段通过残差学习可以更轻松

地进行参数优化,并提高测试期间的准确性[16] 。 在

解码器阶段,为了更好地融合语义和尺度不一致的

特征,本文提出了一种新的跳跃连接模块(Enhance
 

Skip
 

Connections
 

Module,ES)。 ES 模块如图 5 所示。
与传统的简单跳跃连接不同,所提出的 ES 模块能

对特征信息进行进一步增强。 该模块通过注意力机

制来指导编码器特征的通道和空间信息过滤,这样

就能消除解码器特征作为信号的歧义,优化特征之

间的连接过程,从而保留更多的上下文信息[17] 。

Channel
Attention
Module

Spatial
Attention
Module

图 5　 ES
 

模块图

Fig.
 

5　 ES
 

module
 

diagram

　 　 具体来说,本文在连接前对特征进行了通道和

空间信息处理,而不是仅仅停留在简单的特征连接。
在 CBAM[18]注意力机制的作用下,该模块增强了整

体模型在空间和通道维度的注意力提取能力,从而

多方位地关注特征的注意力信息,这使得低级特征

信息被进一步过滤,以突出更重要的特征并抑制无

关信息的干扰。 最后,将过滤后的低级特征和高级

特征进行融合,以获得更好的特征表示。

3　 实验分析

3. 1　 数据集

本研究在 2 个可用的公开数据集(即 IDRiD[19]

和 E-Ophtha
 [20] )上进行相关实验。

( 1 ) 印 度 糖 尿 病 视 网 膜 病 变 图 像 数 据 集

(IDRiD)。 用于 2018 年国际生物医学成像研讨会

(ISBI)主办的视网膜图像挑战赛中的分割和分级任

务。 该数据集由 81 张图像组成,每张图像的分辨率

为 4
 

288×2
 

848,提供 EX、HE、MA、SE 的像素级标

注。
(2)E-Ophtha

 

数据集。 是一个公开可用的数

据集,由 2 部分组成:E -Ophtha_EX
 

和
 

E_Ophtha_
MA。 具体来说,E_Ophtha_EX 中有 82 张视网膜图

像,其中 47 张图像包含硬性渗出物,35 张图像为正

常图像。 由于该数据集没有划分训练集和测试集,
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因此在本文实验中,采用五折交叉验证来评估所有

模型的性能。
3. 2　 损失函数

在本研究中,大类是背景,小类是硬渗出物。 背

景像素的数量远大于前景像素的数量,这称为类不

平衡问题[21] 。 对于极度不平衡的 EX(硬渗出物)分
割任务,本文采用了 Dice 损失函数来处理。 Dice 损

失函数的优势在于并不依赖于对前景和背景进行加

权平衡,而是通过优化样本的交集和并集来提高模

型性能,这使得即使在正样本较少的情况下也能获

得较好的分割效果。 Dice 损失函数的具体公式如

下:
  

Loss = 1 - 2TP
2TP + FN + FP

= 1 - 2 < p,
 

p̂ >

p 2
2 + p̂ 2

2

(4)

其中, TP 表示真阳性值; FN 表示假阴性值;
FP 表示假阳性值; p 表示模型的预测值, p ∈

{0,1} n;
  

p̂ 表示真实值,
 

p̂ ∈ [0,1]。 本次研究中,
TP 表示正确分类的硬渗出物像素;FP 表示被错误

分类为硬渗出物像素的背景像素;FN表示被错误分

类为背景像素的硬渗出物像素。
3. 3　 评价指标

本研究实验环节使用了几个眼底病灶分割任务

中最常见的评估指标: 戴斯相似系数(Dice)、召回

率(Recall)、精度(Precision) 和交并比( IoU)。 具体

公式如下:

Dice = 2TP
2TP + FP + FN

(5)

Recall = TP
TP + FN

(6)

Precision = TP
TP + FP

(7)

IoU = TP
TP + FP + FN

(8)

　 　 其中, TP表示正确分类的硬渗出物像素;FP表

示被错误分类为硬渗出物像素的背景像素;FN表示

被错误分类为背景像素的硬渗出物像素。 逐像素计

算真阳性(TP)、假阳性(FP) 和假阴性(FN) 的数

量。
3. 4　 数据预处理和增强

为了在保留图像细节的同时方便模型训练,本
文对 IDRiD 和 E_Ophtha 数据集中的图像及其对应

的真实标签进行了尺寸调整,按照原图的长宽比将

其统一调整为 768 × 512 像素 ( 宽 × 高)。 在处理

IDRiD 数据集时,裁剪掉了多余的黑色边缘背景像

素,以减轻数据不平衡的问题。 此外,为了增加数据

集的规模和多样性,采用了包括裁剪、旋转 90°、水
平翻转和垂直翻转在内的多种图像增强技术,这些

方法有助于提高模型对不同情况的适应能力,从而

增强模型的泛化性。
3. 5　 实验设置

所有实验均基于 Pytorch 框架且运行在具有
 

Ubuntu
 

18. 04
 

操作系统上的 NVIDIA
 

RTX
 

3090TI 显
卡上。 训练中,批量大小 (batch

 

size) 为 4,初始学

习率为 0. 001,最大迭代次数为 10
 

000,并采用了

Adam 优化算法。 此外,模型训练过程中使用线性

下降策略动态调整学习率的大小。
3. 6　 实验结果与分析

3. 6. 1　 消融实验

为了深入评估 MDES-Net 模型中各模块的有效

性与重要性,本文在 IDRiD 和 E_Ophtha 数据集上进

行了消融实验。 结果见表 2,其中最优指标以加粗形

式表示。 本研究对比了 4 种不同架构的模型,分别

是:U-Net[22] 、EfficientNet 组成的编码器(U-NetE )、
双分支编码器( U - NetE + MFT)、U - NetE + MFT + ES
(MDES-Net)。 在 2 个数据集上,这 4 种模型都进行

了实验。
表 2　 MDES-Net 的详细消融结果

Table
 

2　 Detailed
 

ablation
 

results
 

of
 

the
 

MDES-Net

Datasets Methods Recall Pre Dice IoU

IDRiD UNet 77. 06 70. 98 73. 54 58. 32

UNetE 74. 26 79. 18 76. 61 62. 16

UNetE +MFT 80. 50 75. 09 77. 70 63. 58

UNetE +MFT+ES 81. 00 78. 51 79. 66 66. 29

E-Ophtha UNet 53. 19 52. 56 52. 50 36. 39

UNetE 55. 17 56. 92 55. 98 39. 75

UNetE +MFT 51. 88 57. 78 54. 60 38. 42

UNetE +MFT+ES 52. 85 63. 20 56. 15 39. 96

　 　 在 IDRiD 数据集上。 MDES-Net 在所有指标上

均优于基线模型 U-Net。 这一优势主要得益于多尺

度双分支编码器和 ES 模块的引入。 U-NetE +MFT
相比于 U-Net 的显著提升,验证了多尺度双分支编

码器在病灶提取方面的优势。 进一步地,ES 模块的

加入使得 MDES-Nets 实现了 Recall、Precision、Dice
和 IoU 的提升,分别增加了 0. 5%、3. 42%、1. 96%和

2. 68%。 整体而言,MDES-Net 在 Recall、Precision、
Dice 和 IoU 指标上分别提升了 3. 94%、 7. 53%、
6. 12%和 7. 97%,这表明多尺度双分支编码器和 ES
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模块在硬性渗出物分割任务中起到了关键作用。
在 E - Ophtha 数据集上。 U - NetE、 U - NetE +

MFT、U-NetE +MFT +ES 均能提供更准确的分割结

果。 MDES-Net 相较于 U -Net 在 Precision、Dice 和

IoU 指标上分别提升了 10. 64%、3. 65%和 3. 57%。
进一步证明了 MDES-Net 模型设计的高效性和实用

性。 综上研究结果表明,MDES-Net 通过其创新的模

块设计,在 2 个数据集上均实现了性能的显著提升。
3. 6. 2　 与基线模型进行对比

为了进一步验证 MDES-Net 网络的分割性能,
本文在 IDRiD 和 E_Ophtha 数据集上与多个基线模

型进行了比较分析。
在 IDRiD 数据集上的对比实验中,涉及模型包

括 U - Net、 U - Net + +[23] 、 U - Net3 +[24] 、 HED[25] 、
DeepLap-v3+[26]和 Attention-UNet[27] 。 与基线模型

进行比较的实验结果见表 3。 分析可知,MDES-Net
在所有评价指标上均表现最佳。 具体来说,MDES-
Net 在 Recall、Precision、Dice 和 IoU 上分别达到

81. 00%、78. 51%、79. 66%和 66. 29%,再次证明了

MDES-Net 模型的有效性和优越性。
　 　 在 E _Ophtha 数据集上,将 MDES - Net 与 U -
Net、U-Net++、DeepLap-v3+和 Attention-UNet 进行

了对比。 由表 3 可知,本文仅在 Recall 指标上取得

52. 85%、低于 U-Net 的 53. 19%,该指标外的结果都

远高于其他模型结果, Precision、Dice 和 IoU 分别为

63. 20%、56. 15%和 39. 96%,具体来说,MDES-Net
的 Precision 至少高 8. 12%,Dice 至少高 3. 65%,IoU
至少高 3. 57%。

表 3　 与基线模型进行比较的结果

Table
 

3　 Results
 

comparison
 

with
 

the
 

baseline
 

model

Datasets Methods Recall Pre Dice IoU

IDRiD UNet 77. 06 70. 98 73. 54 58. 32

UNet++ 76. 59 74. 42 75. 46 60. 61

UNet3+ 68. 91 78. 45 73. 58 58. 28

HED 76. 20 61. 31 67. 31 51. 42

DeepLap-v3+ 70. 89 56. 31 62. 42 45. 66

Attention-UNet 73. 79 75. 89 74. 77 59. 74

MDES-Net 81. 00 78. 51 79. 66 66. 29

E-Ophtha UNet 53. 19 52. 56 52. 50 36. 39

UNet++ 47. 50 43. 07 42. 83 27. 73

DeepLap-v3+ 43. 71 50. 26 46. 05 31. 20

Attention-UNet 48. 33 55. 08 50. 88 35. 19

MDES-Net 52. 85 63. 20 56. 15 39. 96

　 　 为了进一步验证 MDES-Net 对微小病灶的分割

能力,本文在 IDRiD 数据集上通过分割裁剪创建了

细小病灶数据集, 并与 UNet、 UNet + +、 UNet3 +、
HED、DeepLap - v3 +以及 Attention - UNet 进行了比

较。 IDRiD 数据集上细小病灶分割效果见图 6。 由

图 6 可知,MDES-Net 在定位和精准度等方面均展

现出更强的能力,对比其他模型有明显的优势。

(a)原始图像 (b)GroundTruth (c)UNet

(d)UNet++ (e)UNet3+ (f)Deeplap-v3+

(g)DoubleUNet (h)Attention-UNet (i)MDES-Net

图 6　 IDRiD 数据集上细小病灶分割效果图

Fig.
 

6　 Tiny
 

lesion
 

segmentation
 

results
 

of
 

different
 

methods
 

on
 

IDRiD
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　 　 综合 2 个数据集上的训练和测试结果,本文设

计的 MDES-Net 模型表现出色。 不同方法在 IDRiD
和 E-Ophtha 数据集上的分割结果如图 7 所示。 由

图 7 可知,MDES-Net 与其他基线模型的预测掩膜

样本对比中,无论在整体、还是细节上表现,MDES-
Net 都优于其他基线模型。 这些结果进一步证明了

MDES-Net 在眼底图像分割任务中的优越性。

(a)Inputimage

(b)GroundTruth

(c)UNet++

(d)UNet3+

(e)HED

(f)Deeplap-v3+

(g)Attention-UNet

(h)MDES-Net

(i)Inputimage

(j)GroundTruth

(k)Attention-UNet

(l)Deeplap-v3+

(m)UNet++

(n)MDES-Net

图 7　 不同方法在 IDRiD 和 E-Ophtha 数据集上的分割结果

Fig.
 

7　 Segmentation
 

results
 

of
 

different
 

methods
 

on
 

the
 

IDRiD
 

and
 

E-Ophtha
 

dataset

3. 6. 3　 与其他分割模型进行对比

为了进一步验证 MDES-Net 的分割性能,本文

在 IDRiD 和 E_Ophtha 数据集上比较了 MDES-Net
和其他先进的方法。

在 IDRiD 数据集上的对比实验,是将 MDES -
Net 与 LWENet[28] 、 MCA - UNet、 Exu - Eye[29] 、 SS -

MAF[30] 、BCDU - Net[31] 、 LightEyes[32] 和 RMCA
 

U -
Net 网络模型进行对比。 IDRiD 上不同方法的结果

见表 4。 所提出的 MDES-Net
 

在 Recall、Dice 和 IoU
评价指标上排名都为第一,在 Precision 评价指标上

排名第五。
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表 4　 IDRiD 上不同方法的结果

Table
 

4　 Results
 

of
 

different
 

methods
 

on
 

IDRiD
 

dataset

Methods Pre Dice IoU

LWENet 78. 26 78. 15 -

MCA-UNet - 65. 91 -

Exu-Eye 83. 54 79. 33 -

SS-MAF - 72. 55 56. 93

BCDU-Net 82. 01 76. 81 -

LightEyes 79. 40 79. 37 -

RMCA
 

U-Net 82. 01 79. 65 66. 18

MDES-Net 78. 51 79. 66 66. 29

　 　 在 E _ Ophtha 数据集上, 将 MDES - Net 与

LWENet、 LightEyes、 SS - MAF 网 络 进 行 对 比。
E_Ophtha 上不同方法的结果见表 5。 所提出的

MDES-Net 在 Dice、Precision和 IoU 评价指标上排名

都为第一,在 Recall 评价指标上排名第三。
　 　 综合 2 个数据集的实验结果,可以看出 MDES-
Net 的分割结果更加接近真实标签,相比于其他模

型具备更好的分割性能。 这些对比结果证实了

MDES-Net 在硬性渗出物分割领域的先进性。

表 5　 E_Ophtha 上不同方法的结果

Table
 

5　 Results
 

of
 

different
 

methods
 

on
 

E_Ophtha
 

dataset

Methods Recall Pre Dice IoU

LWENet 51. 47 48. 12 49. 60 -
LightEyes 54. 24 54. 09 54. 17 -
SS-MAF 57. 80 - 52. 96 36. 03

MDES-Net 52. 85 63. 20 56. 15 39. 96

3. 6. 4　 鲁棒性测试实验

为了验证 MDES-Net 的鲁棒性,本文将 MDES-
Net 与 U-Net、Attention-UNet 网络进行了鲁棒性对

比实验。 实验中将使用 E_Ophtha 数据集训练得到

的网络模型应用到 IDRiD 数据集上进行测试,反之

亦然,以此来观察模型在不同数据集上的分割精度

变化,进而分析网络的鲁棒性。
基于 IDRiD 和 E_Ophtha 数据集之间的鲁棒性

实验结果见表 6。 由表 6 可知,MDES-Net 在所有数

据集上均优于基准模型,MDES-Net 的 Precision 评

价指标比基准实验至少高出 1. 49%, Dice 至少高

3. 56%, IoU 至少高 3. 75%,表明 MDES-Net 不仅具

有优异的分割效果,而且在不同数据集之间的迁移

能力方面也表现出了良好的鲁棒性。

表 6　 基于 IDRiD 和 E_Ophtha 数据集之间的鲁棒性实验结果

Table
 

6　 Robustness
 

experimental
 

results
 

between
 

IDRiD
 

and
 

E_Ophtha
 

datasets

Training
 

set Methods Test
 

set Recall Pre Dice IoU

IDRiD UNet IDRID
E-Ophtha

77. 06
80. 78

70. 98
51. 32

73. 54
62. 92

58. 32
45. 90

Attention-UNet IDRID
E-Ophtha

73. 79
77. 29

75. 89
64. 08

74. 77
70. 07

59. 74
53. 92

MDES-Net IDRID
E-Ophtha

81. 00
73. 60

78. 51
76. 42

79. 66
74. 98

66. 29
59. 98

E-Ophtha UNet IDRID
E-Ophtha

72. 86
74. 99

32. 43
66. 44

42. 92
70. 46

27. 75
54. 39

Attention-UNet IDRID
E-Ophtha

61. 15
76. 45

69. 80
68. 29

63. 64
72. 14

47. 07
56. 42

MDES-Net IDRID
E-Ophtha

64. 46
71. 78

71. 29
78. 46

67. 20
74. 97

50. 82
59. 96

4　 结束语

本文基于 U-Net 提出了一种新的糖尿病眼底视

网膜图像硬性渗出物分割模型 MDES-Net。 通过多

尺度双分支编码器,增强了编码器的特征提取能力,
有助于保留眼底图像的前景特征。 同时,利用加强跳

跃连接(ES)模块,实现编码器和低分辨率解码器之

间的更全面、更合理的融合。 实验结果证明了所提出

的 MDES-Net 模型的有效性和合理性。 特别是在分

割小病变方面表现出色,表现出很强的泛化能力和鲁

棒性。 但模型在处理病灶边界复杂的图像时,精度还

存在一定局限。 未来工作将继续开展相关研究,通过

边界算法以增强模型对边界像素的捕捉能力。
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