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摘　 要:
 

随着信息技术的快速发展,城市计算在交通、物流和公共服务等领域的应用日益广泛。 然而,异质性与交互需求使得

传统路径规划面临新挑战。 在多变的城市环境中,路径规划不仅需适应单一业务需求,还需实现不同业务场景之间的有效协

同。 现有的路径优化算法多集中于特定场景,缺乏跨业务适应能力。 为解决这一问题,本文基于深度强化学习提出了一种自

适应路径规划方法。 该方法通过深度学习自动提取环境特征,并利用强化学习优化路径策略,旨在动态响应交通与物流等多

业务场景的需求。 实验结果表明,所提方法能够有效适应复杂城市环境下的多发布位置需求,实现高效的路径优化,为未来

的城市物流与交通管理提供了新的思路和解决方案。
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Abstract:
 

With
 

the
 

rapid
 

development
 

of
 

information
 

technology,
 

urban
 

computing
 

is
 

increasingly
 

used
 

in
 

transportation,
 

logistics,
 

and
 

public
 

services.
 

However,
 

heterogeneity
 

and
 

interaction
 

requirements
 

pose
 

new
 

challenges
 

to
 

traditional
 

path
 

planning.
 

In
 

a
 

changing
 

urban
 

environment,
 

path
 

planning
 

not
 

only
 

needs
 

to
 

adapt
 

to
 

single
 

business
 

needs,
 

but
 

also
 

needs
 

to
 

achieve
 

effective
 

collaboration
 

between
 

different
 

business
 

scenarios.
 

Existing
 

works
 

are
 

mostly
 

focused
 

on
 

specific
 

scenarios
 

and
 

lack
 

cross-business
 

adaptability.
 

To
 

solve
 

this
 

problem,
 

the
 

paper
 

proposes
 

an
 

adaptive
 

path
 

planning
 

method
 

based
 

on
 

deep
 

reinforcement
 

learning.
 

This
 

method
 

automatically
 

extracts
 

environmental
 

features
 

through
 

deep
 

learning
 

and
 

optimizes
 

path
 

strategies
 

using
 

reinforcement
 

learning,
 

aiming
 

to
 

dynamically
 

respond
 

to
 

the
 

needs
 

of
 

multiple
 

business
 

scenarios
 

such
 

as
 

transportation
 

and
 

logistics.
 

Experimental
 

results
 

show
 

that
 

the
 

proposed
 

method
 

can
 

effectively
 

adapt
 

to
 

the
 

needs
 

of
 

multiple
 

release
 

locations
 

in
 

complex
 

urban
 

environments,
 

achieve
 

efficient
 

path
 

optimization.
 

The
 

research
 

provides
 

new
 

ideas
 

and
 

solutions
 

for
 

future
 

city
 

logistics
 

and
 

traffic
 

management.
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0　 引　 言

随着信息技术的迅猛发展和智能城市建设的推

进,城市计算逐渐应用到社会生活的多个关键领域,
包括交通、物流、公共服务和紧急响应等。 城市计算

技术通过整合城市数据和计算资源,支持城市的高

效运营,并且在改善居民生活质量和提高资源利用

率方面发挥了显著作用。 然而,城市计算中不同业

务场景的异质性和交互需求对传统的路径规划技术

提出了新的挑战。 在多样化和高度动态的城市环境

中,路径规划[1]不仅需要适应单一业务场景下的静

态或单向需求,还需要跨越业务场景之间的多维度

协同,动态适应变化的业务条件,从而实现多任务间

的高效资源调度和分配。
现有的城市计算技术在路径规划方面取得了显

著的进展,尤其是通过数据驱动的方法,例如基于深

度学习和强化学习的路径优化算法[2] ,能够有效地

实现出行需求和资源的动态匹配。 城市出行业务中

的乘车共享服务[3-5] ,随着优步、滴滴等平台的推

广,使得车辆资源的利用效率和经济效益显著提

升[6] 。 研究者们通过构建共乘模型和时空索引机

制,为不同乘客需求之间的动态匹配提供了解决方



案,代表性研究包括 Ma 等学者[7] 提出的“T-share”
系统,该系统通过动态路径规划减少了司机的总行

程,提升了整体效率。 然而,由于这类系统主要关注

单一业务场景,如特定的交通或物流需求,缺乏跨越

不同业务场景的适应能力,难以满足复杂的城市计

算场景中跨业务需求的动态变化。
同时,城市物流业务的发展也促进了路径规划

技术的深入应用。 近年来,随着电商和外卖服务的

快速增长,物流行业涌现出多种配送模式,如众包配

送和基于共享出行的包裹派送,极大地提升了配送

效率并节省了成本。 Gong 等学者[8] 研究了基于社

交媒体用户的众包配送方式,使得配送路径得以灵

活规划。 Chen 等学者[9] 提出了通过沿途中转站实

现包裹运输的方案,从而降低物流成本。 周婷婷等

学者[10]研究了恶劣天气下的路径分配问题,提出了

一种基于博弈论的任务分配算法 CTMG, 虽然

CTMG 能够在多车辆环境中有效分配派送任务,但
其计算复杂度较高,且在处理动态变化的路况时可

能表现不佳。 靳康杰[11] 研究了移动机器人的最短

路径规划问题,设计出了一种基于 Dijkstra 的路径

规划算法 HBSP。 而作为一种经典的路径规划算

法,具有较高的规划质量,适用于静态环境中的单路

径规划,但在多业务路径选择和动态调整方面存在

局限性。 此外,Lanh 等学者[12] 提出了一种基于合

作博弈的任务分配算法 CGTM,通过合作博弈来优

化任务分配,能够提升多车辆系统的协同效率,但在

大规模路网中可能受到计算资源的限制。 总地来

说,以上这些方法仍然依赖于特定的固定场所或单

一业务的任务匹配,对于多业务融合和资源共享的

动态需求适应性较差。 在多业务交互需求日益增加

的背景下,现有方法的局限性使得传统路径规划在

应对复杂多源场景时难以满足效率和实时性要求。
为了解决上述不足,本文基于深度强化学习技

术,提出了一种适用于跨业务城市计算场景的自适

应路径规划方法。 该方法通过深度学习实现对环境

特征的自动提取与建模,同时利用强化学习自适应

地优化派送路径策略,旨在应对城市环境中的多变

因素和跨业务需求。 具体而言,本文的方法不仅能

够动态响应交通和物流等多业务场景间的任务需

求,还能在复杂多变的城市环境中实现路径的高效

优化,从而满足多源动态数据下的路径规划要求。

1　 场景描述

为更直观地说明跨业务路径规划问题,本文以

物流业务与拼车业务为例,构建了一个跨业务路径

规划场景(如图 1 所示)。 在图 1 中, 出租车 1 在始

发地 A接收了一个需要运输至中转站 B的包裹。 在

运输过程中,平台为其分配了一位行程相似的乘客

1。 出租车 1 首先将包裹送至中转站点 B 并放下,随
后继续为乘客 1 提供服务。 与此同时,另一辆前往

目的地 C 的出租车 2 出现,平台将包裹重新分配给

出租车 2。 出租车 2 随后从中转站 B出发,在服务乘

客 2 的同时,将包裹运输至目的地 C。 上述场景中,
出租车既承担了乘客运输任务,又执行了包裹配送

任务,体现了跨业务任务的协同特点。 本文研究的

重点在于如何优化车辆路径规划,以更高效地完成

跨业务任务分配,从而提升车辆利用率和平台整体

收益。 由于包裹派送和打车业务具有时空相似性,
因此本文把包裹分配和打车的路径规划进行了统一

处理,并未设置单独的包裹管理模块。

图 1　 跨业务路径规划示例图

Fig.
 

1　 A
 

toy
 

example
 

of
 

cross-business
 

route
 

planning

1. 1　 路网建模

本文将路网建模为一个无向联通图 G = (V,
E), 其中包含节点集 (V) 和边集 (E), 并定义了相

应的距离矩阵 (D) 和车流矩阵 (L), 详细说明如

下: V = {v1,v2,…,vn} 表示节点集,每个节点 vi 代表

道路网络中的一个交叉口; E = {e1,e2,…,en} 表示

边集,每条边 ei 代表连接 2 个节点的路段。
距离矩阵 D 表示如下:

D =
d11 … d1n

︙ ⋱ ︙
dn1 … dnn

é

ë

ê
ê
êê

ù

û

ú
ú
úú

 

(1)

　 　 其中, dij
 表示

 

vi  和
 

vj  之间的距离。 车流矩阵 L
表示如下:

L =
l11 … l1n

︙ ⋱ ︙
ln1 … lnn

é

ë

ê
ê
êê

ù

û

ú
ú
úú

(2)
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　 　 其中, lij  表示从
 

vi  到
 

vj  的车辆流量。
为表征城市路网中速度与密度的关系,本节使

用了
 

Aoki[13] 提出的速度-密度指数模型。 该模型

能够体现不同车型对速度的影响。 具体地,车辆速

度
 

s
 

表示如下:
s =s0ωσ

ij (3)
　 　 其中, s0 表示车辆的自由流速(如

 

25
 

km / h); σ
为缩放因子(如-0. 7); ω ij 表示按道路宽度计算的

车辆密度,定义公式为:
ωij =lij / dij (4)

　 　 用 ctij  表示从节点
 

vi 到 vj 的时间成本。 基于式
 

(3), ctij 可以表示为:

ctij =
dij

s
(5)

　 　 由于道路长度
 

dij
 和自由流速

 

s0
 固定,因此

 

ctij  随

着密度
 

ω ij
 的增加而增大,即时间成本增加。

1. 2　 车流量建模

本文利用时间序列方法对车流的变化趋势进行

预测,旨在建立当前时间片车辆数量与前几个时间

片车流量之间的线性关系。 鉴于车流在短期内的相

关性特征,本节采用自回归综合移动平均模型[14]

( Auto
 

Regressive
 

Integrated
 

Moving
 

Average,
 

ARIMA)来评估时间序列的动态性与连续性,从而

刻画历史与当前数据间的关系。
设差分算子为 ∇, 则一阶差分 ∇fij(x) 和 k 阶

差分 ∇k fij(x) 表示如下:
∇fij(x) =fij(x) -fij(x - 1)

 

(6)
∇k fij(x) =∇k-1 fij(x) -∇k-1 fij(x - 1)

 

(7)
　 　 引入延迟算子

 

ϑ, 使得:
λ ij(x - p) =ϑpλ ij(x)

 

(8)
　 　 则有:

∇k =(1 - ϑ) k
 

(9)
　 　 假设 k 阶差分后的序列 { fij} 是平稳的,对应的

 

ARIMA
 

模型可表达为:
ρ(ϑ)∇k fij(x) = ξ(ϑ)τ(x)

 

(10)
　 　 其中, τ(x)

 

表示通用的白噪声序列,满足均值
 

 [τ(x)] = 0、 方差 Var[τ(x)] =δ 2, 且每个序列点

均服从正态分布。 在式(10)中,自回归系数多项式
 

ρ(ϑ)
 

和移动平均平滑系数多项式
 

ξ(ϑ)
 

定义为:

ρ(ϑ) = 1 - ∑
k1

p = 1
ρpϑp (11)

ξ(ϑ) = 1 - ∑
k2

p = 1
ξpϑp (12)

　 　 其中,正整数 k1
 和

 

k2 分别表示自回归和移动平

均模型的阶数。

2　 问题描述

2. 1　 MDP 建模

依据路网模型的特性,可以将基于寻路策略的

环境探索[15-16] 建模为一个马尔可夫决策过程

(Markov
 

Decision
 

Process,
 

MDP),其目标是最大化

累积总奖励。 MDP 通常表示为一个五元组 M = {S,
A,R( s′ | s,a),P( s′ | s,a),γ}。 具体地,S 表示状态

空间; A 表示动作空间; R( s′ | s,a) 表示在状态
 

s
 

下

执行动作
 

a 转移到状态
 

s′ 所获得的即时奖励;
P( s′ | s,a)

 

表示在状态
 

s
 

下执行动作
 

a
 

转移到状态
 

s′
 

的概率; γ ∈ [0,1]
 

为折扣因子。
考虑到每个路口与唯一坐标的对应关系,本文

将智能体(即车辆) 当前位置的观察记作状态
 

st 。
对于大小为

 

N × M
 

的网格图,其状态空间可以表示

为:
　 st = { g(x,y) , l(x,y) , l(x-1,y) , l(x+1,y) , l(x,y-1) , l(x,y+1) ,

τ (x,y) ,τ (x-1,y) ,τ (x+1,y) ,τ (x,y-1) ,τ (x,y+1) }
 

(13)
其中, g(x,y) 表示当前智能体所在网格, x∈ [0,

N],y ∈ [0,M];l(x,y) 表示网格 g(x,y) 未来 T 个时间

片内的平均车流量;
 

τ (x,y) 表示网格 g(x,y) 中跨业务

任务的数量(若存在 n 类业务,则 τ 为一个 1 × n 的

向量)。
在每个时间片

 

t
 

中,智能体在接收环境奖励 rt
之前,会依据策略 π(at | st) 选择一个动作 at。 基于

当前位置的观察,智能体能够识别一组可达节点,其
动作空间可以表示为:

A = 中,上,下,左,右{ } 􀰛 {0,1,2,3,4} (14)
每个元素代表网格内不同方向的移动,其中

“上”表示从当前网格移动到相邻的 (x,y + 1) 网

格。 然而,当智能体处于地图边缘时,其有效动作空

间实际上是 A 的一个子集。 值得注意的是,若智能

体选择的方向超出了当前地图所定义的区域,该动

作将被视为无效,智能体需重新选择剩余有效方向

之一。
智能体的目标在于找到最优的行为策略,以最

大化每个状态
 

st  的长期折扣奖励,即最大化以下公

式:

rγt = ∑
T

i = t
γi -trt  (15)

　 　 其中, T为终止时间片;折扣因子 γ 用于平衡即

时奖励与未来奖励的重要性。 在本文中,终止时间

片被设置为智能体完成路径规划(即从当前网格移
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动到目标网格)所需时间片的数量。 这一设定主要

依据道路的特性(如路段长度和车辆速度)以及实

际应用场景的需求。 时间片的选取需平衡实时性与

计算效率。 较短的时间片能够捕捉更多的环境动

态,但会增加计算复杂度;较长的时间片则降低了对

环境细节的敏感性,但适合于变化较慢的场景。
每当智能体执行一个动作后,就会从环境中获

得反馈。 假设智能体在执行选定动作后成功从节点
 

vi 移动到节点
 

vj, 则即时奖励函数可表示为:

rt =
-ctij( t) + κ(η( t) - η( t - 1)),

 

　
    

其他

-ctij( t) + κ(η( t) - η( t - 1)) + k,st =s终止
{

(16)
　 　 其中,

 

η( t)
 

表示时间片
 

t
 

时从当前位置到目的

地的距离, κ
 

为权重系数。 式(16)为分段函数,主
要考虑

 

st =s终止
 和其他情况。 在其他情况下,第 1 项

表示智能体通过当前路段所耗费的时间,是决定当

前行动所获奖励的关键因素。 第 2 项则起到动机激

励的作用,旨在促使智能体向目标前进,避免在训练

过程中出现无效的徘徊行为。 通过灵活设定这些参

数的取值,奖励函数能够适应不同业务场景,从而支

持跨业务路径规划的多样化目标。
在训练的早期阶段,智能体可能因距离目标较

远而难以做出正确判断,因此式(16)中的第 2 项可

以帮助智能体避免在相似路况下选择错误的方向。
值得注意的是,在本文中,

 

κ
 

应该设置得相对较小,
因为时间消耗是路径规划中需重点考虑的因素:即
在节点间的时间消耗越小,包裹完成的概率越高。
在

 

st =s终止
 的情况下,式(16)中的 “ + k” 表示当智能

体到达目的地时,将获得额外的正奖励。
2. 2　 问题定义

在车辆路径规划过程中,针对同一起点和终点,
路网中可能存在多条可行的路径。 本文旨在寻找从

起始节点到目标节点所需时间最短的最优节点序列

(即策略)。 设
 

{a1,a2,…,aT} 为智能体的完整动作

序列,则跨业务路径规划问题可以定义为:

min
at

π ∑
T

t = 1
rt[ ] (17)

　 　 其中, π[·]
 

表示策略集,且 at ∈ A 表示动作空

间中的一个元素。
需要强调的是,尽管本节定义的车辆路径规划

问题的优化目标是最小化路径时间成本,但其核心

目的仍然是最大化平台的整体收益。 一条时间成本

较低的站点路径有助于提高跨业务请求完成率,从

而提升平台的总收益。

3　 自适应路径规划算法

在城市计算的跨业务路径规划场景中,由于车

流矩阵 L 的动态变化,车辆在节点间的转移时间通

常难以准确估计。 为应对这一挑战,本节提出了一

种基于深度强化学习的自适应路径规划( Adaptive
 

Route
 

Planning,ARP) 算法。 该算法通过捕捉实时

环境中的车流变化,为每台车辆自适应地规划出一

条最佳行驶路径。
ARP 算法的学习框架如图

 

2
 

所示。 首先,智能

体观察环境状态并选择相应的动作来执行。 其次,
环境根据智能体的动作反馈奖励值,并进入下一个

状态。 这些元素在时间步
 

t
 

中构成一个经验元组
 

φ t = ( st,at,rt,st +1) 。 最后,智能体从经验回放缓冲

区随机采样一批记忆经验,并计算损失函数如下:
L(θi) = φt ~ Π[(yi - Q( st,at;θi)) 2] (18)

　 　 其中,

yi =rt + γmax
a
Q̂( st +1,at +1;θ - ) (19)

　 　 其中, θ - 是旧的目标网络参数,在一段时间后

会被评估网络参数
 

θ i -1
 替换,从而实现迭代更新。

图 2　 ARP 算法的学习框架

Fig.
 

2　 Learning
 

framework
 

of
 

ARP
 

algorithm

　 　 综上,本节提出了 ARP 算法,算法代码具体如下。
　 　 算法 1　 ARP 算法

1.
 

初始化经验回放缓冲区 Π;
2. 用网络参数 θ 初始化 Q 网络;
3. 用 θ - = θ 初始化目标 Q 网络;
4.

 

for
 

迭代轮次 episode←1
 

do
5. 　 初始化环境,观测初始位置 s1;
6. 　 for

 

时间
 

t = 1,2,…,T
 

do
7. 　 　 以 1 - ε 的概率贪婪或

 

ε 的概率按学习

到的策略选择动作 at;
8. 　 　 往 at 方向移动,从环境中获得奖励 rt,
并观测下一位置 st +1;
9. 　 　 收集决策经验并将经验元组 φt 存储到

Π 中;
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10. 　
 

随机从Π 中采样一批经验( si,ai,ri,si+1);
11. 　

 

if
 

时间
 

i + 1
 

为终止状态
 

then
12. 　 　 　 利用式(19)计算 yi;
13. 　

 

else
14. 　 　

 

令 yi =rt;
15. 　

 

end
 

if
16. 　

 

执行梯度下降并利用式(18)更新 Q 网络;
17. 　

 

更新当前环境,并每 k 步令 θ - = θ;
18. 　 end

 

for
19. end

 

for

4　 实验评估

为评估本文提出的基于强化学习的自适应路径

规划(ARP)算法的效率与性能,将其与几种同领域

的先进算法进行对比分析。
4. 1　 实验设置

(1)数据集:本文使用的数据集为由滴滴公司

和 NYCTaxi 发布的成都和纽约真实出租车数据

集[17] 。 成都数据集包含 209
 

423 个订单、36
 

630 个

节点和 50
 

786 条边;纽约数据集包含 10
 

906
 

858 个

订单、264
 

346 个节点和 366
 

923 条边。 每个订单均

与一个唯一的 ID、订单生成时间、完成时间以及上

下车地点相关联。 为了支持不同的业务需求,本文

将数据集中一部分订单随机设置为乘客任务,另一

部分设置为包裹派送任务。 这种任务划分方式基于

其相似的起点-终点特征和时空规律,在城市计算

领域是一种常见的处理方法。
(2)对比方法:本文使用的对比算法包括:基于

博弈论的任务分配算法( CTMG) [10] 、基于 Dijkstra
的路径规划算法(HBSP) [11]以及基于合作博弈的任

务分配算法(CGTM) [12] 。
(3)实验指标:本文采用 3 个主要评价指标,分

别为总收益[18] 、响应时间[19] 及任务完成率[20] 。 其

中,总收益为所有车辆与跨业务请求匹配的收益之

和。 具体来说,每个车辆-跨业务请求匹配的收益

为请求价格减去车辆为了完成该请求所产生的移动

花销,计算公式为:
Si = Pri - Moi (20)

　 　 其中, Si 表示第 i次收益;Pri 表示第 i次请求价

格;Moi 表示第 i 次移动花销。
接着,将所有车辆和请求匹配的收益相加,以获

得总收益,计算公式为:

SBeT = ∑
n

j = 1
Be j (21)

　 　 其中, SBeT 表示总收益; Be j 表示第 j次收益;
 

n
表示成功匹配的车辆和请求对的总数。

(4) 实验环境: 实验中的所有算法均采用

Python 实现,神经网络框架为 TensorFlow
 

1. 15. 0。
在配置为 Intel

 

i7-9700K
 

@
 

3. 6
 

GHz
 

CPU 和 16
 

GB
 

RAM 的计算机上进行实验。
4. 2　 实验结果与分析

(1)成都数据集。 图 3 ~ 图 5 展示了在站点数

量(即跨业务任务发布位置点)从 50 ~ 250 变化过程

中,4 种算法在总收益、响应时间和任务完成率三个

指标上的性能比较。 从图 3 和图 5 可见,采用 HBSP
算法的 HBSP +CTMG 和 HBSP +CGTM 在总收益和

任务完成率上表现出先增加后下降的趋势。 这一现

象可归因于 HBSP 算法为基于 Dijkstra 的站点规划

方法,随着站点数量的增加,路径规划的精确度有所

提高。 然而,站点数量过多可能使得规划出的路径

跳数增加,进而导致大部分任务未能及时完成,造成

总收益和任务完成率下降。 此外,基于 Dijkstra 的

算法在站点数量增加时的时间开销也随之增加,这
一点在图 3 中得到了验证。
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总
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益
/千
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图 3　 总收益与站点数量关系

Fig.
 

3　 Relationship
 

between
 

total
 

revenue
 

and
 

number
 

of
 

stations
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图 4　 响应时间与站点数量关系

Fig. 4　 Relationship
 

between
 

response
 

time
 

and
 

number
 

of
 

stations

　 　 与此不同,采用 ARP 算法的 ARP + CTMG 和

ARP+CGTM 在总收益和任务完成率方面持续上升,
没有出现拐点。 这是因为 ARP 算法基于深度强化

学习,能够根据实时环境进行自适应路径规划,从而

有效提高了路径的规划质量。 此外,ARP 考虑了任

务过期的因素,因此随着站点数量的增加,规划出的
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路径不仅精确,还避免了因跳数过多导致的任务过

期问题。 由图 4 可知,基于 ARP 的算法未出现“站

点越多、响应时间越高”的趋势。 这是因为深度强

化学习的决策由一个经过良好拟合的状态-动作值

函数[21]的驱动,其表现不受站点数量的直接影响。
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图 5　 任务完成率与站点数量关系

Fig.
 

5　 Relationship
 

between
 

task
 

completion
 

rate
 

and
 

number
 

of
 

stations

　 　 (2)纽约数据集。 图 6 ~ 图 8 展示了在纽约数

据集上,随着站点数量从 500 增加到 2
 

500 时,4 种

算法在总收益、响应时间和任务完成率三个指标上

的性能对比。 从图 6 和图 8 可以看出,采用 HBSP
算法的 HBSP +CTMG 和 HBSP +CGTM 在总收益和

任务完成率方面表现出先上升后下降的趋势。 相对

而言,采用 ARP 算法的 ARP+CTMG 和 ARP +CGTM
在这 2 个指标上则持续增长,没有显著的拐点。 此

外,图 7 显示,随着站点数量的增加,HBSP 算法的

HBSP+CTMG 和 HBSP +CGTM 的响应时间不断上

升,而 ARP 算法的 ARP+CTMG 和 ARP+CGTM 的响

应时间则保持相对稳定。 这些现象的产生原因与图

3 ~图 5 中的分析相似,因此不再详细讨论。
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图 6　 总收益与站点数量关系

Fig.
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total
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and
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stations
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图 7　 响应时间与站点数量关系

Fig.
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response
 

time
 

and
 

number
 

of
 

stations
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图 8　 任务完成率与站点数量关系

Fig.
 

8　 Relationship
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completion
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and
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of
 

stations

5　 结束语

本文针对跨业务城市计算中的路径规划问题进

行了深入分析,提出了一种 ARP 算法。 通过在成都

和纽约数据集上进行的实验结果表明,ARP 算法在

总收益、响应时间和任务完成率等指标上整体优于

传统算法。 特别地,ARP 算法有效提升了路径规划

准确性,避免了因跨业务任务发布位置过多导致的

任务过期问题,同时保持了响应时间的稳定性。
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