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摘　 要:
 

随着智能交通系统的发展,交警手势识别成为实现人机协同指挥的重要研究方向。 然而,由于手势数据获取困难、样
本数量有限,传统深度学习方法在小数据集上易出现过拟合问题。 本文提出一种基于 VGG16 迁移学习的交警关键手势识别

算法,通过对自采集的小样本关键手势数据进行数据增强,并结合 fine-tune 策略优化模型性能。 实验结果表明,该方法在识

别准确率、收敛速度和泛化能力方面均优于传统的从头训练和仅训练顶层分类器的方法,分类准确率达到 97. 73%,具有良好

的实际应用前景。
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Abstract:
 

With
 

the
 

development
 

of
 

intelligent
 

transportation
 

systems,
 

traffic
 

police
 

gesture
 

recognition
 

has
 

become
 

an
 

important
 

research
 

direction
 

for
 

achieving
 

human-machine
 

collaborative
 

command.
 

However,
 

due
 

to
 

the
 

difficulty
 

in
 

obtaining
 

gesture
 

data
 

and
 

limited
 

sample
 

size,
 

traditional
 

deep
 

learning
 

methods
 

are
 

prone
 

to
 

overfitting
 

on
 

small
 

datasets.
 

This
 

paper
 

proposes
 

a
 

traffic
 

police
 

key
 

gesture
 

recognition
 

algorithm
 

based
 

on
 

VGG16
 

transfer
 

learning,
 

by
 

enhancing
 

the
 

self- collected
 

small- sample
 

key
 

gesture
 

data
 

and
 

combining
 

the
 

fine - tune
 

strategy
 

to
 

optimize
 

model
 

performance.
 

Experimental
 

results
 

show
 

that
 

this
 

method
 

outperforms
 

traditional
 

methods
 

that
 

train
 

from
 

scratch
 

and
 

only
 

train
 

the
 

top - level
 

classifier
 

in
 

terms
 

of
 

recognition
 

accuracy,
 

convergence
 

speed,
 

and
 

generalization
 

ability.
 

The
 

classification
 

accuracy
 

reaches
 

97. 73%,
 

indicating
 

good
 

practical
 

application
 

prospects.
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0　 引　 言

交警手势识别是智能交通系统中的关键任务之

一,广泛应用于自动驾驶、交通监控与人机协同指挥

等场景[1] 。 由于交警手势具有高度的动态性、视角多

样性和环境依赖性,传统基于手工特征的图像分类方

法难以满足实际应用对准确性与鲁棒性的要求[2] 。 近

年来,卷积神经网络(CNN)在图像识别领域取得了突

破性进展,其表现要显著优于传统机器学习算法[3] 。
然而,CNN 模型的性能高度依赖于大规模高质量的

训练数据,而交警手势数据在实际采集中面临样本稀

缺、类别不平衡和场景多样性不足等问题,直接从头

训练模型易导致过拟合,且计算成本高昂[4-6] 。
针对上述问题,本文聚焦于 8 种交警关键手势

的分类任务,提出一种基于迁移学习的小样本学习

方案。 具体而言,本文在自采集的交警手势小数据

集基础上,采用多种图像增强策略(如亮度、对比

度、饱和度调整、裁剪、加噪及标准化等)对原始数

据进行扩充,有效提升数据多样性与模型泛化能力。
进一步地,引入在 ImageNet[7]上预训练的 VGG16 模
型[8] ,结合 fine-tune 策略对网络顶层进行微调,充
分利用源域模型的通用特征提取能力,同时适应目

标域手势数据的特异性特征,从而在小数据集上实

现高精度、低成本的分类模型训练。



1　 交警关键手势数据准备

1. 1　 数据采集

为使采集的数据更加丰富,本文在不同路口、光

照环境下采集交警关键手势图片,使图片在光照、背
景上存在差异。 采集时,用摄像机对

 

4
 

名实验者的

8 种交警关键手势拍照,共获
 

2
 

000
 

张,每种约
 

250
 

张,分辨率
 

800×480,图
 

1
 

为部分采集图片。

图 1　 交警关键手势数据

Fig.
 

1　 Key
 

gesture
 

data
 

of
 

traffic
 

police

1. 2　 数据增强

数据增强技术是通过对数据进行特殊处理从而

增加数据量的一种技术[9] 。 在深度学习模型训练

中,充足且丰富的数据可以防止模型对数据的过拟

合,所以要确保数据量足够大和数据集质量足够

好[10] 。
本文采集的

 

2
 

000
 

张交警手势图片,对训练神

经网络模型通常不够。 为此,本文采用
 

TensorFlow
 

中的图片预处理技术进行数据增强,方式包括裁剪、
亮度与对比度调整、加噪声、标准化处理等,因本文

训练的模型网络对肢体位置及角度敏感,故不采用

翻转、仿射变换。 具体数据增强方案如下:
(1)裁剪。 在交警关键手势图片中,交警的双

臂属于感兴趣区域。 在裁剪过程中,必须保留感兴

趣区域,而感兴趣区域一般位于图片的中央位置,
所以找到图片中央位置向四周扩展 L和 H,L和 H表

示裁剪后的图片长和宽的 1 / 2。 裁剪前后的图片如

图 2 所示。
　 　 (2)亮度、对比度、饱和度调整。 在很多图像识

别应用中对图像进行亮度、对比度和饱和度的调整

都不会影响到识别结果[11] 。 所以通过调整训练图

片的这些属性,可以使得最终模型对含有这些因素

的图像更具有泛化能力[12] 。 对图像进行亮度、对比

度和饱和度调整后的结果,如图 3 ~图 5 所示。

(a)
 

裁剪前　 　 　 　 　 　 　 　 　 　 (b)
 

裁剪后

图 2　 裁剪操作

Fig.
 

2　 Cropping
 

operation

(a)
 

亮度增加　 　 　 　 　 　 　 　 　 (b)
 

亮度减小

图 3　 亮度调整

Fig.
 

3　 Brightness
 

adjustment

(a)
 

对比度增加　 　 　 　 　 　 　 　 　 (b)对比度减小

图 4　 对比度调整

Fig.
 

4　 Contrast
 

adjustment
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(a)
  

饱和度增加　 　 　 　 　 　 　 　 　 (b)
 

饱和度减小

图 5　 饱和度调整

Fig.
 

5　 Saturation
 

adjustment

　 　 (3)加噪(高斯噪声和椒盐噪声)。 图像具有冗

余信息量大的特征,利用该特征可以对图像进行加

噪处理,如果一个训练好的模型能够将加噪后的图

片进行准确的识别,那么该模型必然具有很强的鲁

棒性[13] 。 本文分别利用高斯噪声和椒盐噪声对图

像进行处理。 处理结果如图 6 所示。

(a)
 

加入高斯噪声　 　 　 　 　 　 　 　 (b)
 

加入椒盐噪声

图 6　 加噪处理

Fig.
 

6　 Noise
 

processing

　 　 (4)数据标准化处理。 在图像中,相邻像素之

间具有很强的相关性,当这些图像像素输入模型中

进行训练时,输入是冗余的,经过数据标准化处理可

以去除这些冗余,使得模型学习到的特征之间的相

关性降低[14] 。 数据的标准化处理能够取消量纲,使
得训练模型时梯度始终朝着最小值的方向前进,加
速收敛[15] 。 本文通过将图像的亮度均值变为 0、方
差变为 1 的方式对图像进行标准化处理。 计算公式

为:

xnormalization = x - μ
σ

(1)

　 　 其中, x 表示图像像素矩阵; μ 表示图像的均值;
σ 表示图像的方差。 标准化处理结果如图 7 所示。

图 7　 标准化处理

Fig.
 

7　 Standardization
 

processing

　 　 通过以上数据增强的方式处理数据集后,数据

集得到了成倍的增加,由 2
 

000 张扩充到 20
 

000 张。
数据集增强前后统计见表 1。

表 1　 数据集增强前后统计

Table
 

1　 Statistics
 

before
 

and
 

after
 

data
 

set
 

enhancement
 

张

数据集 扩充前数量 扩充后数量

直行手势 259 2
 

590

停止手势 266 2
 

660

左转弯手势 238 2
 

380

左转弯待转手势 219 2
 

190

右转弯手势 254 2
 

540

变道手势 273 2
 

730

靠边停车手势 255 2
 

550

减速慢行手势 236 2
 

360

总计 2
 

000 20
 

000

2　 迁移学习

2. 1　 迁移学习理论

近年来,CNN 在图片分类识别领域取得重要成

果。 通常,训练优秀的 CNN 模型需海量数据支撑,只
有从中提取足够丰富特征,才能拥有良好鲁棒性。 若

缺乏充足训练样本,要训练出高识别率模型,无疑是

一项难以达成的任务[16-17] 。 事实正是如此,在小数

据集上训练得到的 CNN 模型通常是不理想的[18] 。
为解决小数据集上训练的深度学习模型识别率

低的问题,专家学者随即陆续开启了任务间模型迁

移方法研究。 研究表明,已训练好的深度学习分类

模型可用于新任务,不同领域的 CNN 模型经网络微

调也 能 用 于 新 数 据 集, 此 方 式 被 称 作 迁 移 学

习[19-22] 。 图 8 展示了迁移学习的过程,迁移学习就

是将源任务中学习到的知识迁移到目标任务中,从
而有效解决问题,达成任务目标。

学习模型

目标任务

知识

源任务

图 8　 迁移学习过程

Fig.
 

8　 Process
 

of
 

transfer
 

learning
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2. 2　 迁移学习方法

迁移学习通常有以下 3 种模型迁移方式:
(1)方式 1:只训练顶层分类器。 将源任务中的

模型用作特征提取工具,保留预训练模型中除顶层

分类器之外的参数,将输出层换成目标任务适用的

输出层。
(2)方式 2:重新训练。 只将预训练好的模型的

网络结构迁移过来,重新初始化参数,并在目标任务

数据集上进行训练。
(3)方式 3:fine-tune。 对预训练好的模型的部

分网络层进行微调,将底层网络参数进行冻结,微调

顶部网络层。 将底层网络参数冻结可以达到防止过

拟合的效果,而微调顶部网络层可以学习到数据更

抽象的特征。
在实际应用中如何选取迁移学习方法与数据集

大小和数据集相似度(源任务数据集与目标任务数

据集的相似度)有关。
(1)对于小数据集、数据集相似度高的情况。

由于源任务与目标任务数据集高度相似(特征高度

相似),所以只需要将源任务中的模型作为特征提

取器即可提取到目标数据集的特征,此后只训练网

络的顶层分类器即可。
(2)对于小数据集、数据集相似度不高的情况。

在小数据集从头训练的方式容易造成过拟合且数据

集相似度不高,不宜采用只训练顶层分类器的方式。
同时,考虑到神经网络的底层学习到的特征具有通

用性,而顶层学习到的特征更能代表特定数据集的

特征,所以可以采用 fine-tune 的方式, 将预训练好

的模型的前 k 层网络参数进行冻结,只训练后 n - k
层网络的参数。

(3)对于大数据集、数据集相似度不高的情况。
由于数据集比较大,模型的训练过程效率会下降,并
且数据集的相似度不高,预训练模型中保留的参数

不能有效地提取目标数据集的特征,因此对预训练

模型的参数重新初始化并从头开始训练模型将是最

好的方式。
迁移学习因能解决小数据集训练模型识别率低

的问题,得到了许多专家学者的广泛关注。 使用迁

移学习,只要将在某一个数据集上表现优异的模型

应用 到 另 一 个 问 题 上, 就 可 以 取 得 不 错 的 性

能[23-25] 。 从头训练一个卷积神经网络会遇到过拟

合或者损失函数收敛慢等问题,而迁移学习由于其

参数是预训练好的,只需要对参数进行微调即可,这
样一来就加快了损失函数的收敛速度[26] 。 迁移学

习通过微调预训练好的模型不仅加快了训练速度,
也提高了分类准确率,避免了数据集不足带来的短

板问题[27-28] 。 预训练模型一般是在一些图像分类

应用中已经取得了良好成果, 比如 AlexNet[29] 、
VGGNet[8] 、GoogleNet[30] 等网络在 ImageNet 数据集

上表现出卓越性能,这些模型经常被用来作为迁移

学习的预训练模型。

3　 基于 VGG16 的迁移学习模型

3. 1　 VGG16 模型

VGGNet 作为卷积神经网络模型[31] 通过反复使

用 3×3 和 2×2 的卷积核,构筑了 16 ~ 19 层深的卷积

神经网络。 VGGNet 由于其强大的拓展和泛化能

力,经常被用来作为图像特征提取工具[32-33] 。 基于

此,本文将选择在 ImageNet 数据集上表现优异的

VGG16 模型作为迁移学习对象,下面对 VGG16 模

型进行介绍。
VGG16 模型如图 9 所示,VGG16 网络模型由

13 个卷积层与 3 个全连接层构成,13 个卷积层可以

分为 5 个卷积块,每个卷积块有 2 ~ 3 个卷积层与 1
个最大池化层构成。 在 5 个卷积块的头部接有一个

224×224×3 的输入层,在尾部有 3 个全连接层和输

出层。

64?3?3Conv，ReLU

64?3?3Conv，ReLU

MaxPool（2?2）

128?3?3Conv，ReLU

128?3?3Conv，ReLU

MaxPool（2?2）

256?3?3Conv，ReLU
256?3?3Conv，ReLU
256?3?3Conv，ReLU

MaxPool（2?2）

512?3?3Conv，ReLU
512?3?3Conv，ReLU
512?3?3Conv，ReLU

MaxPool（2?2）

512?3?3Conv，ReLU
512?3?3Conv，ReLU
512?3?3Conv，ReLU

MaxPool（2?2）

4096,ReLU
0.5Dropout
4096,ReLU
0.5Dropout

1000,Softmax

第1个卷积块 第3个卷积块 第5个卷积块

第2个卷积块 第4个卷积块 全连接层块

Input224?224?3

图 9　 VGG16 模型

Fig.
 

9　 VGG16
 

model

3. 2　 迁移学习网络结构设计

本文采集的交警关键手势数据量少,而由第 2
节可以得出,迁移学习可以有效解决小数据集上模

型识别率低的问题,所以本文采用了迁移学习方式

对交警关键手势进行分类识别。 本文选用在

ImageNet 数据集上表现优异的 VGG16 模型作为迁

移对象。
ImageNet 数据集与交警关键手势数据集相比,

相似度不大,且关键手势数据量小。 根据 2. 2 节对
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迁移学习方法的分析,本文将采用 fine-tune 网络的

方式对交警关键手势数据集进行训练。 同时,为了

能够验证 fine-tune 训练方式在小数据集上进行迁

移学习的优势,本文还将另外 2 种迁移学习方式应

用到了交警关键手势数据集上进行训练,从而形成

对比。
(1)fine-tune 网络结构。 在卷积神经网络中,

底部的卷积层提取的是数据的通用性特征,顶部的

卷积层提取的是数据的抽象特征,本文在对 VGG16
进行 fine-tune 的时候冻结底部 4 个卷积块,保留其

在 ImageNet 数据集上训练得到的权重参数,从第 5
个卷积块起进行重新训练。 对于输出层,因 VGG16
原用于 ImageNet 分类,最后一层有 1

 

000 个节点,本
文对 8 种交警手势进行分类,故替换为 8 个节点。
搭建好的网络结构如图 10 所示。
　 　 (2)只训练顶层分类器。 将在 ImageNet 数据集

上预训练好的 VGG16 网络模型只训练顶层的分类

器,并保留前面所有卷积层的权重参数,不进行训

练,只训练顶层分类器,将输出层的 1
 

000 个结点改

为 8 个结点,网络结构如图 11 所示。

64?3?3Conv，ReLU

64?3?3Conv，ReLU

MaxPool（2?2）

128?3?3Conv，ReLU

128?3?3Conv，ReLU

MaxPool（2?2）

256?3?3Conv，ReLU

MaxPool（2?2）

512?3?3Conv，ReLU

512?3?3Conv，ReLU

512?3?3Conv，ReLU

MaxPool（2?2）

256?3?3Conv，ReLU

256?3?3Conv，ReLU

512?3?3Conv，ReLU

512?3?3Conv，ReLU

512?3?3Conv，ReLU

MaxPool（2?2）

4096,ReLU

0.5Dropout

4096,ReLU

0.5Dropout

8,Softmax

冻结 重新训练

Input
224?224?3

图 10　 fine-tune 迁移学习

Fig.
 

10　 fine-tune
 

transfer
 

learning

MaxPool（2?2）

4096,ReLU

0.5Dropout

4096,ReLU

0.5Dropout

8,Softmax

训练分类器

保留

VGG16五个卷积块
Input

224?224?3

图 11　 只训练顶层分类器

Fig.
 

11　 Train
 

only
 

the
 

top
 

level
 

classifier

　 　 (3)从头训练。 对 VGG16 网络从头进行训练,
对网络中的参数进行随机初始化, 将输出层的

1
 

000 个结点改为 8 个结点。 网络结构如图 12 所

示。

MaxPool（2?2）

4096,ReLU

0.5Dropout

4096,ReLU

0.5Dropout

8,Softmax

权重随机初始化

VGG16五个卷积块Input
224?224?3

图 12　 重新训练

Fig.
 

12　 Retraining
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3. 3　 迁移学习的对比实验

对 3. 2 节中的 3 种网络结构进行实验,在做实

验之前需要进行数据集的准备、参数的设置等工作。
(1)数据集准备。 为了适应 VGG16 网络的输

入格式,本文将数据的大小进行了调整,调整过程中

使用了 TensorFlow 框架中提供的图像大小调整函数

tf. image. resize_images(),将图片调整为 224×224 的

RGB 图片。 数据集中共有 20
 

000 张图片,本文将数

据集平均分成 5 份存放,每份对应一个文件夹,每个

文件夹中又有 8 个文件夹,分别存放 8 种交警关键

手势图片,如图 13 所示。 数据集平均分成 5 份是为

了后续做交叉验证使用。

goslow
（1）.jpg

goslow
（2）.jpg

goslow
（3）.jpg

goslow
（4）.jpg

goslow
（5）.jpg

goslow
（6）.jpg

goslow
（7）.jpg

goslow
（8）.jpg

goslow
（9）.jpg

goslow
（10）.jpg

goslow
（11）.jpg

goslow
（12）.jpg

changeroad

goslow

leftwait

sidestop

stop

straight

turnleft

turnright

data1

data2

data3

data4

data5

图 13　 数据集存放格式

Fig.
 

13　 Dataset
 

storage
 

format

　 　 (2)训练参数设置。 训练过程中,3 种网络的训

练参数设置见表 2。

表 2　 参数设置

Table
 

2　 Parameter
 

settings

参数名称 参数值

学习率(Learning_rate) 0. 000
 

1

Batch 50

epoch 400

分类函数 SoftMax

损失函数 交叉熵损失函数(cross_entropy)

　 　 (3)K 折交叉验证。 K 折交叉验证是将数据集

平均分成 K 份,每次训练时,将其中 K - 1 份作为训

练集, 1 份作为验证集,最后将在验证集上得出的结

果求平均得到最后的结果[34] 。 数学定义公式为:

E = 1
K ∑

K

i = 1
ei (2)

　 　 其中, ei 表示在第 i 次交叉验证中,验证集上得

到的结果。
K 折交叉验证可以避免过拟合和欠拟合的发

生,得到的结果具有说服力。 本文将数据集中的

20
 

000 张图片,平均分成 5 份,做 5 次交叉验证实

验,如图 14 所示。

4000张样本

4000张样本

4000张样本

4000张样本

4000张样本

20000张样本 平均分成5份 5次交叉验证 VGG16网络 结果求平均

图 14　 交叉验证

Fig.
  

14　 Cross
 

validation
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4　 实验结果及分析

4. 1　 3 种迁移学习网络实验结果对比

本文在 Pycharm 环境下搭建了 TensorFlow 框架

以及 Keras 框架,对 3 种迁移学习方式进行实验,每
种方式分别做 5 次交叉验证,在验证集上得到的结

果见表 3。
表 3　 交叉验证的实验结果

Table
 

3　 Experimental
 

results
 

of
 

cross
 

validation
 

%

网络类型 第 1 次 第 2 次 第 3 次 第 4 次 第 5 次 平均值

fine-tune 网络 98. 67 96. 54 97. 72 98. 10 97. 62 97. 73

只训练顶层分类器 83. 47 82. 63 84. 65 82. 18 83. 67 83. 32

从头训练 79. 78 80. 45 81. 74 80. 65 80. 58 80. 64

　 　 从表 3 中可以看出 fine-tune 网络的实验结果

更优,达到了 97. 73%。 而另外 2 种网络的实验结果

较差。 对于 fine-tune 方式的迁移学习网络,通过冻

结 VGG16 模型的前 4 个卷积块学习到了目标数据

集的一般性特征,通过重新训练最后一个卷积块学

习到了目标数据集更抽象的特征,最终使得模型获

得了比较优异的识别率。 对于只训练顶层分类器的

方式,由于 ImageNet 数据集与交警关键手势数据集

相似度较小,且没有对原有网络参数进行重新训练,
使得网络只能学习到目标数据集一般性特征,学习

不到比较优秀的抽象特征,而顶层分类器几乎没有

特征学习的能力,使得最终的识别率低于 fine-tune
网络。 对于从头训练的网络结构,由于数据集有限,
导致网络训练得到的参数无法很好地提取目标数据

集的一般性和特殊性特征,最终识别率也不高。
表 3 只是以数字化的形式比较了 3 种网络的实

验结果,下面从性能方面对 3 种网络进行比较。 图

15 和图 16 分别展示了 3 种网络模型在训练过程中

的准确率曲线图和损失曲线图。 从图 15—16 中可

以看出 fine-tune 网络的收敛速度最快,在 50 轮时,
曲线开始趋于平缓,稍后曲线在 97%上下浮动。 其

次,是只训练顶层分类器的网络,在 80 轮之后,曲线

开始趋于平缓,并且在 83%上下浮动。 最后,是从

头训练的网络,在 200 轮之后,曲线开始趋于平缓,
并且在 80%上下浮动。 fine-tune 网络和只训练顶

层分类器网络由于将 VGG16 模型参数直接迁移过

来,可以让网络模型在新数据集上很快收敛;而从头

训练网络需要经过多次迭代才能学习到目标数据集

的特征,收敛速度较慢。
　 　 通过上面的分析发现,fine-tune 方式的迁移学

习在性能上以及识别率上都要优于其他 2 种网络。

说明 fine-tune 方式的网络通过重新训练最后一个

卷积块的方式,使得收敛速度更快,识别率更高。
　 　 为了验证 fine-tune 网络模型的泛化能力以及

是否有过拟合的现象,本文对 fine-tune 网络在训练

集和验证集上的准确率进行对比,如图 17 所示。

fine-tune
只训练顶层分类器
从头训练

90

80

70

60

50

40

30

20

10

0 50 100 150 200 250 300 350 400

训练轮数
准

确
率

/%
图 15　 3 种网络的准确率曲线

Fig.
 

15　 The
 

accuracy
 

curves
 

of
 

the
 

three
 

networks

fine-tune
只训练顶层分类器
从头训练

2.5

2.0

1.5

1.0

0.5

0 50 100 150 200 250 300 350 400

训练轮数

损
失

图 16　 3 种网络的损失曲线

Fig.
 

16　 Loss
 

curves
 

of
 

the
 

three
 

networks

训练集
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图 17　 fine-tune 网络训练集与验证集准确率对比

Fig.
 

17　 Comparison
 

of
 

the
 

accuracy
 

of
 

training
 

set
 

and
 

verification
 

set

　 　 从图 17 可以看出,验证集上的准确率从 100 轮
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开始与训练集上的准确率基本吻合。 说明 fine-tune
模型的泛化能力很好,没有出现过拟合的现象,从而

证明了迁移学习可以避免过拟合现象的发生。
4. 2　 数据增强前后实验结果对比

在 4. 1 节得出了 fine-tune 网络具有很好的泛

化能力,识别率高,性能优异。 本小节将在该网络的

基础上,对数据增强前后网络的识别率进行对比,验
证数据增强的有效性。

将数据增强前的 2
 

000 张交警关键手势图片输

入 fine-tune 网络中进行训练,得出的结果与数据增

强后的训练结果进行对比。 数据增强前后准确率对

比如图 18 所示。

训练集数据增强后
训练集数据增强前
验证集数据增强后
验证集数据增强前

0 50 100 150 200 250 300 350 400

训练轮数（epoch）

90

80

70

60

50

40

30

20

10

准
确

率
/%

图 18　 数据增强前后准确率对比

Fig.
 

18　 Comparison
 

of
 

accuracy
 

before
 

and
 

after
 

data
 

enhancement

　 　 从图 18 中可以看出,数据增强前、无论是训练

集上还是验证集上的准确率要低于数据增强后的。
另外,数据增强使得模型的收敛速度加快。 数据增

强前,由于数据集少,网络学习不到更多丰富的抽象

特征,导致了识别率低;数据增强后,由于通过数据

增强方式,在原有数据集上加入了更多的与实际相

符的因素,模型训练之后,学习到了更多的数据集上

的特殊性特征,使得网络更具有泛化能力。
4. 3　 与其他文献实验结果对比

进一步与文献[1]、文献[15]中的识别算法进

行对比分析,见表 4。
表 4　 识别算法对比

Table
 

4　 Comparison
 

of
 

recognition
 

algorithms

实验对比 识别算法 准确率 / %

文献[1]
基于时间注意模块(TAM)的

GCN 改进方法
90. 73

文献[15] GCPMAGRU 模型 93. 70

本文 迁移学习 97. 73

　 　 文献[1] 提出了基于时间注意模块( TAM) 的

GCN 改进方法对交警手势进行识别, 识别率为

90. 73%;文献[15]提出
 

GCPMAGRU
 

模型识别交警

手势,通过改进
 

CPM,并提出基于注意力机制的

GRU 获取时间信息,结合时空特征进行交警手势识

别,识别准确度达 93. 7%。 本文采用迁移学习方法

进行交警手势识别,识别率可达 97. 73%,与文献

[1]和文献[15]相比,本文算法识别效果更好。

5　 结束语

本文采用基于 VGG16 的 fine-tune 迁移学习网

络对小样本交警关键手势进行分类识别,通过实验

证明了将预训练好的 VGG16 模型的部分网络进行

冻结,可以使得迁移学习网络自带特征提取功能,能
更好地提取到优异的特征。 对另一部分网络进行重

新训练,使网络可以学习到数据集上特殊性的特征,
最终使网络的泛化能力得以提升, 识别率达到

97. 93%。 另外,通过数据增强的策略对小样本数据

集进行处理,将迁移学习应用到小数据集上,避免了

小数据集导致的过拟合问题,并且收敛速度快,性能

比从头训练网络更优。
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