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摘　 要:
 

现有的图像语义分割模型在应用于城市街景图像的分割任务时,由于城市街景环境中背景信息丰富,小目标较多,存
在遮挡等问题,分割结果往往不佳。 针对以上问题,提出一种基于 DeepLabv3+的改进算法。 该算法基于编码解码架构,在编

码端、输入图像经过主干网络提取到的特征,在进入空洞特征金字塔池化模块后,先通过一个 EMA 模块,强化模型对全局信

息的提取。 在解码端,将由主干网络提取到的低层次特征通过一个 ECA 模块,减少背景和无关小目标干扰后,再与编码器得

到的高层次特征融合。 该模型在 CityScapes 数据集上的实验,取得了平均交并比 74. 5%的结果。
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Abstract:
 

When
 

the
 

existing
 

image
 

semantic
 

segmentation
 

models
 

are
 

applied
 

to
 

the
 

segmentation
 

task
 

of
 

urban
 

street
 

view
 

images,
 

the
 

segmentation
 

results
 

are
 

often
 

poor
 

due
 

to
 

the
 

rich
 

background
 

information,
 

many
 

small
 

objects,
 

and
 

occlusion
 

in
 

the
 

urban
 

street
 

view
 

environment.
 

Aiming
 

at
 

the
 

above
 

problems,
 

an
 

improved
 

algorithm
 

based
 

on
 

DeepLabv3+
 

is
 

proposed.
 

The
 

algorithm
 

is
 

based
 

on
 

the
 

encoder-decoder
 

architecture.
 

At
 

the
 

encoder,
 

the
 

features
 

of
 

the
 

input
 

image
 

extracted
 

by
 

the
 

backbone
 

network
 

are
 

inputted
 

into
 

the
 

hole
 

feature
 

pyramid
 

pooling
 

module,
 

and
 

then
 

through
 

an
 

EMA
 

module
 

to
 

strengthen
 

the
 

extraction
 

of
 

global
 

information
 

of
 

the
 

model.
 

At
 

the
 

decoder,
 

the
 

low- level
 

features
 

extracted
 

by
 

the
 

backbone
 

network
 

are
 

passed
 

through
 

an
 

ECA
 

module
 

to
 

reduce
 

the
 

interference
 

of
 

background
 

and
 

irrelevant
 

small
 

targets,
 

and
 

then
 

fused
 

with
 

the
 

high-level
 

features
 

obtained
 

by
 

the
 

encoder.
 

The
 

experimental
 

results
 

on
 

the
 

CityScapes
 

dataset
 

show
 

that
 

the
 

proposed
 

model
 

achieves
 

an
 

average
 

Intersection
 

over
 

Union
 

ratio
 

of
 

74. 5%.
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0　 引　 言

语义分割是计算机视觉(CV)领域的一个核心

研究课题,其研究目标是为图像中的每个像素点分

配与之相对应的语义标签[1] ,从而实现像素级别的

分类。 语义分割主要应用于自动驾驶[2] 、医学图像

分析[3] 、缺陷检测[4]等领域。
城市街景语义分割[5] 任务是图像语义分割研

究的一个重要课题,对于自动驾驶的研发和智慧城

市[6]的建造具有至关重要的作用。 有分析指出,使
用经典的卷积神经网络模型进行城市街景语义分割

研究时存在着构图复杂、小目标众多、遮挡和干扰较

多等难题,从而导致分割精度较低。 而现有的对经

典卷积神经网络模型的改进模型也常常存在运算量

大、目标边缘模糊等问题。
随着深度学习技术的快速发展,更多适用于城

市街景图像语义分割任务的模型被提出。 Chen 等

学者[7]提出的 DeepLab 系列模型引入了空洞卷积,
有效解决了模型对目标上下文信息的提取能力。
Zhao 等学者[8]随后提出了 PSPNet,运用金字塔池化

技术加强对上下文信息的利用。 Wang 等学者[9] 提

出了 HRNet 模型,保留了特征图的高分辨率,解决



了小目标分割问题。 Google 推出的 EfficientNet[10]

和 EfficientDet[11]模型着眼于高效分割,兼顾了高效

率和高精度。
本文提出一种基于改进 DeepLabv3+的语义分

割算法。 该算法对经典的 DeepLabv3 +模型做了 4
项改进:

(1)将主干网络替换为 ResNet50 网络[12] ,提高

主干网络信息提取能力。
(2)在编码器端的 ASPP 模块之后添加一个

EMA 注意力模块,增强对长距离信息的捕捉。
(3)在解码器的前端加入 ECA 注意力模块,减

少无关小目标的干扰。
(4)针对 CityScapes 数据集中存在的数据不平

衡的问题,采用 focal
 

loss[13] 损失函数,该函数在类

别损失前加入权重系数以缓解由于数据不平衡引起

的分割误差,提高分割精度。 本文方法在 CityScapes
数据集上平均交并比达到了 74. 5%。

1　 网络结构

1. 1　 主干网络

本文的骨干网络选择了 ResNet50 模型,ResNet
系列模型首次在神经网络中使用了跳跃连接技术,
提升了网络性能。 ResNet50 是 ResNet 最常用的变

种之一,包含 4 种残差层,残差层之间存在跳跃连

接。 4 种残差层分别重复 3、4、6、3 次,共计 50 层。
为了 保 留 更 多 来 自 原 始 图 像 的 特 征, 本 文 将

ResNet101 模型第一层的 7 × 7 卷积替换为 1 × 1 卷

积。 同 时, 为 加 快 收 敛 速 度, 将 骨 干 网 络 在

ImageNet[14]数据集上做了预训练。
1. 2　 注意力机制

1. 2. 1　 EMA 注意力机制

捕获远程依赖关系在深度神经网络中至关重

要。 对于图像数据,远程依赖关系通常是由卷积操

作的深度堆栈形成的大型接受场来建模的。 由于一

次卷积运算只处理一个局部邻域,捕捉像素点之间

的远程依赖关系需要在不同位置重复多次卷积操

作,导致计算效率低且优化困难。
Non-local 注意力[15] 机制被提出后,引发了计

算机视觉领域的广泛关注。 随后一系列文章证明了

其在语义分割任务中的有效性。 然而,基于自注意

力机制的 non-local 注意力机制在计算时需要生成

一个巨大的注意力图,导致其空间复杂度和时间复

杂度都非常可观。
EMA 注意力机制[16] 、也就是期望最大化注意

力机制,是一种高效的多尺度空间特征学习注意力

机制,摒弃了在全图上计算注意力图的流程,转而通

过期望最大化( EM)算法迭代出一组紧凑的基,在
这组基上运行注意力机制,从而大大降低了复杂度。
具体采用分组策略而无需降维,避免了因降维导致

的信息丢失,并通过跨维度交互作用有效保留每个

通道的信息。 又通过将通道维度划分为若干子集,
实现空间语义特征在各个特征图中的均匀分布。

EMA 注意力机制具体实现方式如图 1 所示。
给定任意输入 X ∈ RC×H×W,EMA 按跨通道维度方向

将输入特征图 X 划分为 G 个子特征 X = [X0,…,
XG-1],X i ∈ RC / / G×H×W 用以学习不同的语义。 其中,
C 为特征图的通道数,G 为划分的子特征个数。 模

块由 3 条并行路线组成,并行多分支的网络结构设

计能够捕获所有通道之间的依赖关系,同时降低计

算预算。 前 2 个分支为 1 × 1 分支,目的是将输入的

特征图通过一维全局平均池化操作分别对水平、垂
直 2 个方向通道进行编码;第3 分支为3 × 3 分支,通
过 3 × 3 卷积来捕获多尺度特征表示。 计算公式如

下:

zhc = 1
H∑

W

i = 0
xc(h,i) (1)

zwc = 1
W∑

H

j = 0
xc( j,w) (2)

　 　 其中, zhc 和 zwc 分别表示输入特征图在垂直和水

平 2 个方向的输出;h、w分别表示通道 c的高度和宽

度;i、
 

j 表示不同的空间方向。
在跨通道学习时,将分支中沿图像水平、垂直方

向编码的 2 个特征图相连接,共享不进行降维的 1×
1 卷积。 然后再次分解为 2 个向量,采用 Sigmoid 函

数进行线性拟合。 公式如下:
f = σ(F1([ zh,zw])) (3)

　 　 其中, σ 表示非线性函数, F1 表示卷积变换函

数。 最后在每个特征组内通过乘法融合两方向通道

注意力权重因子,从而实现 2 条并行路径之间的跨

通道特征交互。
在跨空间学习阶段,对 3×3 分支和 2 个 1×1 分

支融合后的输出使用二维全局平均池化技术进行全

局空间信息编码,再通过 Softmax 函数转化为相应

的维度形状。 最后,将生成的 2 个空间注意力的

权重值通过跨空间交互模块进行聚合,建立远程依

赖关系,捕获像素级成对关系并突出所有像素的全

局上下文信息。 最终得到与输入 X 大小相同的

输出。
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图 1　 EMA 注意力模块

Fig.
 

1　 EMA
 

attention
 

module

1. 2. 2　 ECA 注意力机制

注意力机制使得模型更关注全局特征信息中重

要特征,抑制学习无关特征,然而广泛使用的 SE[17] 、
CBAM[18]注意力,常常忽略上下文信息重要性。 ECA
注意力机制[19]通过不降维的局部跨信道交互策略和

自动学习实现空间和通道信息的有效融合,有效提高

分类精确率;并选择一维卷积核代替传统的全连接

层,增强了特征提取性能。 ECA 模块架构如图 2
所示。

W

H

C

χ

GAP

AdaptiveSelectionof
KernelSize:

k=Ψ（C）

k=5

1?1?C 1?1?C W

H

C

χ

σ

-

图 2　 ECA 注意力模块

Fig.
 

2　 ECA
 

attention
 

module

　 　 该模块通过使用全局平均池化技术来获得特

征,通过一维卷积核获取通道权重。 图 2 中, H、W
和 C 分别表示特征图的高度、宽度和通道数。
　 　 ECA 注意力的计算公式如下:

x􀮨 = x × σ∑
k

j = 1
ω jy j

i,
 

y j
i ∈Ωk

i (4)

y = 1
W × H∑

W

i = 1
∑
H

j = 1
x( i,

 

j) (5)

ω = σ(C1Dk(y)) (6)
　 　 其中, x 表示输入的特征图;y 表示全局平均池

化操作的输出; C1D 表示一维卷积; σ 表示 Sigmoid
激活函数; Ωk

i 表示通道为 y的 k个相邻通道集合; y j
i

表示通道集合中的一个通道。
　 　 自适应 Kernel

 

Size 计算公式:
C = φ(k) =2γ×k-b (7)

K = ψ(C) =
log2C
γ

+ b
γ odd

(8)

　 　 其中, | x | odd 为选择最近的奇数; γ 值取 2;b 值

取 1;C 为通道维度;K 为核大小。
ECA 模块具体实现步骤如下:
(1)将输入的特征图进行全局平均池化操作,

将其维度转换为[1,1, C]。
(2)根据特征图中通道的数量,确定自适应的

一维卷积核 K 的大小。
(3)将一维卷积的输出再输入 Sigmoid 激活函

数,输出结果为每个通道的权重系数。 为输出与输

入向量大小相同的权重向量,将权重系数控制在

[0,1]区间内。
(4)将标准化后的权重与输入的特征图通道值

相乘。
1. 3　 焦点损失函数

焦点损失( Focal
 

Loss)函数是一种用于解决类

别不平衡问题的损失函数,特别适用于目标检测[20]

和图像分割[21] 任务。 当数据集存在类别不平衡问

题时,常规的交叉熵损失函数对于大量的易分类样

本会产生较大的损失,从而使模型过度关注这些样

本。 Focal
 

Loss 通过引入一个调变因子,降低易分类

样本的权重,从而更加关注难分类样本,提升整体模

型性能。
 

Focal
 

Loss 的数学表达式如下:
FL(pt) = -(1 -pt) γ log

 

(pt) (9)
　 　 其中, (1 -pt) γ 表示调变因子,且 γ ≥ 0。
1. 4　 模型整体架构

本文模型基于 DeepLabv3+模型[22] ,改进后的模

型架构如图 3 所示。 本文模型属于经典的编码解码

架构。 在编码器部分,输入图像先经过 ResNet50 骨

干网络的特征提取,在骨干网络中采用空洞卷积[7] 以

获取更大的感受野。 从骨干网络获得 2 个不同层次

的特征图,将获得的高水平特征输入 ASPP 空洞空间
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金字塔池化[23] 模块。 在 ASPP 模块中,输入的特征

图并行的进行 5 个操作,分别是 1 个 1×1 卷积操作、3
个空洞率分别为 6,12,18 的 3×3 空洞卷积操作和 1
次全局平均池化操作。 5 个并行操作将获得 5 张不

同的特征图,将获取的多个特征图拼接并使用 1×1 卷

积改变通道数,然后将获取的特征图通过一个 EMA
注意力模块后再输入解码器。

在解码器部分,先将从编码器得到的高水平特

征通过 4 倍双线性插值上采样操作扩大特征图。 将

从骨干网络提取到的低水平特征先输入 ECA 注意

力模块,在 ECA 注意力模块中,目标的空间坐标信

息被嵌入通道信息中,加强了对目标边缘信息和上

下文信息的提取和利用,将获得的特征图通过 1×1
卷积改变通道数以确保能与从编码器获得的高水平

特征图拼接。 然后,将拼接后的特征图与从编码器

获得的高水平特征图堆叠,接着再进行一次 3×3 卷

积保证从 2 张特征图得到的特征充分融合,最后通

过 4 倍双线性插值上采样操作得到与输入图像大小

相同的输出结果。

encoder

ASPP

1?1Conv

3?3Conv
rate6

3?3Conv
rate12

3?3Conv
rate18

image
pooling

1?1Conv

decoder

1?1Conv Concat

EMAupsample
by4

upsample
by4

ECA

ResNet50

3?3Conv

图 3　 本文模型整体架构

Fig.
 

3　 Overall
 

architecture
 

of
 

the
 

model
 

in
 

this
 

paper

2　 实验

2. 1　 实验数据集和参数配置

本实验使用的数据集是 CityScapes 数据集。
CityScapes 数据集[23] 、即城市景观数据集,是一个包

含大量城市街景图像的大型数据集,涵盖了 50 个不

同城市的街道场景。 CityScapes 拥有 5
 

000 张在城

市环境中驾驶场景的图像,其中训练集图片 2
 

975
张,验证集图像 500 张,测试集图像 1

 

525 张。 该数

据集包含有 19 个类别的密集像素标注,其中 8 个精

度达到了实例级分割。
CityScapes 数据集中图像数据丰富,且有 fine 和

coarse 两套评测标准,前者提供 5
 

000 张精细标注的

图像,后者提供 20
 

000 张粗糙标注的图像和 5
 

000
张精细标注的图像。 为方便实验,将 CityScapes 数

据集按 9 ∶ 1 的比例划分为训练集和验证集[24] 。
实验使用的操作系统为 Windows

 

10,使用的深度

学习框架为 PyTorch,使用的服务器为 Intel(R)
 

Xeon
(R)

 

Gold
 

6330
 

CPU、显存为 24
 

GB、GPU 为 NVIDIA
 

GeForce
 

RTX
 

3090
 

Laptop
 

GPU; 编 程 软 件 为

PyCharm2023、Pytorch2. 0. 0、Python3. 8(ubuntu20. 04)、

CUDA11. 8 等。
2. 2　 实验评价指标

为了定量评估语义分割网络的性能,实验设置

了 2 个评估指标:平均像素精度(MPA)和平均交并

比(mIoU)。 其中,MPA 表示每个类别中被正确识

别的像素总数占该类别的像素总数的比例的均值,
MPA 越大,预测正确的像素越多;mIoU 表示真实分

割结果与预测分割结果的交集与并集的商,即预测

结果和真实结果的重合度。 指标计算公式如下:

MPA = 1
N∑

N

k = 1

TP k

∑
N

k = 1
FP k

(10)

mIoU = 1
N∑

N

k = 1

TP k

TP k +FP k +FNk
(11)

　 　 其中, N表示类别总数;k表示第 k类;TP k、TNk、
 

FP k、FNk 分别表示真正例、真负例、假正例和假负

例。
2. 3　 对比实验

为验证本文模型优势,将本模型与几种经典的

语义分割网络进行对比实验,实验使用的对比模型

包括 HRNet、 PSPNet、 EfficientNet、 EfficientPS[25] 和
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DeepLabv3+。 模型在 CityScapes 数据集上的对比实

验结果见表 1。
表 1　 各模型在 CityScapes测试集上的对比结果

Table
 

1 　 Comparison
 

results
 

of
 

various
 

models
 

in
 

the
 

CityScapes
 

test
 

set

Model Backbone MAP / % mIoU / %

PSPNet ResNet50 78. 8 70. 6

EfficientNet EfficientNet 79. 2 70. 8

HRNet HRNet 80. 3 71. 7

EfficientPS[25] EfficientNet 80. 6 72. 1

DeepLabv3+ Xception 78. 9 71. 2

本文模型 ResNet50 82. 2 74. 5

　 　 实验结果表明,本文模型的 MPA 指标和 mIoU
指标相对于对比模型有较为显著的提升,与基准模

型 DeepLabv3+相比,本文模型的 MPA 指数提升了

3. 3%,mIoU 指 数 提 升 了 3. 3%, 提 升 显 著。 与

PSPNet 模型相比,本文的模型将 MPA 值和 mIoU 值

分别提高了 3. 4%和 3. 9%;与 EfficientNet 模型相

比,本文模型的 MPA 高出 3. 0%, mIoU 则提高了

3. 7%;与 HRNet 模型进行比较,本文模型的 MPA
值和 mIoU 值分别高出 1. 9%和 2. 8%;与 EfficientPS
模型进行比较,本文模型的 MPA 值和 mIoU 值分别

高出 1. 6%和 2. 4%。
2. 4　 消融实验

为了验证本文模型所添加的模块的有效性,在
CityScapes 数据集上做了消融实验, 实验结果见

表 2。
从实验结果可以发现,DeepLabv3+基准模型在

仅添加 EMA 注意力模块时, MPA 指数提升至

80. 4%,mIoU 指数提升至 73. 3%,这是因为经 ASPP

模块处理后的高水平特征,而后又经 EMA 模块处

理,在保留原有维度的同时,通过跨维度交互作用有

效保留每个通道的信息,提升了对输入图像的全局

信息,特别是长距离依赖信息的提取和利用。 模型

在仅添加 ECA 模块时,MPA 指数提升至 80. 0%,
mIoU 指数提升至 72. 9%,因为 ECA 模块通过不降

维的局部跨信道交互策略和自动学习快速实现空间

和通道信息的有效融合,加强了模型对上下文信息

的利用,同时抑制了无关特征对模型的干扰。
当基准模型同时添加了 EMA 注意力模块和

ECA 注意力模块后,模型的性能得到显著提升,
MPA 指数提升至 82. 2%,mIoU 指数提升至 74. 5%,
这是因为添加 EMA 模块后编码器提取的高水平特

征更有效保留了全局信息,而 ECA 模块又实现了空

间和通道信息的高效融合,使低水平特征图包含了

更丰富的低级特征,并剔除了更多无关特征,从而进

一步提升了模型的精度。

表 2　 消融实验结果

Table
 

2　 Results
 

of
 

ablation
 

experiment %

model MAP mIoU

Baseline 78. 9 71. 2

Baseline+EMA 80. 4 73. 3

Baseline+ECA 80. 0 72. 9

Baseline+EMA+ECA 82. 2 74. 5

　 　 使用测试集对模型分割效果进行测试,部分结

果如图 4 所示。 从左到右依次为原图像、标签、基准

模型 DeepLabv3+的分割结果,以及本文所提方法的

分割结果。 从图 4 中有红色圆圈圈出的部分可以看

出本文算法在分割精度方面优势显著。

（a）原图像 （b）标签 （c）基准模型DeepLabv3+的 （d）本文所提方法的
分割结果 分割结果

图 4　 分割结果的部分可视化示例

Fig.
 

4　 Partial
 

visual
 

examples
 

of
 

the
 

segmentation
 

results
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3　 结束语

注意力机制通过为输入数据按规定的方式添加

权重的方式,提高了深度神经网络对输入图像特定

区域信息的关注。 为了解决现有语义分割模型在执

行城市街景语义分割任务时面临的难以提取全局信

息、捕捉长距离依赖信息和分割边缘不准确的问题,
本文提出了一种融合注意力机制的 DeepLabv3+语

义分割算法。 为了提高模型对输入图像全局信息和

长距离依赖信息的捕捉利用,在模型的 ASPP 空间

空洞金字塔池化模块后添加了一个 EMA 模块关注

全局信息,在解码器获取的低水平特征图后添加了

一个 ECA 模块。 ECA 模块在关注通道信息的同时

嵌入了位置信息,加强了对目标上下文信息和边缘

区域的识别,将基准模型的损失函数替换为 Focal
 

Loss 函数以减轻数据集中类别不平衡的影响,提高

了模型分割精度。
实验结果表明,本文提出的模型有效提高了分

割精度。 同时,消融实验证明了本文所添加模块的

有效性。 虽然本文模型通过添加注意力机制提升了

模型对全局信息的把握和边缘信息的利用,但因受

限于硬件性能,对原始图片的裁剪幅度稍大,影响了

模型的精度。 未来将考虑使用更好的硬件设备或更

有效的训练方法进一步提升模型精度。
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