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摘　 要:
 

随着深度学习技术的发展,面部表情识别(Facial
 

Expression
 

Recognition,
 

FER)在情感计算、人机交互、智驾等领域得

到了广泛应用。 然而,受光照变化、表情细微差异及局部特征模糊等因素影响,现有方法在复杂环境下的识别性能仍存在不

足。 为此,本文提出了一种基于光照增强与可学习面部先验注意力模块的表情识别网络。 该网络以 ConvNeXt 为主干结构,
引入了光照增强模块(Light

 

Enhance
 

Block)以自适应调整图像亮度,提升模型在非均匀光照条件下的鲁棒性。 同时设计了可

学习面部先验注意力模块(Learnable
 

Facial
 

Prior
 

Attention),通过可学习的面部掩模机制引导网络聚焦于关键表情区域(如眼

睛、嘴角等),从而增强细粒度特征的辨识能力。 为了进一步融合局部上下文信息,模型在高层特征阶段引入了局部上下文自

注意力模块(Local
 

Context
 

Self-Attention
 

Block)进行窗口级自注意力计算,实现全局与局部特征的协同建模。 在 FER-2013
公开数据集上的实验结果表明,所提出的 LEFA-ConvNeXt 网络在识别准确率和泛化性能方面均优于现有主流方法,最高准

确率达到
 

74. 78%,充分验证了该方法在复杂光照条件与多样化表情场景下的有效性与鲁棒性。
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Abstract:
 

With
 

the
 

rapid
 

development
 

of
 

deep
 

learning
 

techniques,
 

Facial
 

Expression
 

Recognition
 

(FER)
 

has
 

been
 

widely
 

applied
 

in
 

affective
 

computing,
 

human - computer
 

interaction,
 

intelligent
 

driving,
 

and
 

related
 

fields.
 

However,
 

due
 

to
 

factors
 

such
 

as
 

illumination
 

variations,
 

subtle
 

expression
 

differences,
 

and
 

blurred
 

local
 

features,
 

existing
 

methods
 

still
 

suffer
 

from
 

limited
 

recognition
 

performance
 

in
 

complex
 

environments.
 

To
 

address
 

these
 

challenges,
 

this
 

paper
 

proposes
 

a
 

facial
 

expression
 

recognition
 

network
 

based
 

on
 

illumination
 

enhancement
 

and
 

Learnable
 

Facial
 

Prior
 

Attention. The
 

proposed
 

network
 

adopts
 

ConvNeXt
 

as
 

the
 

backbone
 

and
 

introduces
 

an
 

illumination
 

enhancement
 

module
 

(Light
 

Enhance
 

Block)
 

to
 

adaptively
 

adjust
 

image
 

brightness,
 

thereby
 

improving
 

robustness
 

under
 

non-uniform
 

illumination
 

conditions.
 

In
 

addition,
 

a
 

Learnable
 

Facial
 

Prior
 

Attention
 

(LFPA)
 

module
 

is
 

designed
 

to
 

guide
 

the
 

network
 

to
 

focus
 

on
 

critical
 

facial
 

regions
 

(e. g. ,
 

eyes
 

and
 

mouth
 

corners)
 

through
 

a
 

learnable
 

facial
 

mask
 

mechanism,
 

enhancing
 

the
 

discriminability
 

of
 

fine - grained
 

features.
 

To
 

further
 

integrate
 

local
 

contextual
 

information,
 

a
 

Local
 

Context
 

Self-Attention
 

(LCSA)
 

Block
 

is
 

incorporated
 

at
 

the
 

high- level
 

feature
 

stage
 

to
 

perform
 

window- level
 

self-attention,
 

enabling
 

collaborative
 

modeling
 

of
 

global
 

and
 

local
 

features. Experimental
 

results
 

on
 

the
 

public
 

FER-2013
 

dataset
 

demonstrate
 

that
 

the
 

proposed
 

LEFA - ConvNeXt
 

network
 

outperforms
 

existing
 

mainstream
 

methods
 

in
 

terms
 

of
 

recognition
 

accuracy
 

and
 

generalization
 

ability,
 

achieving
 

a
 

maximum
 

accuracy
 

of
 

74. 78%.
 

These
 

results
 

fully
 

validate
 

the
 

effectiveness
 

and
 

robustness
 

of
 

the
 

proposed
 

method
 

under
 

complex
 

illumination
 

conditions
 

and
 

diverse
 

facial
 

expression
 

scenarios.
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0　 引　 言

面部表情是人类传达情绪和心理状态最直接、
最自然的方式之一。 在日常人际交往中,细微的表

情变化往往能够反映出个体的情绪倾向和认知意

图。 随着人机交互 ( Human - Computer
 

Interaction,
 

HCI) [1]和人工智能技术[2]的快速发展,使机器具备

情绪感知与理解能力、 即面部表情识别 ( Facial
 

Expression
 

Recognition,
 

FER) [3] ,已成为计算机视

觉[4]领域的重要研究方向之一。
情绪是人类对环境变化的本能反应[5] ,能够通

过多种生理与行为特征表现出来,其中最显著的就

是面部表情。 研究表明,在人类交流中,超过 90%
的有效沟通依赖于情绪的表达,这使得面部表情识

别成为情感计算中不可或缺的组成部分。
多年来,不少学者已着手研究以应对这一新兴

挑战。 Ekman 等学者[6]指出了人类存在的 7 种与出

生文化无关的基本情感(愤怒、恐惧、厌恶、快乐、悲
伤、惊讶及中性)。 Kalsum 等学者[7] 提出了在复杂

现实环境下实现面部表情识别的挑战,通过构建基

于 EfficientNetB0 的卷积神经网络,结合数据增强和

早停策略,但模型在最具挑战性的 FER-2013 数据

集上性能仍有提升空间。 Roy 等学者[8] 针对 FER-
2013 数据集上面临的表情识别准确率不高和模型

泛化能力有限的问题,提出了一种基于 CNN 的模

型,通过数据预处理和网络结构优化将准确率提升

至约 67%,但模型在“厌恶”、“恐惧”等少数类别上

识别率仍然较低,且未解决类别不平衡和复杂场景

下的泛化问题。 Sahoo 等学者[9] 针对 FER2013 数据

集中因图像质量差、类别不平衡和复杂真实场景导

致的表情识别准确率不高的问题,通过设计 10 层

CNN 模型并结合数据增强技术,将准确率提升至

68. 34%,但准确率相比其他先进方法仍有提升空

间。 Singh 等学者[10]提出了人脸表情识别在复杂场

景下准确率低、 泛化能力弱的问题, 通过采用

EfficientNet 迁移学习的方法有效提升了性能,但其

在数据集 FER-2013 上识别率仍偏低,且对少数类

别(如厌恶)和小样本场景的识别效果不佳。 Niu 等

学者[11] 提出了在 FER - 2013 数据集上,传统 CNN
模型因深度和特征提取能力不足导致表情识别准确

率低的问题,通过采用基于迁移学习的预训练模型

进行微调显著提升了性能,但模型对少数类别(如

厌恶、恐惧)的识别仍不理想,且未引入注意力机制

等先进技术来进一步提升性能。 Oguine 等学者[12]

提出传统 FER 模型在实时性和准确率上存在不足

的问题,通过结合 DCNN 与 Haar
 

Cascade 的混合模

型,并采用数据增强和超参数优化,在 FER2013 数

据集上取得了 70. 04%的准确率,但模型对“厌恶”
和“愤怒”等少数类别识别较差,且在真实场景中的

泛化能力仍有局限。
要在真实复杂环境中实现高鲁棒性和高精度的

面部表情识别仍面临诸多挑战[13-14] 。 表情的识别

过程容易受到光照变化、遮挡、姿态变化及表情差异

等多种因素的影响,尤其是光照不均和低光环境会

导致人脸特征的失真,使网络难以提取稳定且具有

判别力的特征。 此外,现有的深度学习模型往往缺

乏对关键面部区域的自适应关注能力,导致情绪相

关的局部特征未能得到充分挖掘,从而影响识别

性能。
针对上述问题,本文提出了一种基于光照增强

与可学习面部先验注意的表情识别网络( LEFA -
ConvNeXt)。 该网络的核心思想是:在复杂光照条

件下提升面部图像质量,同时引导模型自适应地聚

焦于与情绪密切相关的面部区域。 具体而言,本文

设计 了 一 个 光 照 增 强 模 块 ( Light
 

Enhancement
 

Module),用于改善图像对比度并恢复低光条件下的

纹理细节,同时构建了可学习面部先验注意力模块,
以自适应地捕获表情判别性最强的局部特征,从而

增强特征的区分性与鲁棒性。 此外,在 ConvNeXt[1]

骨干网络的最后阶段引入局部上下文自注意力模

块,用于提升模型的全局上下文理解能力与多尺度

特征交互能力。

1　 方法

1. 1　 LEFA-ConvNeXt 总体架构

本文针对复杂光照条件下面部表情识别任务中

的关键挑战,提出了一种深度融合卷积与注意力机

制的先进神经网络架构,网络结构如图 1 所示。 该

架构以经典的 ConvNeXt 网络为基础骨架,通过系统

性地集成 3 个创新性模块:光照自适应增强模块、可
学习面部先验注意力模块以及局部上下文自注意力

模块,构建了一个端到端的表情识别网络。 这些模

块分别针对输入质量优化、局部特征增强和全局关

系建模三个关键环节进行了专门设计,形成了一个

协同工作的多层次特征处理网络。
本架构在以下几个关键位置引入了创新性改进:
(1)输入预处理层:在网络最前端插入光照自

适应增强模块,在特征提取之前对输入图像进行质
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量优化,减轻光照变化带来的负面影响。
(2)中层特征增强:在 Stage

 

3 和 Stage
 

4 的输出

端分别集成可学习面部先验注意力模块,通过自适

应的空间权重调整,引导网络关注与表情相关的关

键面部区域。

(3)高层特征优化:在 Stage
 

4 的末端加入轻量

级全局上下文建模模块,通过自注意力机制整合全

局空间信息,弥补纯卷积操作在长程依赖建模方面

的不足。

图 1　 LEFA-ConvNeXt 总体架构

Fig. 1　 Overall
 

architecture
 

of
 

LEFA-ConvNeXt

1. 2　 光照自适应增强模块

面部表情识别系统在实际部署中经常面临光照

条件变化的挑战,不均匀照明、低对比度和过曝光等

问题严重影响了特征的可靠提取。 传统解决方案如

直方图均衡化[15] 、同态滤波[16] 或基于 Retinex 理

论[17]的方法往往依赖于手工设计的参数,缺乏对不

同场景的自适应能力。 为此,本文提出了一种基于

数据驱动的光照自适应增强模块,该模块能够在不

引入大量计算开销的前提下,有效提升输入图像的

质量,图像增强模块结构如图 2 所示。

图 2　 图像增强模块

Fig.
 

2　 Image
 

enhancement
 

module

　 　 该模块通过 3×3 卷积学习输入图像的局部亮

度分布,生成亮度调整映射,对暗部区域实施增强而

对亮部区域适度抑制。 该模块以端到端方式训练,
能够根据具体图像内容自适应调整,显著改善低质

量输入图像的视觉效果,为后续特征提取奠定基础。
模块的前向传播过程如下。

首先,通过卷积操作提取光照分布特征,可表示

为:
f(conv) =W3×3∗x (1)

　 　 其中, W3×3 表示 3×3 卷积核的权重参数;
 

“∗”
表示卷积操作。

该卷积使用同填充(padding = 1)保持空间分辨

率不变,且不引入偏置项以减少参数数量。 接着,通
过 Sigmoid 函数将特征映射转换为亮度调整系数,
用到的公式为:

light_map = σ( fconv) = 1
1 +e -fconv

 

(2)

　 　 Sigmoid 函数将输出值压缩到(0,1)区间,形成

与输入同尺寸的亮度分布图。 最后,基于亮度分布

图生成增强系数并应用于原始输入。 具体公式为:
xenhanced = x☉enhance_factor

 

(3)
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　 　 其中,“☉”表示逐元素相乘。
与传统方法中固定方向的亮度调整不同,本文

的设计允许网络根据学习到的亮度分布图动态决定

每个区域的调整方向:
(1) 当某区域的 light _ map 值大于 0. 5 时,

enhance_factor 将小于 1,实现对该区域的亮度抑制,
防止过曝光区域的特征丢失。

(2) 当某区域的 light _ map 值小于 0. 5 时,
enhance_factor 将大于 1,实现对该区域的亮度增强,

改善欠曝光区域的细节可见性。
(3)当 light_map 值等于 0. 5 时,enhance_factor

等于 1,保持原始亮度不变。
这种自适应机制使得模块能够同时处理过曝光

和欠曝光问题,在各种极端光照条件下均能保持鲁

棒的性能。 此外,模块的轻量级设计确保了其在计

算开销上的高效性,仅增加约 19C2 个参数(对于 3
通道输入约为 81 个参数),几乎可忽略不计。 处理

之后的图像如图 3 所示。
angry disgust fear happy neutral sad surprise

before

after

图 3　 图像处理前后

Fig.
 

3　 Images
 

before
 

and
 

after
 

processing

1. 3　 可学习面部先验注意力模块

面部表情的表达主要通过特定面部区域的肌肉

运动实现,如眼睛的睁闭、眉毛的扬起等。 然而,传
统卷积网络在处理面部图像时往往平等对待所有空

间位置,缺乏对表情关键区域的针对性关注。 为此,
本文提出了一种可学习的面部区域注意力模块。 该

模块能够自动识别并增强与表情相关的面部区域特

征,抑制无关背景和不变区域的干扰,LFPA 模块结

构如图 4 所示。
　 　 该模块通过学习面部关键区域的空间注意力权

重,使模型能够聚焦于眉毛、眼睛、嘴巴等与情感表

达密切相关的区域。 注意力参数通过 Softmax 函数

进行空间归一化,确保注意力权重的合理分布。 该

模块在网络的第 3 和第 4 阶段分别以 14×14 和 7×7
分辨率应用,通过残差连接方式与主干特征融合,增
强了对细微表情变化的敏感性。

h w

3?3Conv
padding=1

1?1?H?W B?C?H?W

A
tte

nt
io
n

m
ap

图 4　 LFPA 模块

Fig.
  

4　 LFPA
 

module

　 　 研究中模块初始化时定义了一组可学习的注意

力参数:
Pmask ∈R(1 × M ×Hs ×Ws)

 

(4)
　 　 其中, M = 2 表示注意力通道数(分别对应前景

关注和背景抑制), Hs 和 Ws 为目标特征图尺寸(14
或 7)。

参数采用 Xavier 均匀分布初始化[18] :

　 Pmask ~ U( - 6
Hs × Ws × M

, 6
Hs × Ws × M

) (5)

　 　 为了确保注意力权重在空间维度上的合理分

布,采用了独特的双 Softmax 归一化策略:
Atemp =Softmaxheight(Pmask)

 

(6)
Afinal =Softmaxwidth(Atemp) (7)

　 　 这种先按高度维度、再按宽度维度的双重归一
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化确保了注意力图在 2 个空间维度上均具有合理的

概率分布特性,避免了注意力权重过度集中或过度

分散的问题。
　 　 通过 3×3 卷积将双通道注意力图融合为单通

道注意力权重图,计算公式为:
Afixed =Wspatial∗Afinal (8)

　 　 其中, Wspatial ∈ 1×M×3×3 为空间卷积权重,使用

同填充保持空间尺寸不变,且不引入偏置项。
　 　 最后,通过 Sigmoid 函数生成最终的注意力图,
并通过残差连接方式增强原始特征,公式为:

Aoutput = σ(Afused)
 

(9)
xenhanced = x☉(1 +Aoutput)

  

(10)
　 　 其中,“☉”表示逐元素相乘,(1

 

+ Aoutput) 构成

了一个大于 1 的增强系数,确保重要区域的特征得

到加强。
1. 4　 局部上下文自注意力模块

卷积操作在局部特征提取方面表现出色,但在

捕获长程空间依赖关系方面存在固有局限性。 全局

上下文信息对于理解复杂表情(如困惑、沉思等涉

及多个面部区域协调的表情)至关重要。 为了在保

持计算效率的前提下引入全局建模能力,研发设计

了一个轻量级的视觉变换器模块。 该模块基于

Transformer[19]的核心思想,但针对表情识别任务进

行了优化和简化,Local
 

Context
 

Self -Attention 模块

结构如图 5 所示。

图 5　 Local
 

Context
 

Self-Attention 模块

Fig.
 

5　 Local
 

Context
 

Self-Attention
 

module

　 　 轻量级全局上下文建模模块包含 4 个主要组

件:层归一化、多头自注意力机制、前馈神经网络和

残差连接。 模块输入为 Stage
 

4 输出的特征图 x ∈
 B×C×H×W,其中 C = 768,H = W = 7。
　 　 首先,将空间特征图转换为序列形式,以适应

Transformer 架构,具体公式为:
xflat = Reshape(x) ∈ B×N×C (11)

　 　 其中, N = H × W = 49 为序列长度,每个特征向

量对应原始特征图中的一个空间位置。 采用 Pre-
LN 架构,在自注意力操作前应用层归一化,即:

xnorm1 = LayerNorm(xflat)
 

(12)
　 　 多头自注意力机制通过并行多个注意力头捕获

多样化的上下文关系:

Attention(Q,K,V) = Softmax
QKT

　 dk
( ) V (13)

　 　 其中, Q,K,V分别由输入序列通过线性变换得

到,dk 表示键向量的维度。 研究中采用 4 个注意力

头,每个头的维度为 dk = dv = C / 4 = 192。
自注意力输出与原始输入通过残差连接合并:
xattn = xflat + MultiHeadAttention( xnorm1, xnorm1,

xnorm1) (14)
　 　 前馈网络由 2 个线性变换和 1 个 GELU 激活函

数组成,推得公式为:

xnorm2 = LayerNorm(xattn) (15)
xffn =W2·GeLU(W1·xnorm2 +b1) +b2 (16)

　 　 其中, W1 ∈ 4C×C,W2 ∈ C×4C 表示权重矩阵,实
现了先升维后降维的变换策略。

最终输出通过第 2 个残差连接得到:
Z final = Reshape(Zout) ∈ B×C×H×W (17)

　 　 将序列化输出重新转换为空间特征图格式,定
义公式为:

xfinal = Reshape(xout) ∈ B×C×H×W (18)
　 　 该全局建模机制使网络能够有效整合分布于不

同面部区域的特征信息,例如眼部与口部动作之间

的关联,从而捕获依赖多区域协同的复杂表情模式。
同时,在面部局部遮挡[20] 的情况下,模型可借助全

局上下文信息对缺失区域进行合理推断,提升表情

识别的鲁棒性。
 

2　 实验

2. 1　 数据集介绍

本研究使用 FER2013 数据集[21] 进行模型训练

与评估。 FER2013 数据集共包含 35
 

887 张灰度人

脸图像,每张图像的分辨率固定为 48×48 像素。 所

有图像均通过 Google 搜索引擎的 API 自动收集,并经

过人脸检测和对齐预处理,确保了所用数据的标准化
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程度。 数据集涵盖了人类 7 种基本情感类别,包括愤

怒(4
 

953)、厌恶(547)、恐惧(5
 

121)、高兴(8
 

989)、悲伤

(6
 

077)、惊讶(4
 

002)和中性(6
 

198)。
2. 2　 实验环境与参数设置

模型以 ImageNet 预训练的 ConvNeXt-Tiny 为基

础架构,训练 50 个 epoch,批次大小设为 16。 优化

采用 AdamW[22] , 初始学习率为 1e - 4, 并配合

ReduceLROnPlateau 调度策略:若测试集损失连续 5
个 epoch 未下降,则学习率衰减为原来的 0. 1,最低

学习率设为 1e-6。 该设置兼顾训练效率与收敛稳

定性。

3　 实验结果

3. 1　 实验结果分析

通过系统实验评估, 本研究提出的 LEFA -
ConvNeXt 模型在 FER2013 数据集上取得了显著性

能提升。 不同模型在 FER2013 数据集上的性能对

比见表 1。 传统模型如 ResNet-50[23]和 VGG-16[24]

在该数据集上表现有限,尤其在召回率和 F1 分数

方面存在不足。 相比之下,基线模型 ConvNeXt -
Tiny 性能已有明显改善, 而本文提出的 LEFA -
ConvNeXt 进一步取得了 74. 78%的准确率、75. 63%
的精确率、74. 42%的召回率和 74. 95%的 F1 分数,4
项关键指标均达到最优。 与原始 ConvNeXt-Tiny 相

比,准确率提升 3. 78 个百分点,验证了所引入的光

照增强与可学习面部注意力机制的有效性。

表 1　 不同模型在 FER2013 数据集上的性能对比

Table
 

1 　 Performance
 

comparison
 

of
 

different
 

models
 

on
 

the
 

FER2013
 

dataset %

模型 准确率 精确率 召回率 F1 分数

ResNet-50
 

64. 28 65. 12 63. 85 64. 21

VGG-16 57. 30 58. 42 56. 78 57. 35

ConvNeXt-Tiny 71. 00 71. 85 70. 62 71. 10

CNN[8] 66. 48 67. 10 65. 82 66. 45

10 层 CNN 模型[9] 68. 34 69. 02 67. 58 68. 29

MoEffNet[10] 71. 02 71. 94 70. 31 71. 11

DeepFace[11] 70. 01 70. 86 69. 42 70. 13

LEFA-ConvNeXt 74. 78 75. 63 74. 42 74. 95

　 　 定性对比结果(见图 6)显示,针对恐惧、厌恶、
悲伤和愤怒等易混淆表情,传统卷积神经网络模型

普遍存在误判,而本文方法均能给出正确预测。 这

表明 LEFA-ConvNeXt 在复杂表情场景下具有更强

的判别能力和更好的鲁棒性,能够有效提升细微表

情的识别性能。
　 　 为进一步验证本文所提出注意力机制的有效

性,在相同实验设置下,将所设计的
 

LEFA
 

注意力模

块与多种典型注意力机制进行了对比实验,实验结

果见表 2。 可以看出, 在未引入注意力机制的
 

ConvNeXt - Tiny
 

基 线 模 型 中, 模 型 准 确 率 为
 

71. 00%。 在此基础上,引入通道注意力( SE)后,模
型准确率提升至

 

73. 12%,说明通道维度建模有助

于增强判别性特征表达;采用空间注意力机制时,准
确率提升至

 

72. 25%,表明空间位置建模在一定程

度上能够引导模型关注关键区域,但其提升幅度相

对有限。 进一步地,ECA-Net[25]和 CBAM[26] 等代表

性轻 量 化 注 意 力 模 块 分 别 取 得 了 73. 48% 和

73. 65%的准确率,较基线模型均有不同程度的性能

提升。 相比之下,本文提出的 LEFA 注意力模块在

FER2013 数据集上取得了最高的准确率
 

74. 78%,
较基线模型提升了 3. 78 个百分点,优于其他对比注

意力方法。 这表明 LEFA 模块能够更有效地融合人

脸表情中的关键区域信息与细粒度特征,对复杂光

照条件和细微表情变化具有更强的建模能力。

图 6　 不同网络面部表情识别结果的定性对比

Fig.
 

6 　 Qualitative
 

comparison
 

of
 

facial
 

expression
 

recognition
 

results
 

by
 

different
 

networks

表 2　 不同注意力在 LEFA-ConvNeXt 的性能对比

Table
 

2　 Performance
 

comparison
 

of
 

different
 

attention
 

mechanisms
 

in
 

LEFA-ConvNeXt

注意力模块 准确率 / % 相比基线提升

无注意力(ConvNeXt-Tiny) 71. 00 –

SENet[27] 73. 12 +2. 12

Spatial
 

Attention[28] 72. 25 +1. 25

ECA-Net[25] 73. 48 +2. 48

CBAM[26] 73. 65 +2. 65

LEFA(本文方法) 74. 78 +3. 78

3. 2　 消融实验分析

为深入分析各改进模块对模型性能提升的贡
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献,本文在
 

FER2013 数据集上开展了系统性的消融

实验,实验结果见表 3。 消融实验以 ConvNeXt-Tiny
 

作为基线模型,逐步引入不同功能模块,通过对比各

阶段性能变化来验证每个模块的有效性。
表 3　 消融实验结果

Table
 

3　 Ablation
 

study
 

results

实验配置 准确率 / % 相比基线提升

基线模型
 

(ConvNeXt-Tiny) 71. 00 -

+
 

Light
 

Enhance
 

Block 72. 15 +1. 15

+Light
 

Enhance
 

Block
 

+
 

LFPA 73. 86 +2. 86

+Light
 

Enhance
 

Block
 

+
 

LFPA+LCSA
 

Block 74. 78 +3. 78

　 　 基线模型
 

ConvNeXt -Tiny
 

在验证集上取得了

71. 00%
 

的分类准确率,作为后续对比的参考标准。
在此基础上,引入

 

Light
 

Enhance
 

Block
 

后,模型准确

率提升至
 

72. 15%,相较基线模型提高了
 

1. 15%。
这一结果表明,光照增强模块能够有效缓解面部表

情图像中因光照不均或低对比度带来的干扰,从而

提升特征提取的稳定性和判别能力。
在引入

 

Light
 

Enhance
 

Block
 

的基础上进一步加

入可学习面部先验注意力模块,模型准确率显著提

升至 73. 86%,整体性能相较基线提高 2. 86%。 该

结果说明,LFPA
 

模块能够自适应地强调面部关键

区域如眼部、眉部和口部,有效抑制背景和非判别区

域的干扰,从而增强模型对细粒度表情差异的建模

能力,尤其有助于区分
 

Fear、Angry 和 Sad 等易混淆

情绪。
在上述结构基础上进一步引入局部上下文自注

意力模块,用于增强局部与全局特征建模能力,模型

最终准确率达到 74. 78%,较基线模型累计提升

3. 78%。 这一结果表明
 

Local
 

Context
 

Self-Attention
 

Block 所引入的窗口级自注意力机制[29-30] 能够有效

捕获面部区 域 之 间 的 长 程 依 赖 关 系, 与 Light
 

Enhance
 

Block 和 LFPA 模块形成良好的互补,从而

进一步提升模型的整体表达能力和泛化性能。
图 7 展示了在 ConvNeXt-Tiny 主干网络基础上

逐步引入 Light
 

Enhance
 

Block、LFPA 以及 LCSA 模

块后的面部表情识别定性对比结果。 可以观察到,
原始 ConvNeXt-Tiny 在 fear、disgust、sad 和 angry 等

易混淆表情样本上均存在不同程度的误判现象。 引

入
 

Light
 

Enhance
 

Block
 

后,模型在
 

sad
 

类别上能够

给出正确预测,表明亮度增强模块有助于缓解光照

变化对表情判别的干扰。 进一步加入
 

LFPA
 

模块

后,模型在
 

disgust
 

与
 

angry
 

样本上的识别结果得到

明显改善,说明局部特征感知能力的增强有利于捕

获关键表情区域。 最终,在同时引入
 

Light
 

Enhance
 

Block、LFPA
 

与
 

LCSA
 

模块后,模型在所有展示样本

上均实现了正确分类,验证了各模块之间具有良好

的互补性,并能够协同提升细微表情的识别性能。

图 7　 不同模块组合下面部表情识别结果的定性对比

Fig. 7　 Qualitative
 

comparison
 

of
 

facial
 

expression
 

recognition
 

results
 

with
 

different
 

module
 

combinations

4　 结束语

本研究提出了一种基于改进 ConvNeXt 架构的

人脸表情识别方法,通过集成光照增强、多级注意力

机制和全局上下文建模,显著提升了在 FER2013 数

据集上的识别性能。 实验结果表明,本文方法在准

确率、精确率、召回率和 F1 分数四个指标上均优于

多个基线模型,消融实验验证了各改进模块的有效

性。 特别地,本文方法在光照变化和细微表情识别

方面表现出明显优势。 这些结果为复杂场景下的鲁

棒表情识别提供了新的思路和技术途径,具有重要

的理论和应用价值。
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