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摘　 要:
 

大模型(Large
 

Language
 

Models,简称 LLMs)结构复杂,参数众多,计算成本极高,特别是对内存的大量需求,使得大

模型的实际部署面临着诸多挑战。 因此,模型压缩与加速技术成为推动 LLMs 商业化应用的关键问题之一。 在当前的各种

LLMs 压缩与加速方案中,量化技术是最主要的有效手段之一。 量化是减少 LLMs 内存消耗和提升推理速度的最直接途径,
尤其在支持低位数据类型(如 INT4)快速处理的硬件上效果显著。 本文对大模型的量化技术进行了全面系统的总结和分析,
介绍了量化类别,梳理了近年来常用的 LLMs 量化技术及其优缺点,重点介绍了量化感知训练和后训练量化两种量化方法,并
指出 LLMs 量化未来可能的发展方向,为后续量化技术的发展提供依据与参考。
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Abstract:
 

Large
 

language
 

models
 

(
 

LLMs
 

)
 

have
 

complex
 

structures,
 

many
 

parameters
 

and
 

high
 

computational
 

cost,
 

especially
 

the
 

large
 

demand
 

for
 

memory,
 

which
 

makes
 

their
 

actual
 

deployment
 

face
 

many
 

challenges. Therefore,
 

model
 

compression
 

and
 

acceleration
 

technology
 

has
 

become
 

one
 

of
 

the
 

key
 

technologies
 

to
 

promote
 

the
 

commercial
 

application
 

of
 

large
 

language
 

models.
 

In
  

various
  

current
 

LLMs
 

compression
 

and
 

acceleration
 

schemes,
 

quantization
 

technology
 

is
 

one
 

of
 

the
 

most
 

important
 

and
 

effective
 

ways.
 

Quantization
 

is
 

the
 

most
 

direct
 

way
 

to
 

reduce
 

LLMs
 

memory
 

consumption
 

and
 

improve
 

inference
 

speed,
 

especially
 

on
 

hardware
 

that
 

supports
 

fast
 

processing
 

of
 

low-bit
 

data
 

types
 

(
 

such
 

as
 

INT4
 

) .
 

This
 

paper
 

makes
 

a
 

comprehensive
 

and
 

systematic
 

summary
 

and
 

analysis
 

of
 

the
 

quantization
 

technology
 

of
 

LLMs,
 

introduces
 

the
 

quantization
 

categories,
 

combs
 

the
 

commonly
 

used
 

LLMs
 

quantization
 

technology
 

in
 

recent
 

years
 

and
 

its
 

advantages
 

and
 

disadvantages.
 

The
 

two
 

quantization
 

methods
 

of
 

quantization-
aware

 

training
 

and
 

post- training
 

quantization
 

are
 

mainly
 

introduced,
 

and
 

points
 

out
 

the
 

possible
 

future
 

development
 

direction
 

of
 

LLMs
 

quantization,
 

so
 

as
 

to
 

support
 

the
 

future
 

development
 

of
 

quantization
 

technology.
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0　 引　 言

近年来,大模型发展势头迅猛,在自然语言处

理、知识问答、文本生成、机器翻译等领域取得显著

成果,且在各种任务中表现出色[1-
 

3] ,已成为人工智

能领域的一个核心议题。 相较于传统语言模型,
ChatGPT、LLaMA、Claude 等代表性 LLMs 展现出了

更强大的泛化性能及涌现能力[4] 。 此外,LLMs 本

身所具备的语言理解能力已成功迁移至多模态模型

中[5-9] 。 这些开创性的成果充分彰显了 LLMs 在未

来应用领域的巨大发展潜力。
然而,LLMs 在推理过程中需要更多的显存和

GPU 计算资源,例如,GPT-3 模型需要加载 350
 

GB
显存,参数为 FP16 格式至少需要 5 张 A100-80

 

GB
 

GPU 卡[10]才能支撑运行。 随着模型规模的扩大和

序列长度的增加,推理的内存成本也会相应地增长,



这为 LLMs 在资源受限的设备(尤其是移动终端)上

的部署[4]带来了巨大的挑战,阻碍了 LLMs 的实际

应用部署。
为解决上述问题,研究人员和工程师们探索并

实施了各种模型压缩与加速技术,如剪枝[11-13] 、蒸
馏[14] 、量化[15-16]和低秩分解[17] 等,对推动 LLMs 技

术的普及和应用至关重要。 与剪枝、蒸馏等方式相

比,量化具有高压缩比、 低成本、 高灵活性的优

势[18] ,成为当前首选的推理加速技术。 本文详细梳

理了 LLMs 量化的方法,对这些方法进行了深入的

阐述和总结。 通过对比分析不同的 LLMs 量化方

法,指出各自的优缺点,并探讨了其在实际应用中可

能遇到的问题和挑战,为 LLMs 量化技术的进一步

发展提供依据和参考,推动 LLMs 量化技术的应用

和发展。

1　 模型量化技术概述

模型量化技术是人工智能领域的一个重要分

支,是将多比特高精度浮点数(如 FP32、FP16 等)转

化为少比特低精度定点数(如 INT8、INT4 等),以此

来减少模型的存储空间和计算量,提高模型运行的

速度。 模型量化技术最早可以追溯到深度学习模型

发展的初期。 当前,8 位整数或 16 位半精度浮点量

化技术在工业界已达到较为成熟的水平[19] ,并已经

实现商业化应用。 8 位整数量化方法的代表包括

Google 的 TensorFlowlite[20] 、 NVIDIA 的 TensorRT、
Meta 的 PyTorch[21] 以 及 Qualcomm 的 AI

 

Model
 

Efficiency
 

Toolkit( AIMET) [22] 等。 开展模型量化技

术商业化应用的公司包括 Qualcomm、 NVIDIA 和

Google 等,均陆续发布了与产业相关的白皮书[23-24]

和模型量化部署框架[20-22] 。 近年来 LLMs 的迅速发

展,也推进了大模型量化技术的进展。
根据量化数据表示的原始数据范围是否均匀,

可以将模型量化分为线性量化和非线性量化;根据

激活值的量化实时性与否,可以将模型量化分为静

态量化和动态量化;根据不同网络层量化位宽的不

同,可以将量化分为统一精度量化和混合精度量化。
1. 1　 线性量化 /非线性量化

1. 1. 1　 线性量化

线性量化(又称均匀量化) 是一种相邻量化值

间距固定的量化方法。 常见的线性量化过程可表示

如下:
r = Round(S(q - Z)) (1)

　 　 其中, q 为原始的 float32 数值; Z 为 float32 数

值的偏移量,又叫 Zero
 

Point;S 为 float32 的缩放因

子,又叫 Scale;Round
 

( ·)为四舍五入近似取整的

数学函数,除了四舍五入,使用向上或者向下取整也

可以; r 为量化后的整数值。
均匀量化的优势在于其简便易行和较低的计算

负担。 在均匀量化过程中,各量化区间的宽度保持

一致,确保了信号在整个数值范围内的分辨率大致

相等。 然而,对于那些频率范围较大的信号,固定的

区间宽度可能会引起较大的量化误差。
根据参数 Z 是否为零可以将线性量化分为对

称量化和非对称量化。
对称量化在量化前和量化后的零点保持一致,

即浮点零点与量化后整数零点直接对应。 这种方法

的计算量低,缺点是量化后的数据非饱和,有一部分

区域不存在量化的数据。
非对称量化需要一个偏移量 Z 来完成零点的

映射,即量化前的零点和量化后的零点不一致。 因

其额外引入了一个偏移量来修正零点,因此需要的

计算量大。 优点是其量化后的数据是饱和的,即量

化前的最小值对应量化范围的最小值,量化前的最

大值对应量化范围的最大值。
1. 1. 2　 非线性量化

非线性量化又叫非均匀量化,量化值之间的间隔

不固定。 网络中值的分布往往是不均匀的,更多的是

类似高斯分布的形式。 非均匀量化依据信号的幅值

范围及其重要性来调整各量化区间的宽度。 在位宽

固定的条件下,非均匀量化往往能够实现比均匀量化

更高的精确度和更低的误差,这得益于神经网络权重

的非均匀分布。 然而,非均匀量化方法的计算效率可

能较低,因为其通常涉及复杂的查找操作,这些操作

与 GPU 等并行计算硬件并不直接兼容。
1. 2　 静态 /动态量化

量化神经网络中权重与激活的核心差异在于,
权重在推理过程中大多是固定的,因此可以静态计

算量化所需的缩放与零点参数,或在校准中使用的

统计数据。 激活并非如此,因其范围和统计信息在

运行之前是未知的。 因此,根据激活值的量化实时

性与否,可以分为静态量化和动态量化两类。
静态量化中离线计算好模型权重和激活的量化

参数,推理的时候不再调整直接使用。 对激活值量

化需要获取激活值的分布信息,因此,静态量化中需

要提供一定的数据来推理网络,收集网络的激活值

信息,确定相关的量化参数。
在动态量化中,激活值相关的量化参数在推理
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阶段实时计算。 虽然效果更好,但是给推理带来额

外的开销。
1. 3　 统一精度量化 /混合精度量化

统一精度量化的核心是:所有量化网络层均采

用相同的位宽(相同的整型类型)。 这种方法简化

了精度选择的过程,无需细致考量各个层面对量化

误差的敏感度。 然而,当网络整体量化或量化到较

低精度时,容易出现模型准确率显著下滑的问题。
混合精度量化可以把不同的网络层量化至不同

的位宽。 其核心理念在于,对量化误差敏感、精度降

低影响较大的层,保持较高的精度;而对那些可以较

为激进地量化的层,则采用更低的精度。 通过这种

方式,可以在整体上降低网络的位宽,同时尽可能地

减少对网络准确度的影响。 混合精度量化还需要特

别关注的一个关键问题是如何确定不同网络层的最

佳量化位宽。

2　 大模型量化方法

LLMs 在推理过程中需要更多的显存和计算资

源,这使得资源受限的设备(如移动设备)的部署面

临一定的限制。 为了减少模型的复杂性和计算资源

需求,并使模型在资源受限的环境中更高效地运行,
可以对 LLMs 进行量化处理。

对 LLMs 进行量化,不可避免地会使得模型损失

部分预训练阶段学习到的信息,这可能影响到模型在

特定任务上的表现,如何在精度和效率之间找到平衡

是一个挑战。 因此,在选定特定的量化方法并确定了

量化模型后,对量化函数中的量化参数或原始网络模

型中的参数进行优化是很有必要的,这有助于在一定

程度上恢复网络模型的性能。 目前,根据是否对量化

模型进行重新训练,量化方法主要分为量化感知训练

和后训练量化两种,具体方法及优缺点见表 1。
2. 1　 量化感知训练

量化感知训练 ( Quantization
 

Aware
 

Training,
 

QAT)是在训练或微调过程中对模型进行量化,使
LLMs 在训练过程中适配低精度计算,减少由量化引

起的精度损失,保持量化之后 LLMs 的高性能表现。
LLMs

 

上的
 

QAT
 

方法分为全参数再训练 ( Full -
Parameter

 

Re - Training ) [18] 和 量 化 感 知 微 调

(Quantization-Aware
 

Fine-tuning,QAF)。

表 1　 LLMs量化方法分类及优缺点

Table
 

1　 Classification
 

of
 

quantization
 

methods
 

for
 

LLMs

量化类型 优势 不足 方法

量化感知训练 能减少由量化引起的精度损失,
保持量化之后 LLM 的高性能,
可以做到在对应任务的性能上

与全精度模型相差无几

计算成本较高,消耗大量

资源,高度依赖训练数据

集

LLM - QAT、 AlphaTuning、 PEQA、 QLORA、 QA -

LoRA、LoftQ、LACos-Bloom、INT2. 1

仅权重量化 大幅减小模型大小,使模型可以

在资源受限的环境中高效运行,
提高模型的推理速度

引起一定的精度损失,影
响模型性能

LLM. int8
 

( )、 BiLLM、 PB - LLM、 SqueezeLLM、
nuQmm、 GPTQ、 Quip、 OWQ、 SignRound、 SpQR、
FlexRound、EasyQuant、AWQ、LoRC、FineQuant

权重和激活量化 更全面地优化模型的存储和计

算需求,使模型能更好地适应不

同的数据分布和任务需求

对模型性能的影响更大 SmoothQuant、 Outlier
 

Suppression +、 Omniquant、
RPTQ、 QLLM、 Outlier

 

Suppression、 FPTQ、 MoFQ、
ZeroQuant-FP、ZeroQuant、Rex、OliVe

2. 1. 1　 全参数再训练

全参数再训练( Full-Parameter
 

Re-Training)是

指在完成模型压缩后,对模型所有参数进行完整微

调,以恢复或接近原始模型的性能。 其中, LLM -
QAT[25]首次在 LLMs 上应用 QAT 的方法,实现了第

一个准确的 4
 

bit 量化 LLMs。 LLM-QAT 是利用预

训练模型生成的数据来实现无数据的蒸馏方法,除
了量化权重和激活外,还量化了

 

KV
 

缓存,这对于提

高吞吐量和支持当前模型大小的长序列依赖性至关

重要。 还有些研究将 QAT 与蒸馏相结合,以保留原

始模型的涌现能力[26-27] 。
2. 1. 2　 量化感知微调

量化 感 知 微 调 ( Quantization - Aware
 

Fine -
tuning,QAF)是在微调过程中对 LLMs 进行量化,其
核心宗旨在于确保模型在经过微调后,即便其参数

量化至较低位宽,也能维持原有的性能水平(表 2)。
AlphaTuning[28] 与 PEQA[29] 通过冻结量化权重

并对模型进行微调的方式,来压缩和加速 LLMs。
AlphaTuning[28]将模型参数分解为二进制权重和缩

放因子,仅在下游任务中微调少量的缩放因子,同时

冻结其他二进制权重。 这种策略不仅能在多种下游
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任务中实现与全量微调相当的性能,还能大幅减少

参数量和内存占用。 PEQA[29]则仅更新量化比例因

子,同时冻结整数权重矩阵,可显著降低优化器状态

所需的内存量, 并实现快速的任务切换。 其中,
AlphaTuning 采用二进制编码量化(BCQ) [30] 。

表 2　 量化感知微调方法的效果

Table
 

2　 Performance
 

of
 

Quantization-Aware
 

Fine-tuning
 

methods

方法 效果

AlphaTuning 在 4
 

bit 量化下实现了>
 

10
 

×的压缩比,并减少了>
 

1
 

000
 

×的可训练参数。

PEQA 即使 LLMs 被量化到 4
 

bit 精度以下,PEQA 能在减小模型大小的同时,通过进一步指令微调,恢复甚至提升量化模

型的性能。

LORA 采用低秩自适应方法,参数量较全参数微调显著降低,参数量和现有高效参数微调方法持平或更低;性能优于其它

参数高效微调方法,和全参数微调基本持平。

QLORA 在单个 48
 

GB
 

GPU 上微调 65
 

B 参数模型,保持完整的 16
 

bit 调优任务性能。

QA-LoRA 在微调阶段显著减少了时间和内存消耗,与 QLoRA 相比,QA-LoRA 的在推理阶段更快、更准确。

LoftQ 为 LoRA 微调提供更佳的初始化,提升了量化模型在下游任务的表现,尤其在低比特量化场景下展现出卓越的性

能,同时保持了高效性和兼容性。

INT2. 1 可将 7
 

B 参数的 LLMs 微调所需的内存降低 5. 6 倍,并成功生成了可以生成连贯英语文本的 INT2 量化 LLM。

　 　 此外,还有一些研究采用低秩自适应(LoRA)方

法[31] ,在相对合理的计算资源下,对量化的 LLMs
进行高效再训练[26-31] 。 QLoRA[32] 采用新的数据类

型 4
 

bit
 

NormalFloat ( NF4 ) 将 LLMs 权重降低至

4
 

bit,然后在量化后的模型中插入少量可学习的低

秩适配器对模型进行微调,再用双量化技术对量化

参数再次进行量化, 并使用分页优化器 ( Paged
 

Optimizers)管理内存峰值,避免在长序列情况下出

现内存不足错误,实现了在单个 GPU 上微调 LLMs,
同时在 Vicuna 基准上实现最先进的结果[31] 。 Li
等[33]发现 QLoRA 中 LoRA 矩阵的零初始化会降低

下游任务效率,因此,提出一个新颖的量化框架

LoftQ。 LoftQ 通过交替应用量化技术和低秩近似,
以便更接近原始高精度权重,显著改进了下游任务

的性能,尤其在低比特量化下展现出优越性。
QA-LoRA[34] 在低秩适应框架下,通过分组量

化来增加量化方参数的数量,同时减少适应参数的

数量,实现了量化感知的低秩适应,在适应效率和部

署效率上均优于 QLoRA。 LACos-Bloom[35] 用 8
 

bit
块状均匀量化模型、再用低秩自适应 ( LoRA) 和

8
 

bit
 

Adam 优化器对量化后的模型进行微调,实现

了参数高效微调,可以端到端地在单个 GPU 上微调

数十亿参数的 LLMs。 INT2. 1[36] 通过在量化模型的

每个层注入低秩分解矩阵,并在端到端训练中学习

最小化量化模型和全精度模型的输出分布之间的距

离,可将 7
 

B 参数的 LLMs 的微调内存占用降低 5. 6
倍,并成功生成了可以生成连贯英语文本的 INT2 量

化 LLMs。
这些研究表明,通过量化感知微调技术,可以在

保持模型性能的同时,显著降低训练和部署 LLMs
的成本。
2. 2　 后训练量化

后训练量化( Post
 

Training
 

Quantization,
 

PTQ)
是在模型训练完成后进行量化,无需修改模型结构

或重新训练,仅使用少量校验数据就可以得到一个

性能较好的量化模型,可以显著降低模型的存储和

计算复杂度。 但这种方法在极低比特(小于 4
 

bit)
条件下的表现并不理想。 PTQ 的主要优势是操作

的简便高效。 但由于神经网络对量化误差敏感,往
往会导致精度的显著下降。 LLMs

 

的
 

PTQ
 

工作大致

分为两类:仅权重量化和权重+激活量化。
2. 2. 1　 仅权重量化

仅权重量化( Weight-Only
 

Quantization)是仅对

模型的权重进行量化操作,以整型形式存储模型权

重,可以压缩模型的大小。 通过将高精度的浮点数

权重转换为低位数的定点数或二进制数,从而大幅

减小模型的大小。 这种优化不仅使得模型可以在资

源受限的环境中高效运行,还能提高模型的推理速

度,使得人工智能应用更加实用和便捷(见表 3)。
有些研究使用均匀的最近临舍入( Rounding -

to-Nearest,RTN)方法进行量化[18] 。 RTN 是权重量

化中最常见的方法之一[37] ,将连续实数值映射到最

近的整数。
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表 3　 部分仅权重方法的效果

Table
 

3　 Performance
 

of
 

partial
 

Weight-Only
 

Quantization
 

Methods

方法 量化位宽 / bit 内存占用情况 性能提升

LLM. int8
 

() 8 8
 

bit 量化将模型参数从
 

16 / 32
 

位转换为
 

8
 

bit,将模型的内存占用减少了一半,可在配

备消费级
 

GPU
 

的单台服务器上运行
 

OPT-

175B / BLOOM
 

模型。

可以在 175
 

B
 

参数的
 

LLM
 

中执行推理,而不会显著降

低性能

SqueezeLLM 3 在 LLaMA-7B 模型的 3
 

bit 量化中,显著降

低了与 FP16 基线的困惑度差距,最大可达

2. 1 倍

在 3
 

bit 量化下实现了接近无损的压缩,显著降低了量

化误差。 此外,当部署在 A6000
 

GPU 上时,与基准模型

相比获得了高达 2. 3 倍的加速比。

nuQmm 2 有效降低了内存占用 通过 2
 

bit 量化,实现了在 8 个 GPU 上生成每个 token 的

延迟降低了 47. 3%,在 2 个 GPU 上降低了 23. 2%,,并
显著减少了 GPU 的使用数量和能耗。

GPTQ 3 量化到 3
 

bit,OPT-175
 

B 模型从原来的 326
 

GB
 

( FP16 格式)
 

减少到约 63
 

GB
 

,包括嵌

入层和输出层,并且保持全 FP16 精度。

能够在大约 4
 

个 GPU
 

小时内压缩具有 1
 

750
 

亿个参数

的大型网络,在
 

NVIDIA
 

A100
 

等高端
 

GPU
 

上提供
 

3. 25
 

倍的加速,在
 

NVIDIA
 

A6000
 

等具有成本效益的
 

GPU
 

上

提供
 

4. 5
 

倍的速度提升。

Quip 2 能显著降低模型的内存占用。 不相干预处理可以显著改进现有的量化算法,并在仅使

用 2
 

bit 权重的情况下首次实现了对 LLMs 的可行量化

OWQ 3. 1 OWQ 与
 

WCT
 

结合量化后的
 

LoRA
 

模型在

推理过程中仅使用
 

24. 4%
 

的整体内存。
使用 OWQ 的 3. 1

 

bit 模型在性能上可与使用 4
 

bit
 

OPTQ
优化的模型相媲美,在灵活性、效率和实用性方面取得

了显著的进步

SignRound 3 可有效地降低模型的内存占用 能够在 400 步内,仅仅改变大约 5
 

%的舍入值就可以显

著提高一些量化模型的性能,且在推理过程中没有引入

任何额外的开销。

SpQR 3 SpQR 将 LLM 的内存占用减少了约 3. 4 倍

以上

在 LLaMA 和 Falcon 模型上,SpQR 方法将模型压缩到 3-

4
 

bit / 参数,并保持了几乎无损的压缩效果,相对 16
 

bit
基线的困惑度损失小于 1%,速度提高了 20% ~ 30

 

%。

FlexRound 3 可显著降低模型内存占用 第一个对图像分类和自然语言理解及自然语言生成进

行全面实验的工作,可以有效量化大规模语言模型,仅
对性能造成轻微影响。

EasyQuant 4 可显著降低模型内存占用 显著改善量化后模型在多个基准测试上的性能,且优于

需要训练数据的方法,同时运行速度提高 10 倍以上。

AWQ 3 实现了在具有
 

64
 

GB
 

内存的移动
 

GPU
 

上部

署
 

70
 

B
 

Llama-2
 

模型,表明
 

AWQ
 

量化可以

显著降低
 

LLM
 

的内存需求,使其能够在资

源受限的设备上进行部署。

在桌面和移动
 

GPU
 

上实现了
 

3
 

倍以上的速度提升。

FineQuant 4 可显著降低模型内存占用 能够将 1
 

750 亿参数的模型部署在 2 个 GPU 上,将开销

降低了 64%,并在相同数量的 GPU 上实现了 3. 65 倍的

吞吐量提升。 模型并行推理能力提升,允许在单个具有

8 个 GPU 的 A100 节点上服务 4 个 OPT-175B 实例。

　 　 注:大部分文章将模型量化到不同精度进行比较,表格中列出的是文中所采用的最低量化精度值。 未明确标注内存占用情况的,是因为文

章中并未具体阐述模型内存占用的减少量,下同。

　 　
 

1)
 

GPTQ(又称 OPTQ) [38] 是典型的仅权重量

化技术,基于自适应舍入原理,通过将
 

GPT
 

模型与

后训练量化(PTQ)结合,为量化提供了创新的解决

方案。 其采用非对称逐行量化的策略,每次量化一
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层,允许权重以任意顺序进行量化。 在量化每个权

重时,GPTQ 使用量化误差来更新未量化权重的值,
以补偿量化带来的误差。 另外 GPTQ 还通过批量量

化更新优化计算流程,仅更新当前批次中相关的权

重,避免全局更新带来的低效计算,可以在 4
 

h 内将

175
 

B 参数的模型量化到 3 ~ 4
 

bit 权重,实现单个

GPU 上运行 175
 

B 参数的生成模型。
2)

 

许多研究选择 GPTQ 作为基线方法:
(1)Quip[39]可视为 GPTQ 等自适应舍入方法的

增强版,包括自适应舍入和不相关处理步骤,通过不

相关处理实现了更佳的量化效果。 自适应舍入通过

最小化二次误差代理目标对权重进行量化,以获得

更准确的量化结果。 不相关预处理步骤通过随机正

交矩阵的预处理和后处理,确保权重矩阵和海森矩

阵的不相关,从而降低量化误差,首次证明了 2
 

bit
量化 LLM 的可行性。

(2)SignRound[40] 使用带符号的梯度下降对权

重四舍五入进行轻量级的块级调优,仅改变约 5%
的舍入值,就可以显著提高某些量化模型的性能,且
不引入额外的推理开销。 相比简单使用最近舍入方

法的 GPTQ,该方法考虑了权重之间的关系,采用轻

量级的块级调优,仅需少量未标注数据和 400 步优

化,比 GPTQ 更加高效。
(3)FlexRound[37] 利用元素逐项除法导出的倒

数导数规则,灵活量化预训练权重,尤其是对于绝对

值较大的权重。 相较仅进行四舍五入或上舍 / 下舍,
FlexRound 可以根据权重大小灵活进行量化,从而提

高量化性能。
(4)

 

EasyQuant[41] 通过保留权重中的异常值和

优化量化范围,有效降低了最临近舍入中的量化误

差,提高了量化后模型的性能。
3)

 

其它使用均匀量化方法的还包括 ZeroQuant-
V2[42]与 FineQuant[43] :

(1)
 

ZeroQuant-V2[42] 采用逐行对称量化将权

重量化为 8
 

bit,模型性能基本保持不变,但在 4-bit
权重量化时,模型性能显著降低。 为了解决这一问

题,ZeroQuant -V2[42] 引入了低秩补偿( LoRC) 的方

法,利用低秩矩阵分解来优化量化误差矩阵,以改善

量化模型的性能,是一种有效的量化误差校正方法。
(2)FineQuant[43]采用均匀量化方法,引入自适

应选择量化粒度的细粒度量化算法,可以根据不同

的模型权重矩阵自动确定合适的量化粒度,在量化

范围和精度之间取得平衡,有效地解决了量化带来

的精度损失问题。

4)
 

一些模型也使用均匀量化,例如,GLM-130
 

B
模型[44] 采用 Absmax 对称量化,以权重值的最大绝

对值作为缩放因子,在不进行微调的情况下直接从

FP16 量化到 INT4,使其在 4 个 RTX
 

3090
 

Ti 或 8 个

RTX
 

2080
 

Ti 上进行推理,且保持模型性能几乎不下

降,降低了百亿级参数级别模型的使用门槛。
还有一些研究采用非均匀量化方法,训练后

LLMs 的权重分布是不均匀的,因此量化权重使用的

间隔也是不均匀的[18] 。 SqueezeLLM[45] 是基于敏感

度的非均匀量化,该方法通过分析权重值对最终损

失的影响,采用 k-means 聚类确定量化箱的分配,
将量化箱分配在敏感值附近,实现了在极低精度

(如 3
 

bit)下对 LLM 进行无损压缩,并在不牺牲模

型性能的情况下显著减少了模型大小和推理时间。
nuQmm[46]扩展了非均匀量化方法,即二进制编码量

化(BCQ) [30] ,允许根据目标压缩比探索不同的量化

位宽和分组大小,避免对激活进行量化。 使用 BCQ
方法对权重矩阵进行非均匀量化,每个权重矩阵的

每行共享一个缩放因子,并通过迭代求解找到最佳

的缩放因子和二进制向量。 Lin 等[47]发现权重对模

型性能的重要性并不相同,只有 1%左右的显著权

重对模型性能影响很大,因此提出激活感知权重量

化方法 AWQ。 该方法基于激活分布,采用每个通道

的缩放因子,在量化过程中自动搜索最优的缩放因

子,以保护重要权重,并最小化量化误差,首次实现

了多模态语言模型的低比特量化。
此外,Li 等[48]发现校正量化的激活分布以匹配

其浮点对应形式可轻松恢复 LLMs 的准确性。 为了

实现这一目标,提出一种称为范数调整技术( Norm
 

Tweaking[48] ),可作为当前 PTQ 方法中的一个插件。
其调整策略包括校准数据生成和通道间距离约束,
用于更新归一化层的权重,使模型获得更好的泛化

能力。
上述方法在量化时,所有的网络层均采用相同

位宽的整型数据(即相同的量化级别),然而,对网

络进行较低精度的量化时,这种方法可能会引起网

络准确率的显著下降。 为解决该问题,部分研究采

取混合精度量化策略,即允许不同的网络层可以量

化到不同的位宽。 SpQR[49] 通过识别和隔离异常

值,将其存储在更高精度空间,同时将其他权重压缩

至 3 ~ 4
 

bit, 实现压缩比和准确率之间的平衡。
LLM. int8

 

() [50] 采用混合精度分解,将少数具有大

值特征维度分离至 16
 

bit 矩阵乘法中, 而其他

99. 9%的值仍使用 8
 

bit 乘法,这种分解只增加了约
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0. 1%的额外内存。 LLM. int8
 

( )还采用向量量化,
通过为矩阵乘法中的每个内积分配单独的量化归一

化常数,提升量化精度。 OWQ[51]通过分析激活函数

的异常值,识别对量化敏感的权重列,并使用高精度

(fp16)表示这些“弱列”,以减少量化误差,而其他

权重则使用低精度量化,以节省存储空间,从而在维

持低比特率的同时提高了量化大模型的性能。
2. 2. 2　 权重+激活量化

权重和激活同时进行量化( Weight
 

+
 

Activation
 

Quantization),可以进一步压缩模型大小,提高存储

和计算效率(见表 4),使模型可能更好地适应不同

的数据分布和任务需求。
表 4　 部分权重+激活量化方法的效果

Table
 

4　 Effect
 

of
 

partial
 

Weight
 

+
 

Activation
 

Quantization

方法 ∗bit 权重+激活 内存占用情况 性能提升

SmoothQuant W8A8 在不损失精度的情况下,SmoothQuant 可以

实现 2 倍的内存减少,能够在单个节点内服

务 530
 

B
 

LLM

将 SmoothQuant 集成到 PyTorch 与 FasterTransformer 中,
获得了高达 1. 56 倍的推理加速

Outlier
 

Suppression+ W8A8,
W6A6,
W4A4

能够降低模型的内存占用。 在 8
 

bit 和 6
 

bit 量化下,实现了接近浮点数精度的性能,
并在 4

 

bit
 

BERT 量化中取得了 15. 5%的性能提升,达到

新的最佳水平。
Omniquant W4A4,

 

W6A6,
 

W4A16,
 

W3A16,
 

W2A16

与 16
 

bit 全精度模型相比,量化模型显著减

少了内存使用。
在各种量化场景中,特别是在低比特设置中,都取得了

最先进的性能,同时保持了 PTQ 的时间和数据效率。
可在单卡 A100 - 40GPU 上, 在 1 ~ 16 小时内完成对

LLaMA-7B
 

~
 

LLaMA70B 模型量化参数的更新。

RPTQ W3A3 将
 

OPT- 175B 模型的关键 / 值缓存量化为

4
 

bit 位,可以将内存占用降低 73%(困惑度

损失小于 0. 5) 或 80% ( 困惑度损失小于

1. 5)

首次将激活量化到 3
 

bit,并保持较高准确率。

QLLM W4A4 显著降低优化成本和 GPU 内存使用量 在单个 GPU 上仅需 10
 

h 即可完成 LLaMA - 2 - 70B 的

4
 

bit 量化,并在 5 个零样本任务上平均精度提高了

7. 89%。
FPTQ W4A8 FPTQ 优化了内存与计算效能之间的平衡,

实现了在 INT8 推理过程中采用 4
 

bit 格式来

储存权重数据,进而加速了内存读取速度并

提升了运算速率。

实现了对大型语言模型的高效 W4A8 量化压缩,同时在

推理速度和模型精度方面取得了接近或略好于原始

FP16 模型的性能。

MoFQ W8A8,
W4

能够降低模型的内存占用。 MoFQ 在 4
 

bit 权重量化中优于 GPTQ,量化速度快一个

数量级;并在 8
 

bit 权重激活量化中接近全精度模型的

性能。
ZeroQuant-FP W4A8 能够降低模型的内存占用。 FP8 激活量化在大模型中表现更佳,在参数超过 1

 

B 的

模型中性能优势更加明显。 同时,FP4 权重量化在小模

型中明显优于 INT4。 低秩补偿(
 

LoRC
 

)等策略进一步

减轻了由于尺度因子限制对权重量化造成的退化。

ZeroQuant W4A8 对权重的 INT4 量化,与 FP16 模型相比减少

了 3 倍的内存占用,而准确率只降低轻微。
ZeroQuant 的 INT8 模型在 BERT 和 GPT- 3 类型的模型

上实现了高达 5. 19 倍的加速比,同时保持了足够的精

度。
OliVe W4A4 通过牺牲正常值来处理异常值,并利用内存

访问的连续性,有效解决了大型语言模型量

化中的内存占用问题。

基于 OliVe 的加速器比现有的离群点感知加速器 GOBO
分别提高了 4. 5 倍的加速比和 4. 0 倍的能耗降低比,并
且具有更高的模型精度。

Outlier
 

Suppression W4A4 能够降低模型的内存占用。 提升了 Transformer 模型在低比特量化下的性能,达到了

与全精度相近的水平。

　 　 低位浮点格式(例如
 

FP8、FP4)提供了一种可

以替代传统低比特量化(例如
 

INT8、INT4)的方案,
且 FP8 已获得 NVIDIA 等领先硬件供应商的支

持[52] 。 MoFQ[52]和 ZeroQuant-FP [53]的研究都表明,
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在激活量化方面,FP8 量化明显优于
 

INT8。
 

MoFQ
采用低比特整数( INT) 格式和浮点( FP) 格式的混

合格式量化, 逐层选择最优量化 格 式。 此 外,
MoFQ[52]还将标准

 

FP
 

格式中的特殊
 

NaN(非数字)
与

 

Inf(无穷大)值重新映射为归一化数值,以增强

并让
 

FP
 

格式表示更多值,这一点对
 

FP4
 

等低位宽

格式尤为重要。 ZeroQuant -FP [53] 使用 FP8 和 FP4
格式进行权重和激活量化,并引入了 LoRC 方法以

减少量化误差。
Rex[54]方法采用残差误差扩展和基于组稀疏扩

展的方式,使得原始值和去量化值之间的量化误差

较小,从而以效率换取更高的模型性能。 OliVe[55]

采用异常值-受害者对( Outlier-Victim
 

Pair,
 

OVP)
机制,修剪部分量化的低精度正态值,为高精度异常

值腾出额外空间。 该方法可以有效地利用现有的硬

件加速器(如脉冲阵列和张量核)进行内存对齐的

编码和解码,与现有的异常值感知加速器相比,
OliVe 可以在 GPU 上实现 4. 5 倍的性能提升和 4 倍

的能效降低。 ZeroQuant
 [56] 集成了细粒度硬件友好

的量化方案、逐层的知识蒸馏和优化的量化支持,显
著提高了模型在低精度(如 INT8)下的推理性能,同
时保 留 接 近 全 精 度 ( 如 FP16 ) 的 准 确 率。
QuantEase[57]是一个逐层量化框架,对各个层进行

单独量化,将每层量化问题建模为一个离散结构的

非凸优化问题, 通过应用坐标下降 ( Coordinate
 

Descent,CD)技术获得有效的解决方案。
激活通常包含较多异常值,这些异常值对 LLMs

性能至关重要,因此需要特别处理。 一些研究通过

管理激活异常值实现 LLMs 量化, 包括通道缩

放[10,58-59] 、通道聚类[60]等。
(1)通道缩放通过为每个通道分配不同的缩放

因子来减小量化误差。 SmoothQuant[58] 通过在线下

对每个通道的激活值进行缩放,来平滑激活值的分

布,从而减少激活值的量化误差,实现对大规模语言

模型(LLMs)进行精确和高效的 8 位权值和激活量

化。
(2)Outlier

 

Suppression+[59]除使用通道缩放,还
增加了信道方向移位来驱动 W6A6 量化,以纠正异

常的不对称呈现,减轻问题通道的影响,同时定量分

析了平移和缩放的最佳值,兼顾了异常的不对称性

以及下一层权重引起的量化误差。 Omniquant[10] 包

含两个创新组件:可学习权重剪裁(LWC)和可学习

等价变换( LET)。 LWC 通过优化剪裁阈值来调制

权重中的极端值。 同时,LET 通过在 Transformer 编

码器中学习数学上等价的变换来处理激活中的异常

值,从而将量化的难点从激活值转移到权重上。
(3)通道聚类是将激活中的通道按数值范围相

似性分组,然后对每个组使用不同的量化参数进行

量化。 RPTQ[60] 通过将具有相似值范围的通道聚

类,对每个聚类内的激活值进行量化,从而减小了量

化误差。 此外,RPTQ 还将重排序操作与层归一化

操作和线性层的权重相结合,以最小化计算开销。
RPTQ 显著降低了 LLMs 的内存占用,同时在保持较

高准确率的情况下实现了 LLMs 的 3
 

bit 量化。
(4)还有一些研究聚焦于抑制出现在激活中的

异常值[61-63] 。 Outlier
 

Suppression[61] 通过抑制而非

回避异常值来提高量化性能,为 Transformer 量化研

究提供了新的视角。 作者提出两种解决 Transformer
模型量化中异常值问题的方法:Gamma

 

Migration 和

Token-Wise
 

Clipping。 前者通过等效转换,将 γ 的

影响迁移到后续模块,获得一个对量化更友好的模

型;后者利用词元范围大的方差,从词元角度设计一

个从粗粒度到细粒度的管道,快速找到最小的最终

量化损失的剪裁范围。 FPTQ[62] 提出一种新颖的对

数激活均衡技术,用于处理难以量化的网络层,通过

非线性映射压缩激活值分布范围;同时采用细粒度

权重量化技术,在所有层中以组为单位计算量化级

数,以获得更优性能,实现了高精度的 W4A8 量化且

无需微调。 QLLM[63] 提出一种抑制 LLMs 中激活异

常值的独特方法———自适应通道重组。 其核心思想

是通过通道分解和聚合,重新分配异常通道中的大

激活值。 通道分解可降低异常值大小,使激活更适

配量化;而通道聚合则可以保持原始通道数,提高效

率。 自适应重组可以自适应地确定每个层的最优重

组比例。
本文对比了仅权重与权重+激活量化方法:仅

权重量化可将量化极限推到更低的位宽(甚至到

1
 

bit),显著降低 LLMs 所需设备的内存,但会引入

精度损失,降低模型性能。 而权重+激活量化能更

全面地优化模型的存储和计算需求,使模型能更好

地适应不同的数据分布和任务需求,但需要更多的

位宽(8
 

bit)来存储权重和激活。 因此,单一权重和

权重+激活量化方法各有利弊,仍需进一步优化与

改进,以持续满足实际应用需求。

3　 大模型量化的其他方法

3. 1　 极低比特量化

上面提到的量化方法大多数成功地将模型量化
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到 8
 

bit 或 4
 

bit,4
 

bit 量化参数提供了最佳的零样本

准确性和模型大小之间的权衡,适用于所有模型家

族和规模
 [64] 。 然而, 当量化位宽 ≤ 3

 

bit[25] 时,
LLMs 的质量显著下降。 为了将 LLMs 量化推进到

更低的比特范围,需要采用更激进的压缩方法。 网

络二值化作为一种强大的压缩技术脱颖而出,可以

极大地将模型权重降低到 1
 

bit[47-50] ,从而降低昂贵

的计算和内存需求。
Onebit[65]是一个 1

 

bit 量化感知训练框架,提出

了新的 1
 

bit 线性层架构,将权重矩阵分解为符号矩

阵和两个值向量,以保持高秩并弥补精度损失。 同

时引入了符号-值独立分解(SVID)方法,通过矩阵

分解将高比特权重矩阵分解为低比特矩阵,为 1
 

bit
模型提供了有效的初始化。 BitNet

 

b1. 58[66] 是一种

新的 1. 58
 

bit 大模型,该模型中每个参数取值为{ -
1,0,1},直接在训练过程中将权重和激活分别量化

为 1. 58
 

bit 和 8
 

bit。 PB-LLM[67]选择性地对语言模

型中的权重矩阵进行部分二值化,将大部分权重二

值化为 1
 

bit,只保留少部分权重以更高的比特数存

储,但只保持了 800 左右的困惑度,平均权重为 1. 7
 

bit。 为了应对量化技术无法在超低位宽下保持

LLMs 的性能这一挑战,Huang 等[68] 提出了 BiLLM,
一个开创性的 1

 

bit 后训练量化方案,专为预训练

LLMs 量身定制。 基于 LLMs 的权重分布,BiLLM 首

先对显著权重进行识别和结构选择,并通过有效的二

进制残差近似策略最小化压缩损失。 此外,考虑到非

显著权重的钟形分布,提出了一种最优分裂搜索,以
准确地对其进行分组和二值化。 BiLLM 首次在

1. 08
 

bit 权重下实现了高精度推理(例如 LLaMA2-
70

 

B 的 8. 41 困惑度),在多个 LLM 家族和评估指

标上显著优于 SOTA 量化方法。 此外,BiLLM 能够

在单个 GPU 上在 0. 5
 

h 内实现 70
 

B 权重的 LLMs
的二值化过程,显示出令人满意的时间效率。
3. 2　 高效内核和量化算法

高效内核是指专门为量化 LLMs 推理生成的低

级矩阵运算内核,是对量化 LLMs 的底层支持。
上文 提 到 的 LLM. int8

 

( ) [50] 、 GPTQ[38] 和

SmoothQuant[59]等方法,针对其特定的目标硬件(如

GPU)手动开发定制内核。 手动方法可能非常耗时

且容易出错,因此,Shen[69] 和 Pegolotti[70] 开发了基

于 CPU 的自动高效内核。 Shen[69] 基于 Intel
 

Deep
 

Learning
 

Boost 开发了高效的稀疏矩阵-密集矩阵乘

法 ( Sparse
 

Matrix - Dense
 

Matrix
 

Multiplication,
 

SpMM) 内核,其性能比现有稀疏库 ( 如 oneMKL、

TVM、LIBXSMM) 提高了 1 个数量级, 并比密集

GEMM 核快 5 倍。 QIGen[70]是一种自动代码生成方

法,用于生成量化 LLMs 生成推理的高效内核。 该

方法考虑了目标架构和性能模型,包括硬件特性和

量化方法的准确性约束,显著提升了吞吐量,且精度

只有轻微损失。
 

3. 3　 资源受限的边缘设备量化方法

一些研究探讨在资源受限的边缘设备上部署压

缩和量化的 LLMs[71-73] ,实现硬件友好的量化方法。
例如,Wang 等[71]提出硬件感知自动量化( HAQ)框

架,利用强化学习自动搜索最优的量化策略,相较于

基于规则的基线方法,该框架可以降低 1. 4 - 1. 95
倍的延迟,降低 1. 9 倍的能耗,并在模型大小相似前

提下获得更高的精度。 Rahman[72] 针对 MobileBERT
模型,将其从 TensorFlow 格式转换为 TensorFlow -
Lite 格式,并采用动态范围量化技术,根据数据的范

围调整权重和激活的量化范围,并将浮点数转换为

8-bit 整数,优化其在资源受限的边缘设备上的部

署。 Lin 等[73] 将 LLMs 部署到 6
 

G 移动边缘计算

(MEC)系统,采用后训练量化、量化低秩适配器、混
合专家量化等量化技术,以适应资源受限的边缘环

境,降低通信和计算需求。

4　 结束语

LLM 量化的趋势主要体现在以下几个方面:
 

(1)极低比特量化。 BiLLM[68] 首次在 1. 08
 

bit
的权重精度下成功实现了高精度推理,这一突破使

得 1
 

bit 量化变得可行。 BitNet
 

b1. 58[66] 模型通过

1. 58
 

bit 的权重和计算方式,实现了低能耗和高效

计算,为大模型的部署和应用提供了重要的优化方

向。 而 OneBit[65] 把 LLM 压缩到 1. 007
 

3
 

bit 时,仍
然能使其保持约

 

83%
 

的性能。 这些成果为未来

LLMs 实现更小巧的模型尺寸和更低的能耗提供了

可能,同时还能保持良好的性能。 这些进展使得极

低比特量化成为了研究的热点之一。
 

(2)自适应量化技术。 现有的大模型在后训练

量化过程中普遍采用手工设定的量化参数,但由于

缺乏有效的优化,这些方法在面临低比特量化时往

往会导致性能显著下降。 相比之下,自适应量化技

术可根据模型的各个部分自动调整量化级别,这样

既能保证性能,又可优化资源消耗。 该技术可能需

要对模型的结构和权重进行深入分析,以及对量化

误差机制的深刻理解。 自适应量化技术有望显著提

升模型部署的效率,实现计算性能和能效的双重提

96第 5 期 薛德军,
 

等:
  

大模型量化方法综述



升,预计将成为未来 LLMs 量化研究的关键方向。
(3)量化与其他压缩技术的融合。 Kim 等[26] 和

Neill 等[27] 将量化技术( QAT) 与模型蒸馏相结合,
成功保留了原模型的涌现性特征,证明量化与其它

压缩技术的结合使用能够取得显著成效。 进一步

地,量化还能与剪枝、稀疏性等方法相结合,以减少

模型的参数和计算负担,从而提高模型的运行效率

和扩展性。 剪枝可以先减少模型复杂性,然后通过

量化来降低权重表示的精度,从而实现双重压缩效

果。 在模型蒸馏的过程中,量化的使用能够减少教

师模型和学生模型中的参数数量,进而提升压缩后

模型的性能。 此外,量化与稀疏性的结合也能有效

减少非零元素的数量和精度,从而降低存储和计算

成本。 在 LLM 量化方面,这些结合使用的方法是一

种值得关注的重要研究方向。
本文全面深入地梳理了大模型的量化技术,详

细地梳理了近年来在 LLMs 量化方面常用的技术,
并对其优缺点进行了全面而深入的剖析。 在此基础

上,本文进一步探讨了大型模型量化技术未来的发

展方向,可为后续研究提供有益参考。 尽管大模型

量化技术已取得一定的进展,但多数算法仍依赖于

为压缩小型模型而设计的框架,且压缩和量化大型

模型所面临的挑战依旧存在[18] 。 未来需在保障大

型模型通用性与泛化能力的基础上,继续研发更高

效、更实用的量化策略。
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