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摘　 要:
 

在当前网络安全和空间技术快速发展的背景下,卫星过境预测对于提高通信效率、支持环境监测和加强国防安全具

有重要意义。 本研究旨在通过机器学习方法进行卫星过境预测,通过引入时间特征的三角变换进行了数据增强与特征选择,
并使用多种常见的机器学习模型进行对比训练与预测。 实验结果表明,随机森林模型在准确度和泛化能力上表现最优。 研

究的主要贡献在于提出了一种结合机器学习和时间特征的卫星过境预测方法,不仅为卫星通信网络的监测和管理提供了强

有力的支持,也为网络安全领域提供了新的技术手段。
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Abstract:
 

In
 

the
 

context
 

of
 

the
 

rapid
 

development
 

of
 

cybersecurity
 

and
 

space
 

technology,
 

satellite
 

transit
 

prediction
 

plays
 

a
 

significant
 

role
 

in
 

enhancing
 

communication
 

efficiency,
 

supporting
 

environmental
 

monitoring,
 

and
 

strengthening
 

national
 

defense
 

security.
 

This
 

study
 

aims
 

to
 

predict
 

satellite
 

transits
 

using
 

machine
 

learning
 

methods,
 

introducing
 

a
 

trigonometric
 

transformation
 

of
 

time
 

features
 

for
 

data
 

augmentation
 

and
 

feature
 

selection,
 

and
 

employing
 

various
 

common
 

machine
 

learning
 

models
 

for
 

comparative
 

training
 

and
 

prediction.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

random
 

forest
 

model
 

performs
 

best
 

in
 

terms
 

of
 

accuracy
 

and
 

generalization
 

ability.
 

The
 

main
 

contribution
 

of
 

this
 

research
 

is
 

the
 

proposal
 

of
 

a
 

satellite
 

transit
 

prediction
 

method
 

that
 

combines
 

machine
 

learning
 

and
 

time
 

features,
 

providing
 

strong
 

support
 

for
 

the
 

monitoring
 

and
 

management
 

of
 

satellite
 

communication
 

networks
 

and
 

offering
 

new
 

technical
 

means
 

for
 

the
 

field
 

of
 

cybersecurity.
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0　 引　 言

随着空间技术的飞速发展,卫星已成为现代通

信、导航、环境监控及国防安全的核心组成部分[1] 。
特别是在网络安全领域,及时准确地获取和利用卫

星数据对于监测网络威胁、保卫关键基础设施以及

支持全球范围内的数据传输至关重要[2] 。 有效利

用这些卫星资源的关键在于能够准确预测其过境时

间和覆盖范围。 精确的卫星过境预测对地面观测任

务规划、数据高效收集和资源优化配置至关重要,同
时对于实时网络安全监控与响应机制的建立和维护

具有决定性影响。
面对这一需求,传统的预测方法通常依赖于轨

道力学复杂计算及历史数据分析,这些方法尽管在

某些情况下有效,但往往忽略了时间特征与地面站

位置间复杂的相互作用及其对卫星可见性和过境时

间的影响[3] 。 在网络安全应用中,这一缺陷尤为突

出,因为网络威胁的实时监测和快速反应需求迫切

需要更高效、更精确的预测技术以保障数据的实时

性和准确性[4] 。 此外,在处理大规模数据集时,这
些传统方法在效率和准确度上面临挑战,特别是在

迫切需要实时或近实时预测的场景中。
鉴于此,本文通过机器学习模型,在指定地面站

位置与时间段的情况下,进行卫星过境与否的预测,
以满足网络安全领域的特定需求。 本文对比分析了

5 种不同机器学习模型,包括随机森林、支持向量机



(Support
 

Vector
 

Machine, SVM)、 梯度提升树 ( 如

eXtreme
 

Gradient
 

Boosting,XGBoost 和 Light
 

Gradient
 

Boosting
 

Machine,LightGBM)及决策树,拓展了传统

基于轨道力学的预测方法。 本文结合了时间特征分

析与地面站位置,不仅能提升卫星资源的利用效率,
还能在网络安全背景下为地面监测站提供及时、准
确的数据支持,以便快速响应网络威胁并实施有效

的防护措施。
本文的主要贡献如下:
(1)采用机器学习技术与时间特征分析相结合

的全新视角,拓展了传统的卫星过境预测方法,为卫

星过境时间预测提供了一种更全面的解决策略。
(2)创新性地应用多种机器学习模型,结合时

间特征的三角变换和地面站位置,大幅提升了模型

处理时间周期性和空间变量的能力,为卫星过境时

间预测设定了新的标准。
(3)所开发的模型在实际应用中展现出优异性

能,不仅提高了卫星资源的使用效率,也为地面观测

站的任务规划和资源管理提供了有力的决策支持工

具,显示了其在网络安全以及更广泛领域的应用潜力。

1　 相关工作

1. 1　 现有的卫星过境预测方法

卫星过境预测是融合天文学、空间科学和计算机

科学的综合学科领域。 传统方法依赖精细的轨道力

学计算,使用开普勒轨道元素和天文算法精确预测卫

星相对于地面观测点的过境时间。 例如,NORAD 的

SGP4 模型被广泛用于计算近地卫星的轨道[5-6] 。 这

类基于物理的方法在精度上通常表现出色,但需依赖

复杂的数学运算与深厚的天文学知识储备。
随着机器学习技术,特别是深度神经网络的发展

与应用,为卫星过境预测提供了创新方案。 这些模型

能够利用历史轨道数据,学习时间特征中的复杂依赖

性和模式,预测未来的卫星轨道[7-8] ,从而使用轨道

参数计算过境事件[9] 。 机器学习的自动学习能力特

别适合处理大气拖曳和太阳辐射等非开普勒效应的

影响,提高卫星轨道预测的准确性,从而为卫星路径

规划和空间碎片避让等应用提供强大的支持。
1. 2　 机器学习及其在类似问题中的应用

本文将卫星过境预测问题界定为基于时间特征

的二分类问题,机器学习领域的多种模型及特征工

程技术可有效地应用于该任务。 这些技术能够处理

时间数据的特性,通过学习历史过境数据,预测未来

某时间段内的过境事件。 尽管该任务并非传统的时

序预测,但基于机器学习的特征工程与模型训练过

程对提升分类任务的准确性至关重要。
(1)特征工程[10]在处理基于时间的分类问题时

至关重要,其核心是从原始时间字符串中提取有意

义的特征,如时间段的长度、特定时间段内的历史过

境频率等,这些特征有助于模型捕捉时间数据中的

复杂依赖性与非线性关系。
(2)支持向量机( SVM) [11-12] 在处理高维度、样

本量小的数据集时展现出较强的性能,适合于从时

间特征中提取的高维数据分类任务。 通过优化决策

边界,SVM 可以有效地区分不同类别的数据。
(3)梯度提升树(如 XGBoost[13-14] 和 LightGBM[15] )

适用于处理具有复杂模式的分类问题,通过逐步增强

模型的预测能力来最小化误差,可从时间特征中学习

深层的数据关系。
(4)决策树[16]具有易于理解和解释的优势,为处

理基于时间的分类问题提供了直观的方法。 在集成

学习框架下,决策树也能显著提升分类任务的性能。
(5)随机森林[17-18]通过集成多个决策树来处理

大量的特征数据,可有效地管理特征的多样性并提

供准确的分类结果。
1. 3　 本研究与现有工作的不同之处

本文在卫星过境预测的实践中引入了 3 项创

新,区别于现有的研究工作:首先,本文采用了多种

机器学习模型,并通过特定的数据预处理和特征工

程方法处理时间数据;其次,不同于传统依靠轨道力

学计算的预测方法,本文的模型能够直接从历史的

过境时间数据中学习,避免了对复杂物理模型与专

业天文学知识的依赖;此外,引入的时间特征三角变

换和数据增强手段有效提升了模型处理时间数据周

期性和解决数据不平衡问题的能力。
进一步地,本文采用了系统的参数调优和网格

搜索策略,精细地调整机器学习模型的配置,以满足

卫星过境预测的具体需求。 本文的这种方法不仅显

著提升了预测准确率,还增强了模型在面对不同卫

星和地面站观测任务时的泛化能力。 通过这些差

异,本文为卫星过境预测领域提供了新的视角和工

具,展示了机器学习在解决空间科学问题中的潜力。

2　 方法

2. 1　 数据预处理和特征工程

原始数据集源自于模拟的卫星过境地面站点记

录,包含大约 30
 

000 条记录,每条记录的格式为

[(开始时间, 结束时间, 1)], 其中, 时间格式为
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“yyyy-mm-dd
 

HH:mm:ss”,1 代表过境。 为了增强

模型预测的准确性与效率,本文对原始数据集进行

了数据预处理、特征工程,主要涉及数据增强、提取

与转换时间特征,以及对特征进行选择。 通过这些

步骤,本文旨在精确捕捉时间特征的动态变化并整

合地面站位置,以提升模型在预测卫星过境时间方

面的表现。
2. 1. 1　 数据增强

本文的原始数据集中只包含了卫星过境的时间

段(即标签为 1 的数据),导致了标签分布的严重不

平衡。 为了解决这一问题,并增强模型训练过程中

的数据多样性,本文采用了一种数据增强方法来生

成标签为 0 的数据,即卫星未过境的时间段。
数据增强通过以下步骤实现:
(1)计算总时间范围:计算开始时间和结束时

间之间的总秒数,作为潜在的数据增强范围。
(2)段落划分: 基于总时间范围,计算可以划分

为 k个最大持续时间为 n秒(n = 300) 的小时间段。
如果 k 过大,则除以系数 m(m = 60) 将其减少。

(3)随机生成时间段:通过随机选择开始时间

点,并在此基础上加上一个随机的时间偏移(不超

过 n), 生成新的时间段。 本过程会根据上一步骤确

定的子段数量重复进行,从而生成多个未过境的时

间段样本。
这种数据增强方法对于平衡数据集和提高模型

的泛化能力至关重要。 通过生成未过境的样本,本
文不仅扩充了训练数据集,还提高了模型在处理未

见过境情况时的鲁棒性。 此外,这种方法通过引入

随机性,帮助模型学习到更加泛化的特征,而不是仅

仅依赖于特定的过境时间段特征。
2. 1. 2　 时间特征的提取和三角变换

时间特征对于卫星过境预测至关重要,因为卫

星的可见性受到地球自转和卫星轨道周期性变化的

影响。 首先,从原始数据中提取了以下时间特征:开
始时间和结束时间的时间戳,以及这些时间戳对应

的小时、日、月和年。
接着,为了捕获时间特征的周期性,对部分时间

特征进行了三角变换。 具体来说,本文采用了正弦

和余弦函数来转换小时和星期的特征,以此来表达

一天中各个时段和一周中各个日子的周期性。 通过

这种方法,模型可以更好地理解时间的循环性质,比
如午夜与中午的关联性,以及一周的开始与结束的

相似性。 这种时间特征的三角变换有助于模型在预

测时考虑到时间的自然周期性,从而提高预测的准

确性和效率。 最终,形成的特征向量见表 1。
表 1　 特征及取值范围

Table
 

1　 Features
 

and
 

value
 

ranges

序号 特征 取值范围

1 卫星 ID 见 NORAD 编号

2 地点 ID [00000 ~ 99999]

3 开始时间戳 [1672502400 ~ 1704038398]

4 结束时间戳 [1672502401 ~ 1704038399]

5 开始小时 [0~ 23]

6 开始日 [1~ 31]

7 开始月 [1~ 12]

8 开始年 [2023]

9 结束小时 [0~ 23]

10 结束日 [1~ 31]

11 结束月 [1~ 12]

12 结束年 [2023]

13 开始小时的正弦值 [ -1 ~ 1]

14 开始小时的余弦值 [ -1 ~ 1]

15 开始日的星期几的正弦值 [ -1 ~ 1]

16 开始日的星期几的余弦值 [ -1 ~ 1]

17 结束小时的正弦值 [ -1 ~ 1]

18 结束小时的余弦值 [ -1 ~ 1]

19 结束日的星期几的正弦值 [ -1 ~ 1]

20 结束日的星期几的余弦值 [ -1 ~ 1]

2. 1. 3　 特征选择

特征选择旨在识别出对模型预测性能最有贡献的

特征,不仅可以提高模型的训练效率,还能提升模型的

泛化能力。 为了实现这一目标,本文采用了 3 种不同

的特征选择方法:皮尔森相关系数(Pearson
 

Correlation)、
最大信息系数(MIC)和随机森林重要性评估。

(1)皮尔森相关系数(Pearson
 

Correlation)
皮尔森相关系数是衡量两个变量线性相关程度

的指标。 在特征选择过程中,计算了每个特征与目

标变量之间的皮尔森相关系数,以识别与卫星过境

事件有强线性相关的特征,相关系数热图如图 1 所

示。 特征与目标变量的相关系数越接近于 1 或-1,
说明其之间的线性关系越强,该特征对于模型来说

越重要。 本文选取相关性系数大于 0. 8 的 9 个特征

作为初步选取结果,分别为:开始时间戳、结束时间

戳、开始小时、开始日、结束月、开始小时的正弦值、
开始日的星期几的正弦值、结束小时的正弦值、结束

日的星期几的正弦值。
　 　 (2)最大信息系数(MIC)

最大信息系数是一种捕捉变量之间复杂关系
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(包括非线性关系)的方法。 与皮尔森相关系数不

同,MIC 能够识别出变量之间的任何类型的关系。
通过计算特征与目标变量之间的 MIC 值,可以发现

哪些特征与卫星过境事件存在强相关性,即使这种

相关性是非线性的,相关系数热图如图 2 所示。 本

文选取 MIC 系数大于 0. 8 的 11 个特征作为初步选

取结果,分别为:开始时间戳、结束时间戳、开始小

时、开始月、结束小时、结束日、开始小时的正弦值、
开始小时的余弦值、结束小时的余弦值、结束日的星

期几的正弦值、结束日的星期几的余弦值。
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图 1　 Pearson 相关系数热图
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1　 Pearson
 

correlation
 

coefficient
 

heatmap

0 2 4 6 8 10 12 14 16 18

0

2

4

6

8

10

12

14

16

18

特
征

索
引

1.0

0.8

0.6

0.4

0.2

0

M
IC

值

特征索引

图 2　 特征间 MIC 值的热图

Fig.
 

2　 Heatmap
 

of
 

MIC
 

values
 

between
 

features

391第 5 期 徐睿,
 

等:
  

机器学习驱动的卫星过境预测技术



　 　 (3)随机森林重要性评估

随机森林是一种集成学习方法,通过构建多棵

决策树来进行预测。 随机森林能够提供关于特征重

要性的直观评估,这是通过观察每个特征在构建决

策树时对模型性能的贡献程度来实现的。 特征重要

性越高,表明该特征在预测卫星过境事件中越重要。
最终,随机森林排序出来的特征如图 3 所示。

卫星ID
开始时间戳
结束时间戳

结束小时
开始小时

开始小时的正弦值
开始小时的余弦值
结束小时的余弦值
结束小时的正弦值

地点ID
结束日
开始日

结束日的星期几的正弦值
开始日的星期几的正弦值
结束日的星期几的余弦值
开始日的星期几的余弦值

开始月
结束月
开始年
结束年

特
征
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图 3　 随机森林特征重要性

Fig.
 

3　 Random
 

Forest
 

feature
 

importance

　 　 本文根据上述结果做出如下特征选择。 首先选

取皮尔逊相关系数和最大信息系数方法的特征并

集,然后与随机森林重要性评分方法的结果相交,最
后加上卫星 ID 与地点 ID 得到最终的特征集合,即
[卫星 ID、地点 ID、开始时间戳、结束时间戳、开始小

时、开始日、开始月、结束小时、结束日、结束月、开始

小时的正弦值、开始小时的余弦值、开始日的星期几

的正弦值、开始日的星期几的余弦值、结束小时的正

弦值、结束小时的余弦值、结束日的星期几的正弦

值、结束日的星期几的余弦值]。 这个特征集合综

合考虑了不同特征选择方法的优点,既包含了统计

相关性和互信息高的特征,也考虑了在随机森林模

型中表现为重要的特征,为模型训练提供了坚实的

基础。
2. 2　 机器学习模型的构建

在构建机器学习模型的过程中,参数选择对模型

的性能产生显著影响。 为了找到最佳模型配置,本文

采用了网格搜索方法(GridSearchCV)来系统地遍历

多种算法的参数组合。 这种方法不仅适用于随机森

林,也同样适用于其他机器学习算法,如支持向量机

(SVM)、梯度提升树(如 XGBoost 和 LightGBM)以及

决策树等,可以对每种算法进行彻底的参数优化。

以随机森林为例,本文定义了一个参数网格,包括:
(1) n_estimators (森林中树木的数量):从 100

到 1
 

000 变化,以增加模型的稳定性和性能。
(2)max_depth(树的最大深度):限制树的复杂

度,防止过拟合。
(3)min_samples_split(分裂内部节点所需的最

小样本数):从 2 到 10 变化,减少过拟合风险。
(4)min_samples_leaf(叶节点所需的最小样本

数):从 1 到 10 变化,防止树过度生长。
(5)max_features(寻找最佳分割时考虑的特征

数量):可以是“None”,“sqrt”,“log2”,或具体数字。
通过应用 GridSearchCV 并结合 5 折交叉验证,

自动遍历了机器学习模型的所有参数组合,评估了

每种组合的性能,最后选取最优的参数组合。
鉴于数据不平衡可能对模型性能造成显著影

响,本文还采用了调整数据平衡的策略,如过采样少

数类或欠采样多数类。 这种策略有助于改善模型对

不平衡数据的处理能力,确保预测精度和泛化能力

的提升。

3　 实验设计和结果

3. 1　 对比模型介绍

本文在对比分析中采用了多种机器学习模型,
旨在评估和比较这些模型在数据集上的性能。 以下

是选用模型的简要介绍:
(1)支持向量机( SVM):该模型是一种广泛应

用于分类和回归问题的监督学习模型。 其通过在特

征空间中找到最佳的线性分割超平面,以最大化正

负样本之间的边缘,实现数据类别的分隔。 SVM 在

处理高维数据和非线性问题方面表现出色,尤其是

在样本数量较少的情况下。
(2)LightGBM(LGB) [19] :该模型是一个基于梯度

提升框架的高效、分布式、快速且高性能的梯度提升

决策树算法。 其使用基于直方图的算法,优化了大规

模数据处理的速度和效率,并支持高效的并行训练。
LightGBM 在处理大规模数据时,相比其他梯度提升

树算法,显示出更高的效率和更快的训练速度。
(3)XGBoost[20] :该模型是一种基于梯度提升的

决策树算法,其被设计用于提高速度和模型性能。
XGBoost 通过优化计算资源的使用和增加正则化项

来防止过拟合,在多种机器学习竞赛和任务中取得

了显著的成绩。 XGBoost 的核心在于能够自动利用

计算机的多核处理能力,加速模型的训练过程。
(4)决策树(Decision

 

Tree,DT):该模型是一种
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基本的分类与回归方法。 其通过学习简单的决策规

则从数据特征中递归地构造分支,形成树状结构以

进行预测。 决策树易于理解和实现,能够处理数值

和类别数据,并且通过树的深度可以控制模型复杂

度,防止过拟合。
(5)随机森林(Random

 

Forest,RF):该模型是一

种集成学习方法,其通过构建多个决策树并将预测

结果进行汇总来提高预测的准确性。 随机森林对于

过拟合有很好的抵抗力,且易于处理高维数据。 在

多种数据集上的表现均衡,被广泛应用于分类和回

归问题。
3. 2　 模型评价指标

在本节中,本文简要介绍用于评估机器学习模

型性能的关键评价指标。 这些指标不仅能够帮助本

文理解模型在特定任务上的效能,而且还能为模型

的进一步优化提供方向。 以下是对每个评价指标的

解释:
(1)准确率(Accuracy):准确率测量的是模型预

测正确的实例占总预测实例的比例。 其是最直观的

性能指标,反映了模型在整体数据集上的正确预测

能力。
(2)精确率(Precision):精确率关注的是模型预

测为正类(即,已过境的类别)的实例中,实际上属

于正类的实例所占的比例。 高精确率意味着较少的

假正例(即,被错误地标记为正类的负类实例)。
(3)召回率(Recall):召回率衡量的是所有真实

正类实例中,模型正确识别为正类的实例的比例。 高

召回率表示模型能够捕获大多数真正的正类实例。
(4) F1 分数(F1 - Score):F1 分数是精确率和

召回率的调和平均值,提供了一个同时考虑精确率

和召回率的单一度量。 F1 分数对于不平衡数据集

尤其有用,因为其不会被大量的负类实例所偏倚。
(5)ROC 曲线( Receiver

 

Operating
 

Characteristic
 

Curve)与 AUC 值:ROC 曲线通过绘制模型在不同阈

值下的真正率(TPR)和假正率(FPR)来评估分类器

区分正负类别的能力。 AUC 值为 ROC 曲线图下的

面积,其值越接近 1,表明模型的分类性能越好;是
一个评估模型在各种阈值设置下整体表现的有效工

具。
3. 3　 模型结果分析

模型的输入和输出在训练和预测时保持一致。
具体来说,在模型训练阶段,本文对输入数据的小时

和星期进行了正余弦转换,以捕捉时间的周期性特

征。 在模型预测时,输入数据按照同样的处理,确保

模型能够根据这些时间特征输出相应的二分类结果。
模型的实验结果见表 2。 随机森林和决策树取

得了较好的性能,以 0. 95 的准确率领先,其余指标

也表现出色,证明了其在本数据集上的强大预测能

力。 XGBoost 表现紧随其后,尤其在召回率上达到

0. 91,显示其良好的正类识别能力。 尽管 SVM 经过

网格搜索优化参数后仍表现最弱,这可能表示该模

型与数据集特性不匹配或存在固有的局限性。
LightGBM 的结果虽优于 SVM,但也未能达到前三者

的水平。 总的来说,随机森林和决策树对于此数据

集来说是最佳选择,而 XGBoost 也表现出了不俗的

分类效果。
表 2　 模型实验结果

Table
 

2　 Model
 

experiment
 

results

模型 准确率 精确率 召回率 F1

SVM 0. 66 0. 65 0. 73 0. 62

LGB 0. 80 0. 74 0. 85 0. 75

XGBoost 0. 88 0. 81 0. 91 0. 84

随机森林 0. 95 0. 91 0. 94 0. 92

决策树 0. 95 0. 91 0. 95 0. 93

　 　 模型的 ROC 曲线如图 4 所示。 ROC 曲线的

AUC 值以随机森林最高,达到了 0. 98,紧随其后的

是决策树、XGBoost,其 AUC 值分别为 0. 95、0. 94,表
明这三类模型在区分正负类别方面具有极高的准确

性和可靠性。 相比之下, LightGBM 的 AUC 值为

0. 91,虽然较高,但相较于领先的模型略显不足。
SVM 的 AUC 值仅为 0. 50,显示出其在区分正负类

别方面的能力极为有限,这与其在准确率、精确率、
召回率和 F1 分数上的表现相一致。 综合考虑各项

指标,随机森林在本数据集上的表现最为出色,决策

树和 XGBoost 亦表现优异,而 LightGBM 和 SVM 需

要进一步的调整或考虑其他模型以提升效果。
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4　 结束语

本文通过对多种机器学习模型在卫星过境预测

任务上的性能进行详尽的比较和分析,得出了一系

列重要的结论。 首先,随机森林模型因其优异的准

确度和泛化能力,在所有测试的模型中表现最佳。
其次,时间特征的三角变换对提升预测准确性起到

了重要作用,这表明在卫星过境预测中考虑时间周

期性是十分必要的。 此外,数据增强和特征选择过

程对于处理原始数据集中的不平衡与噪声干扰,提
高模型的预测性能也显示出了其重要性。

实验结果还揭示了不同机器学习模型对于卫星

过境预测问题的适用性差异,这提示未来研究可以

进一步探索模型结合或融合的策略,以利用各模型

的优势。 综上所述,本文展示了机器学习技术在提

高卫星过境预测精度方面的潜力,并为网络安全领

域的应用提供了有力的技术支持。 未来工作可以考

虑更多的特征工程技术和深度学习模型,比如将地

面站位置转换为特征、使用 CNN 和 LSTM 等,进一

步探索卫星过境预测的精确性提升空间。
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