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基于强化学习和曼巴相关图卷积网络的交通流量预测
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摘　 要:
 

准确的交通流预测是智能交通系统的核心任务之一,能为交通管理部门提供有效的决策支持,缓解城市交通拥堵、优化

路网运行效率。 然而,传统预测方法在处理复杂的时空非线性关系和动态交通模式时存在局限性。 为此,提出了一种结合强化

学习的 Mamba-相关性图卷积网络(Mamba-HiLoGCN)方法。 首先,将 Mamba 与 CorGCN 相结合,以灵活探索时空依赖性并准

确捕捉不同路段交通流的相互作用。 其次,通过将相关注意力机制与 HiLo 注意力机制相结合,自适应地调整对高频和低频特征

的关注,提高了捕捉短期波动和长期趋势的能力。 最后,DDPG 通过与环境的交互来优化预测策略,并自适应地调整邻接矩阵,
从而确保该方法在复杂多变的交通场景中保持高精度。 在多个真实交通数据集上的实验表明,Mamba-HiLoGCN 在各项评价指

标上均显著优于 18 种基线模型,包括 HA、ARIMA、LSTM、GRU、CNN、DCRNN、GMAN、T-GCN、STGCN、ASTGCN、STSGCN、
AGCRN、STGODE、STCGCN、Bi-STAT、ASTMGODE、ASTTN 和 DDGformer,验证了其在提升预测精度与鲁棒性方面的有效性。
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Abstract:
 

Accurate
 

traffic
 

flow
 

forecasting
 

is
 

one
 

of
 

the
 

core
 

tasks
 

of
 

intelligent
 

transportation
 

systems,
 

providing
 

effective
 

decision
 

support
 

for
 

traffic
 

management
 

authorities
 

to
 

alleviate
 

urban
 

congestion
 

and
 

optimize
 

road
 

network
 

efficiency.
 

However,
 

traditional
 

forecasting
 

methods
 

have
 

limitations
 

when
 

handling
 

complex
 

spatio-temporal
 

nonlinear
 

relationships
 

and
 

dynamic
 

traffic
 

patterns.
 

To
 

this
 

end,
 

we
 

propose
 

a
 

Mamba-Correlation
 

Graph
 

Convolutional
 

Network
 

(Mamba-HiLoGCN)
 

method
 

incorporating
 

reinforcement
 

learning.
 

First,
 

Mamba
 

is
 

combined
 

with
 

CorGCN
 

to
 

flexibly
 

explore
 

spatio-temporal
 

dependencies
 

and
 

accurately
 

capture
 

interactions
 

between
 

traffic
 

flows
 

on
 

different
 

road
 

segments.
 

Second,
 

by
 

integrating
 

a
 

correlation
 

attention
 

mechanism
 

with
 

a
 

HiLo
 

attention
 

mechanism,
 

it
 

adaptively
 

adjusts
 

focus
 

on
 

high-frequency
 

and
 

low-frequency
 

features,
 

enhancing
 

the
 

ability
 

to
 

capture
 

both
 

short-term
 

fluctuations
 

and
 

long-term
 

trends.
 

Finally,
 

DDPG
 

optimizes
 

prediction
 

strategies
 

through
 

interaction
 

with
 

the
 

environment
 

and
 

adaptively
 

adjusts
 

the
 

adjacency
 

matrix,
 

ensuring
 

high
 

accuracy
 

in
 

complex
 

and
 

dynamic
 

traffic
 

scenarios.
 

Experiments
 

conducted
 

on
 

multiple
 

real-world
 

traffic
 

datasets
 

demonstrate
 

that
 

Mamba-HiLoGCN
 

significantly
 

outperforms
 

18
 

baseline
 

models
 

across
 

all
 

evaluation
 

metrics.
 

These
 

include
 

HA,
ARIMA, LSTM, GRU, CNN, DCRNN, GMAN, T - GCN, STGCN, ASTGCN, STSGCN, AGCRN, STGODE, STCGCN, Bi - STAT,
ASTMGODE,ASTTN

 

and
 

DDGformer,
 

validating
 

its
 

effectiveness
 

in
 

enhancing
 

prediction
 

accuracy
 

and
 

robustness.
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0　 引　 言

交通流预测是智能交通系统的关键技术[1] ,其

通过分析历史数据和当前交通状况来预测未来的交

通趋势[2] 。 传统的交通流预测方法(回归模型[3-4] 、
时间序列分析[5-6] 和物理模型[7] )在一定程度上能



够捕捉交通流的变化规律。 但往往难以处理非线性

关系,对复杂交通模式的适应性有限,并且无法有效

整合来自多源的数据。 随着深度学习和深度强化学

习的广泛应用[8] ,特别是在时空特征建模[9-10] 、多
源数据融合[11] 和传感器相关性分析[12] 方面的进

步,为交通流量预测提供了新的研究思路。 此外,
Mamba[13]能够优化预测模型参数、筛选关键特征,
并与深度学习模型结合,从而进一步提高预测的准

确性和效率,适用于广泛的交通场景。
传统交通流量预测方法主要包括回归模型[14] 、

时间序列分析方法[15] 、物理模型[16] 、机器学习方

法[17]和统计学习方法[18] 。 Rajeh 等[19]采用多元线性

回归单元(MLRU)方法,将时间序列预测转化为多元

线性回归问题,并通过将注意力层与
 

MLRU
 

输出相

结合, 直接基于历史流量预测未来交通流量。
Salamanis 等[20]提出“稀疏特征回归”方法,通过从交

通数据中提取精心筛选的特征并施加稀疏性,实现快

速准确的大规模交通预测。 Miao 等[21]采用误差季节

性自回归积分滑动平均(ESARIMA)方法,该方法结合

自回归积分滑动平均(ARIMA)模型、经验模态分解

(EMD)和奇异值分解(SVD)技术进行交通流量预测。
基于深度学习的交通流预测模型能够通过自动

学习历史数据中的时空特征,有效捕捉复杂的非线

性关系和动态变化,从而显著提升预测精度和实时

性能。 这类模型包含卷积神经网络(CNN) [22] 、循环

神经网络 ( RNN )、 LSTM[23] 、 GCN[24] 、 混 合 模 型

(CNN+
 

LSTM
 

、
 

GCN
 

+
 

LSTM) [25] 以及生成对抗网

络(GAN)。 这些模型在多源数据融合和长期预测

方面展现出显著优势。 Cini 等[26] 设计了一种深度

集成模型(DEM),通过自适应组合各模型的预测性

能,将 CNN、 LSTM 和 GRU 作为基础学习器。 Liu
等[27]选择了一种结合 CNN、BiGRU 和加法注意力

机制(AAM)的 CNN-BiGRU-AAM 模型来提升预测

性能。 Lin 等[28]研究了一种基于异构数据融合的交

通流预测模型,通过结合 GCN 和 GRU 来捕捉节点

的空间特征和时间依赖性。
为此,本文提出了

 

Mamba-HiLoGCN 模块,该模

块有效提高了交通流预测的准确性和实时响应能

力。 Mamba - HiLoGCN 由 Mamba - CorGCN、 HiLo
 

CorAttention
 

和
 

DDPG
 

组成。 Mamba-CorGCN
 

模块

能够捕捉传感器节点之间的时空相关性,并优化交

通流的空间依赖性建模。 HiLo
 

CorAttention
 

模块结

合了相关注意力机制和 HiLo 注意力机制,动态调整

对高频和低频特征的关注,更好地适应交通流的波

动和长期趋势。 DDPG 模块自动调整
 

CorGCN
 

的邻

接矩阵,以提高交通流预测的准确性和实时性。
基于上述模块设计与实验验证。 本工作的贡献

总结如下:
(1)Mamba-HiLoGCN 由 Mamba-CorGCN、HiLo

 

CorAttention
 

和
 

DDPG
 

组成,每个模块在处理交通流

数据中都发挥着独特的作用,共同提高了预测的准

确性和实时响应能力。
(2)Mamba-CorGCN 将 Mamba 与 CorGCN

 

相结

合,以有效建模传感器节点之间的时空依赖性。
Mamba 结构通过灵活的结构调整增强了复杂时空

特征的建模能力,而 CorGCN 则捕捉传感器节点之

间的动态相关性,并准确反映不同路段间交通流的

相互作用,从而提高了预测精度。
(3) HiLo

 

CorAttention 模块包括相关注意力机

制和 HiLo 注意力机制,通过动态调整注意力权重来

自适应地增强对高频和低频特征的关注。 高频特征

可以捕捉短期波动,而低频特征可以学习长期趋势。
(4)DDPG 根据交通流的变化自动调整 CorGCN

的邻接矩阵,使该方法能够灵活应对复杂的交通场景,
并在不同时间和条件下始终保持较高的预测精度。

1　 Mamba-HiLoGCN 算法

Mamba - HiLoGCN 由 Mamba - CorGCN、 HiLo
 

CorAttention 和 DDPG 组成,如图 1 所示。 Mamba -
CorGCN 通过动态捕捉节点间的相关性来提高时空

预测精度。 HiLo
 

CorAttention 通过调整注意力权重,
自适应地增强对高频和低频特征的关注,高频特征

捕捉短期波动,而低频特征学习长期趋势。 DDPG
根据交通流的动态变化自适应地调整 CorGCN 的邻

接矩阵,并确保在不同时间步和不同条件下保持高

精度的预测结果。 总之,Mamba -HiLoGCN 在处理

复杂动态交通流场景时具
 

有出色的适应性和高效

率,并能提供高精度的预测结果。
1. 1 　 Spatiotemporal

 

Correlation
 

Information (时
空相联信息)

最大信息系数(MIC)方法可以有效地衡量传感

器序列之间的相关性。 因此,提出了两种基于
 

MIC
的时空表征,包括空间相关信息(SC)和时间相关信

息(TC)。 SC 有效地从空间数据中捕捉复杂的依赖

结构。 TC 捕捉时间序列数据中的非线性和时变关

系。 通过这两种时空表征,有效地捕捉了交通流预

测中可能被忽略的细微时空关系,并提高了理解和

预测复杂交通模式的能力。 MIC 方法的计算如下:
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图 1　 Mamba-HiLoGCN 网络

Fig.
 

1　 Mamba-HiLoGCN
 

Network

MIC(X,Y) = max| G| ≤B(n)
I(X,Y)

logmin(| GX | , | GY | )
(1)

　 　 其中,
 

X、Y 为随机变量; I(X,Y) 为 X 和 Y 的互

信息;
 

G 为网格划分; | GX | 、 | GY | 为 X 和 Y方向的

网格数; B(n) 为网格数上限。
　 　 空间相关信息( SC)通过最大信息系数( MIC)
量化不同传感器序列间的空间依赖性。 传统邻接矩

阵仅能表示节点间是否存在连接(0 或 1),而 SC 能

够捕捉传感器之间复杂动态的非线性空间关系,其
值域为[0,1]。 具体而言,给定两个传感器序列 X
和 Y, 其空间相关性定义为 SC(X,Y) = MIC(X,
Y)。 较高的 SC 值表明传感器间具有强空间关联性

和相似交通模式,较低值则反映空间特征存在显著

差异。
交通流数据表现出显著的时间依赖性,如,交通

流量的高峰时段变化往往遵循更一致的模式,而节

假日和工作日的交通特征可能差异显著。 因此,引
入 TC 来探索和捕捉时间序列数据中不同时间步之

间的相似模式。 TC 定义如下:

TC(X) c
i =

1
T ∑

T

t = 1
MIC Xc

i,t:t +τ, X
~
c
i,t:t +τ( ) (2)

　 　 其中, TC(X) c
i 表示传感器 i在属性 c下的时间相

关性,描述了传感器 i 的数据序列在时间维度上相关

性的强度; T 是时间序列的长度; t 是当前时间步,表
示时间序列中的第 i 个时刻, i 为传感器的编号。

1. 2　 Mamba-CorGCN
为提高时空特征提取能力,如图 2 所示,提出了

Mamba-CorGCN 模块。 该模块通过多尺度设计,深
入探索交通网络中的局部和全局相关性,并充分利

用交通传感器数据的时空信息,为交通预测提供更

准确和鲁棒的解决方案。 Mamba-CorGCN 模块通过

融合 Mamba 的高效特征提取能力与 CorGCN 的空

间依赖性建模优势,实现了对复杂交通流模式的多

尺度捕捉。 CorGCN 突破传统图卷积仅考虑邻接关

系的限制,引入 SC(X,Y) 作为动态权重因子,并结

合强化学习动态优化邻接矩阵,有效表征节点间非

线性的时空交互关系。 Mamba 组件采用选择性状

态空间模型,通过非线性变换和自适应特征选择机

制,显著增强了模型对高维时空特征的提取能力。
该双模块架构既能深入挖掘交通网络的局部细节特

征,又能捕捉全局时空依赖关系,为交通流预测提供

了更精确的时空表征。
1. 3　 HiLo

 

CorAttention
传统的交通流预测模型通常对高频和低频特征的

处理较为简单,要么使用固定权重进行特征融合,要么

忽略不同频率特征对预测准确性的不同贡献。 HiLo
 

CorAttention 模块通过动态调整注意力权重,自适应地

关注不同时间尺度上的高频和低频特征,有效提高了

对短期波动和长期趋势的关注。 下面是对高频注意力

(Hi-Fi)和低频注意力(Lo-Fi)的具体描述。
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图 2　 网络图 CorGCN 和 Mamba
Fig.

 

2　 Network
 

diagrams
 

of
 

CorGCN
 

and
  

Mamba

　 　 (1)高频注意力
 

( Hi-Fi)。
 

Hi-Fi 通过多头注

意力机制捕捉输入特征中的高频信息。 具体来说,
首先计算查询 (q)、键(k) 和值(v)。 因为传统的注

意力机制可能受限于单一特征表示,难以充分表达

复杂的语义信息。 因此,将 k 和 q 分别建模为内容

(kC
i ,qC

i ) 和位置(kR
i ,qR

i ) 信息, 通过拼接进行组合。
接着,引入 SC 来建模和优化 k 的相关性,从而更准

确地描述高频特征的相关性。 然后,基于优化后的

k, 计算 k 和 v之间的相似度,并通过 Softmax 函数获

得注意力权重。 最后,将这些注意力权重应用于 v
的加权求和,以生成加权输出,如公式(3) ~ (10)
所示。

(2)低频注意力
 

( Lo-Fi)。
 

Lo-Fi 与 Hi-Fi 类

似,都使用多头注意力机制来捕捉输入特征中的重

要信息,并通过计算 q 和 k 之间的相似度来生成注

意力权重。 两者不同之处在于, k 和 v 的低频部分

通过池化操作从输入特征中进行下采样得到,而高

频部分则直接使用原始输入特征计算。 Lo-Fi 的计

算公式如下:
Hi-Fi:cKVi = WDKVxi

Lo-Fi:cKVi = WDKVPool(xi)
{ (3)

Hi-Fi:cQi = WDQxi

Lo-Fi:cQi = WDQPool(xi)
{ (4)

kC
i = WUKcKVi
kR
i = RoPE(WKRxi)

ki,i = [kC
i,i;kR

i ]

ki,i = (SC,K) = 1
C ∑

C

c = 1

exp(SC)

∑
n

u = 1
exp(SC)

ki,i

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

(5)

qC
t = WUQcQt ,

qR
t = RoPE(WQRcQt )

qt,i = [qC
t,i;qR

t,i]

ì

î

í

ï
ï

ïï

(6)

vCt = WUVcKVt  (7)

ot,i = ∑
t

j = 1
Softmax j

qT
t,ik j,i

dh + dR h
( ) vCj,i (8)

Hi-Fi:yh = WO
h [ot,1;ot,2;…;ot,nh

]

Lo-Fi:yl = WO
l [ot,1;ot,2;…;ot,nh

]{ (9)

Y = Concat(yh,yl) (10)
　 　 其中, WDKV、WDQ、WUK、WKR、WUQ、WQR 和 WUV

分别是 Hi-Fi 和 Lo-Fi 的查询、键和值的权重矩阵;
WO

h 和WO
l 分别表示 Hi-Fi 和 Lo-Fi 输出映射的权重

矩阵;RoPE 是一种在注意力机制中引入位置信息

的位置编码方法,通过矩阵旋转将位置信息嵌入到

输入向量中。
Hi-Fi 和 Lo -Fi 分别针对高频和低频信息设

计,通过不同的特征处理方法(包括直接使用原始

特征和池化降维)实现多尺度特征提取。 两种模型

共享相同的计算框架,但在输入特征处理上有所不

同。 通过结合 Hi-Fi 和 Lo-Fi,模型能够同时捕捉细

节和全局依赖关系,从而在复杂任务中表现出更强

的性能。
1. 4　 DDPG

DDPG 算法通过强化学习框架实现交通流预测

策略的自主优化,如图 3 所示。 该算法采用 Actor-
Critic 架构,其中 Actor 网络负责生成动态调整的邻

接矩阵作为动作,Critic 网络则评估这些动作的长期

价值。 通过与环境交互收集经验数据,利用经验回

放机制打破数据相关性,并通过添加探索噪声平衡
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探索与利用。 这种端到端的训练方式使模型能够自

适应不同交通场景,实时调整预测策略,显著提升了

复杂动态环境下的预测准确性和鲁棒性。 Action、
State 和 Reward

 

function 的定义描述如下:
(1)

 

Action:动作定义为 CorGCN 中的图邻接矩

阵,表示交通节点之间的连接关系。 动作由演员网

络生成,用于调整交通流预测策略,优化图邻接矩

阵,提高了模型适应不同交通情况的能力。

(2)
 

State:状态是交通流预测模型的输出,通常

包含交通状况信息,如交通流量、速度和拥堵水平。
状态信息对于调整预测策略至关重要,确保智能体

能够实时响应交通流的变化。
(3)

 

Reward
 

function:奖励通过计算预测交通流

与实际交通流之间的误差来定义。 预测误差越小,
奖励越高,表明模型的预测性能越好。

TargetActorNetwork
ActorNetwork

TargetCriticNetwork
CriticNetwork

Input:states

Linear

Attention

Linear

ReLU

Output:actiona

Inputstatesactiona

Linear

Attention

Linear

ReLU

Output:Q(s,a)

Environment
（CorGCN）

OUnoise

Store

（a）Actor-Critic （b）DDPG

图 3　 网络图 Actor-Critic 和 DDPG
Fig.

 

3　 Network
 

diagrams
 

of
   

Actor-Critic
 

and
  

DDPG

2　 实验

2. 1　 数据集

为全面验证 Mamba -HiLoGCN 的性能,如表 1
所示,选取高速公路和地铁两类典型交通数据集进

行广泛实验。 高速公路交通数据集源自加州交通流

监测系统 ( PEMS), 选取了 4 个区域 ( PEMS03、

PEMS04、PEMS07 和 PEMS08),这些区域包含的核

心交通流量、速度及占有率数据充分体现了高速公

路交通复杂的时空特征。 地铁客流数据集来自杭州

地铁系统(HZME),包含各站点的乘客进出站流量,
反映了不同时段地铁交通的动态特性。 本文使用

Z-Score 对交通数据进行归一化。 每个数据集按

6 ∶ 2 ∶ 2 的比例分为训练集、验证集和测试集。
表 1　 数据集统计信息

Table
 

1　 Statistics
 

of
 

datasets

数据类型集
  

数据集名称 节点数量 时间范围
  

时间粒度 / min
 

高速公路交通数据集 PeMS03 358 2018 / 9 / 1-2018 / 11 / 30 5

PeMS04 307 2018 / 1 / 1-2018 / 2 / 28 5

PeMS07 883 2017 / 5 / 1-2017 / 8 / 31 5

PeMS08 170 2016 / 7 / 1-2016 / 8 / 31 5

地铁客流数据集 HZME
 

(in) 80 2019 / 1 / 1-2019 / 1 / 26 5

HZME
 

(out) 80 2019 / 1 / 1-2019 / 1 / 26 5

2. 2　 实验设置

Mamba-HiLoGCN 方法基于 PyTorch
 

GPU 框架

开发。 在训练过程中,选用均方误差( MSE)作为损

失函数来衡量预测值与真实值之间的差异,同时采

用 Adam 优化器进行模型参数优化。 经实验验证,

将 Adam 的学习率设置为 0. 001,既能保证训练效率

又能有效提升模型性能。 如表 2 所示,为高效训练

模型 并 实 现 交 通 流 预 测, 针 对 不 同 数 据 集

(PEMS03、PEMS04、PEMS07、PEMS08、HZME(in)和
HZME(out))设置了相应的超参数。
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表 2　 不同数据集的超参数

Table
 

2　 Hyperparameters
 

for
 

different
 

datasets

数据集 编码器层数
 

解码器层数
  

卷积核大小
 

注意力头数 批次大小
 

Top-U
PEMS03 4 4 3 8 8 5
PEMS04 4 4 3 8 8 5

PEMS07 3 3 3 8 2 5

PEMS08 4 4 3 8 8 5

HZME(in) 4 4 3 8 16 5

HZME(out) 4 4 3 4 16 5

　 　 采用 平 均 绝 对 误 差 ( MAE )、 均 方 根 误 差

(RMSE)和平均绝对百分比误差( MAPE)三项指标

来评估 Mamba -HiLoGCN 的性能。 MAE、RMSE 和

MAPE 的计算公式如下:

MAE = 1
n ∑

n

i = 1
| F i -F∗

i | (11)

MAPE = 1
n ∑

n

i = 1

F∗
i -F i

F∗
i

× 100% (12)

RMSE =
　

1
n ∑

n

i = 1
F i -F∗

i( ) 2 (13)

　 　 其中, F i 表示预测的交通流量, F∗
i 表示真实的

交通流量。
2. 3　 实验结果与分析

2. 3. 1　 实验结果

如表 3 所示,与 8 种基准方法相比, Mamba -
HiLoGCN

 

在不同场景下具有较高的预测精度。 不同

数据集上的性能差异主要源于数据特性和模型架构

的匹配程度,PEMS 数据具有规律性强、路网结构清

晰的特点,因此擅长捕捉时空依赖的方法表现良好。
而 HZME 则呈现显著的潮汐效应和进出站流量不对

称性,其中 HZME(out)因突发性更强导致所有模型

的预测误差显著更高,例如, Mamba - HiLoGCN 在

HZME(out)
 

上的
 

RMSE
 

相对于其他方法显著下降。
最终,Mamba-HiLoGCN 凭借其状态空间架构对长序

列和非平稳时序的卓越建模能力,在所有数据集上均

取得最佳或次优性能,显示出其强大的泛化性和对复

杂时空动态的捕捉能力。 例如,在
 

PeMS03
 

数据集

上,Mamba -HiLoGCN
 

的 MAE 值为 14. 20,Mamba -
HiLoGCN 与 Bi - STAT、 ASTM - GODE、 ASTTN 和

DDGformer 相比,误差分别降低了约
 

7. 73%、11. 19%、
5. 27%和 2. 47%。 这些结果进一步验证了

 

Mamba-
HiLoGCN

 

在大规模交通流预测任务中的优异性能。

表 3　 六个数据集上不同模型的性能比较

Table
 

3　 Performance
 

comparison
 

of
 

different
 

models
 

across
 

six
 

datasets

数据集 指标 STSGCN[28] AGCRN[29] STGDDE[30] STCGCN[31] Bi-STAT[32] ASTMGODE[33] ASTTN[34] DDGformer[35]
Mamba-HiLo

GCN

PeMS03 MAE 17. 49 15. 97 16. 50 16. 67 15. 39 15. 99 14. 99 14. 56 14. 20
MAPE / % 29. 21 28. 11 27. 85 27. 72 25. 87 24. 37 23. 97 23. 33 23. 01

RMSE 16. 78 15. 23 16. 69 16. 31 15. 48 14. 58 13. 48 13. 68 13. 14
PeMS04 MAE 21. 20 19. 83 20. 84 20. 79 18. 31 19. 80 18. 89 18. 09 17. 22

MAPE / % 33. 61 32. 28 32. 82 33. 63 30. 83 30. 53 30. 22 30. 02 29. 61
RMSE 13. 84 12. 98 13. 78 13. 73 12. 33 13. 09 12. 23 11. 43 10. 34

PeMS07 MAE 24. 22 21. 22 22. 59 23. 50 20. 25 21. 33 20. 35 18. 97 18. 13
MAPE / % 39. 04 35. 19 37. 58 37. 29 33. 24 32. 03 30. 33 30. 13 30. 10

RMSE 10. 22 9. 16 10. 15 9. 72 8. 56 8. 78 7. 98 7. 78 6. 92
PeMS08 MAE 17. 16 16. 05 16. 81 17. 85 13. 46 13. 06 12. 16 12. 04 11. 31

MAPE / % 26. 86 25. 23 25. 98 26. 48 23. 13 23. 13 22. 03 21. 93 21. 65
RMSE 10. 92 10. 19 10. 62 10. 64 9. 55 9. 76 8. 66 8. 16 7. 92

HZME
 

(in) MAE 12. 86 11. 84 11. 34 11. 02 11. 31 10. 51 10. 11 9. 91 9. 44
MAPE / % 23. 40 24. 40 22. 01 18. 91 17. 21 16. 23 16. 01 15. 71 15. 01

RMSE 28. 10 30. 10 40. 44 22. 40 21. 30 20. 52 20. 20 19. 98 19. 32
HZME(out) MAE 18. 72 19. 45 19. 43 17. 67 17. 11 16. 78 16. 08 15. 89 15. 02

MAPE / % 33. 19 33. 81 33. 57 30. 88 30. 27 28. 87 28. 17 27. 27 26. 01
RMSE 76. 72 88. 79 88. 34 70. 65 70. 34 59. 94 59. 14 57. 24 50. 12
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2. 3. 2　 消融实验

Mamba - HiLoGCN 包含 Mamba - CorGCN、 HiLo
 

CorAttention 和 DDPG 三个核心模块,如图 4、图 5 所

示,为验证上述三个模块有效性,本文利用 HZME
 

(in)和 HZME
 

(out)两个数据集,对各组件性能进行

评估。 结果表明,移除 Mamba-CorGCN 会导致预测

曲线显著偏离真实值,说明 Mamba-CorGCN 作为时

空特征提取的核心,在捕捉路段间动态关系中起主

导作用。 移除 DDPG 后,模型在交通波动剧烈时段

(如高峰时段)性能明显下降,表明其通过动态调整

图结构增强了模型对交通状态变化的适应能力。 移

除 HiLo
 

CorAttention 模块
 

后则使预测曲线在平稳段

仍接近真实值,但在快速变化段出现平滑过度现象,
说明该机制通过多尺度特征加权有效增强了对短期

波动和长期趋势的区分能力。 综上所述,Mamba -
HiLoGCN 通过整合三个模块的优势,在不同数据集

和场景中展现出更高的预测精度。
　 　 如图 6、图 7 所示,Mamba-HiLoGCN 最接近真

实交通流,在整体趋势和局部特征方面均具有出色

的预测精度。 特别是在复杂波动和高峰时段,
Mamba - HiLoGCN 通过 HiLo

 

CorAttention、 Mamba -
CorGCN 和 DDPG 的动态优化机制,实现了对交通

流快速变化的精准捕捉。 其预测曲线与真实曲线高

度吻合。
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2. 3. 3　 时间成本研究

本文在 PyTorch
 

2. 0. 0、Python
 

3. 8 和 CUDA
 

11. 8
环境中实现了 Mamba - HiLoGCN 方法。 表 4 为

Mamba-HiLoGCN 各核心模块在不同规模数据集上

的时间成本。 其中,SC 因需要处理复杂的空间依赖

关系而耗时较长,而 TC 凭借其轻量级设计展现出

更高的计算效率。 Mamba-CorGCN 在时空特征提取

方面实现了较好的平衡,时间消耗处于中等水平。
HiLo

 

CorAttention 因需要动态调整高低频特征的注

意力权重而稍慢。 DDPG 需要通过大量试错来优化

策略,这种迭代学习方法虽然有效,但也带来了较多

时间消耗。 表 4 为 Mamba-CorGCN、HiLo
 

CorAttention
和 DDPG 在计算复杂度和功能实现方面的关系,为
后续性能优化提供了重要参考。

表 4　 计算效率

Table
 

4　 Computational
 

efficiency

数据集 SC TC Mamba-CorGCN HiLo
 

CorAttention DDPG

PeMS03 0 ∶ 55 ∶ 00 0 ∶ 01 ∶ 29 0 ∶ 32 ∶ 00 0 ∶ 40 ∶ 00 1 ∶ 10 ∶ 00

PeMS04 0 ∶ 48 ∶ 00 0 ∶ 01 ∶ 07 0 ∶ 25 ∶ 00 0 ∶ 31 ∶ 00 1 ∶ 00 ∶ 00

PeMS07 1 ∶ 20 ∶ 00 0 ∶ 01 ∶ 58 0 ∶ 40 ∶ 00 0 ∶ 46 ∶ 00 1 ∶ 50 ∶ 00

PeMS08 0 ∶ 20 ∶ 00 0 ∶ 00 ∶ 43 0 ∶ 18 ∶ 00 0 ∶ 25 ∶ 00 0 ∶ 50 ∶ 00

HZME(in) 0 ∶ 00 ∶ 17 0 ∶ 00 ∶ 12 0 ∶ 00 ∶ 50 0 ∶ 01 ∶ 00 0 ∶ 15 ∶ 00

HZME(out) 0 ∶ 00 ∶ 17 0 ∶ 00 ∶ 12 0 ∶ 00 ∶ 50 0 ∶ 01 ∶ 00 0 ∶ 15 ∶ 00

3　 结束语

本文提出了一种基于 Mamba - CorGCN、 HiLo
 

CorAttention 和 DDPG 的交通流预测方法 Mamba -
HiLoGCN。 Mamba - CorGCN 用于提取时空特征。
DDPG 自动适应不同时间步和场景的邻接矩阵以提

高预测精度。 HiLo
 

CorAttention 使该方法能够自适

应地增加对高频和低频特征的关注,提高了方法对

交通流变化的适应性和鲁棒性。 本文使用 HZME
 

(in)、 HZME
 

( out )、 PeMS03、 PeMS04、 PeMS07 和

PeMS08 数据集对 Mamba-CorGCN 的性能进行了实

验评估。 实验结果表明,Mamba-CorGCN 的性能优

于 HA、ARIMA、LSTM、GRU、CNN、DCRNN、GMAN、
T-GCN、 STGCN、 ASTGCN、 STSGCN、 AGCRN、
STGODE、 STCGCN、 Bi - STAT、 ASTMGODE、 ASTTN
和 DDGformer。
　 　 未来,Mamba -HiLoGCN 将扩展到空气质量预

测领域。 通过整合气象数据、污染源分布等多模态

信息,进一步验证 Mamba-HiLoGCN 框架在动态图

结构建模和长短期特征捕捉方面的泛化能力,最终

实现交通流预测与空气质量预测的协同优化,为智

慧城市建设提供统一的时空决策支持平台。
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