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摘　 要:
 

阿尔茨海默病(Alzheimer′s
 

Disease,AD)是一种严重影响全球老年人口健康的退行性疾病。 早期发现可以防止患者

进一步受损,这对治疗阿尔茨海默病至关重要。 在过去的几十年里,已经证明神经影像学可以成为 AD 的关键诊断工具,不同

神经影像学特征融合可以提高诊断性能。 因此,本文提出了一种基于多模态数据的深度学习框架,用于阿尔茨海默病的早期

诊断与分类。 该框架基于结构磁共振成像(Magnetic
 

Resonance
 

Imaging,MRI) 和正电子发射断层扫描(Positron
 

Emission
 

Tomography,PET)图像实现 AD 四分类任务。 模型利用预训练的 VGG19 模型结合冻结策略,从预处理后的 MRI 和 PET 数据

中提取关键特征。 同时,特征融合模块引入 BLOCK 模型,通过超对角张量分解策略表示多模态特征的高阶交互。 在 ADNI
数据集上的实验结果表明,本文框架在 AD 的早期诊断中具有显著优势,准确率达到 92. 5%,精确率为 93. 36%,召回率为

91. 82%, F1 值为 92. 17%。
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Abstract:
 

Alzheimer′s
 

disease
 

(AD)
 

is
 

a
 

degenerative
 

disease
 

that
 

severely
 

affects
 

the
 

health
 

of
 

the
 

elderly
 

population
 

worldwide.
 

Early
 

detection
 

can
 

prevent
 

further
 

damage
 

to
 

the
 

patient,
 

which
 

is
 

crucial
 

for
 

the
 

treatment
 

of
 

Alzheimer′s
 

disease.
 

Over
 

the
 

past
 

decades,
 

it
 

has
 

been
 

demonstrated
 

that
 

neuroimaging
 

can
 

be
 

a
 

key
 

diagnostic
 

tool
 

for
 

AD
 

and
 

that
 

fusion
 

of
 

different
 

neuroimaging
 

features
 

can
 

improve
 

diagnostic
 

performance.
 

Therefore,
 

a
 

deep
 

learning
 

framework
 

based
 

on
 

multi-modal
 

data
 

is
 

proposed
 

for
 

early
 

diagnosis
 

and
 

classification
 

of
 

Alzheimer′s
 

disease.
 

This
 

framework
 

employs
 

structural
 

magnetic
 

resonance
 

imaging
 

(MRI)
 

and
 

positron
 

emission
 

tomography
 

(PET)
 

data
 

to
 

perform
 

four-class
 

classification
 

of
 

AD.
 

The
 

model
 

utilizes
 

a
 

pre-trained
 

VGG19
 

model
 

combined
 

with
 

a
 

freezing
 

strategy
 

to
 

extract
 

key
 

features
 

from
 

preprocessed
 

MRI
 

and
 

PET
 

data.
 

Meanwhile,
 

the
 

feature
 

fusion
 

module
 

introduces
 

the
 

BLOCK
 

model
 

to
 

represent
 

the
 

higher-order
 

interactions
 

of
 

multimodal
 

features
 

through
 

the
 

super-diagonal
 

tensor
 

decomposition
 

strategy.
 

The
 

experimental
 

results
 

on
 

the
 

ADNI
 

dataset
 

show
 

that
 

the
 

proposed
 

framework
 

has
 

significant
 

advantages
 

in
 

the
 

early
 

diagnosis
 

of
 

AD,
 

with
 

an
 

accuracy
 

of
 

92. 5%,
 

a
 

precision
 

of
 

93. 36%,
 

a
 

recall
 

of
 

91. 82%,
 

and
 

an
 

F1
 

value
 

of
 

92. 17%.
Key

 

words:
  

multimodal;
 

deep
 

learning;
 

VGG;
 

Alzheimer′s
 

disease;
 

bilinear
 

model

�哈尔滨工业大学主办 系统开发与应用

作者简介:
 

韦新怡(2000—),女,硕士研究生。 主要研究方向:图像处理,计算机视觉。 Email:1222045802@ njupt. edu. cn。

收稿日期:
 

2024-12-19

0　 引　 言

阿尔茨海默病( AD)是一种常见的神经退行性

疾病,主要表现为记忆丧失、认知功能下降和行为改

变[1] 。 随着全球人口老龄化的加剧,阿尔茨海默病

的患病率逐年上升,给个人健康、家庭和社会带来沉

重负担。 早期诊断和干预被认为是延缓疾病进程的

关键,但目前临床上对该病的诊断仍主要依赖于临

床症状和认知功能评估,缺乏客观的生物标志物和

有效的诊断手段[2] 。
磁共振成像 ( MRI) 和正电子发射断层扫描

(PET)作为神经影像学中的重要工具,已成为阿尔

茨海默病诊断的重要辅助手段。 MRI 能够提供大脑

结构的信息,如脑萎缩的程度,而 PET 能够反映脑



内代谢活性,并可检测淀粉样斑块沉积等生物标志

物[3] 。 结合这两种影像数据,可以更全面地评估阿

尔茨海默病的病理特征,进而提高诊断的准确性和

早期检测的灵敏度[4] 。
近年来,深度学习在医学影像分析领域取得了

显著进展[5] 。 尤其是卷积神经网络( Convolutional
 

Neural
 

Network,
 

CNN)已被广泛应用于脑部影像数

据的自动化分析,如脑组织分割、病变检测和疾病分

类等任务[6] 。
Gunawardena 等[7]在 ADNI 数据集上比较支持

向量机(SVM)和卷积神经网络(CNN)模型,结果表

明 CNN 在阿尔茨海默病医学影像数据处理上效果

更优。 Solano-Rojas 等[8] 基于磁共振成像数据使用

三维 DenseNet 模型检测阿尔茨海默病,并构建了深

度神经网络分类器。 Awang 等[9] 基于预训练的

DenseNet-201 模型,利用 MRI 切片数据诊断阿尔茨

海默病的不同阶段,并通过数据增强方法提升了

DenseNet-201 的准确率。 Yagis 等[10] 提出了一种端

到端的阿尔茨海默病检测方法,通过卷积自编码器

结合监督预测和无监督表征学习,在 OASIS 脑部

MRI 数据集上的实验表明,该方法在准确性上优于

传统分类器。 Venugopalan 等[11] 结合 MRI、遗传数

据和临床数据,采用堆叠去噪自编码器提取临床和

遗传数据特征,使用 3D 卷积神经网络处理影像数

据。 随后将三种特征进行特征拼接,将 AD 患者分

为 AD、MCI 和 NC 三类。
然而,尽管这些方法在某些任务中取得了令人

鼓舞的成果,但仍面临许多挑战,尤其是在多模态数

据融合与小样本学习等方面。 由于医学数据样本通

常较为有限,易导致模型过拟合和泛化能力不足等

问题。 此外,现有方法通常忽略了不同模态之间潜

在的交互信息,而这种信息的有效融合对于提高诊

断性能至关重要。
本文提出了一种基于多模态数据融合的深度学

习框架,旨在提升阿尔茨海默病的早期诊断能力。
具体而言,本文利用 MRI 和 PET 数据,通过特征提

取和融合模块结合深度学习模型,提供了一种新的

多模态诊断思路。 数据预处理模块采用 SPM12 工

具对 MRI 和 PET 数据进行标准化处理;特征提取模

块基于预训练 VGG19 模型并结合冻结策略进行训

练,充分利用预训练模型学到的通用知识;特征融合

模块引入 BLOCK 模型对 MRI 与 PET 数据进行有效

融合,进一步提高了诊断的准确性和鲁棒性。

1　 材料和方法

1. 1　 数据集

本研究使用阿尔茨海默病神经影像学倡议

(Alzheimer’
 

s
 

Disease
 

Neuroimaging
 

Initiative,
 

ADNI)
数据库[12]中的 280 例样本作为实验数据。 每例样

本均包含 MRI 和 PET 影像数据。 数据集按照病理

状态分为 4 个类别:正常对照组( NC)、早期轻度认

知障碍(EMCI)、晚期轻度认知障碍(LMCI)和阿尔

茨海默病( AD)。 本次实验的数据集规格见表 1。
简易精神状态检查(MMSE)是一种常用于评估个体

认知功能的量表。 根据 MMSE 评分的数值大小,可
以有效反映患者的认知水平,通常得分较高者认知

功能正常,而得分较低则提示可能存在认知障碍,得
分显著低于正常值则可能与阿尔茨海默病等神经退

行性疾病相关。
表 1　 数据集统计表

Table
 

1　 Dataset
 

statistics

类别 数量 MMSE 男性数量 女性数量

AD 49 23. 10±1. 91 27 22

NC 65 28. 98±1. 15 43 22

EMCI 117 28. 32±1. 74 59 58

LMCI 53 27. 18±1. 65 33 20

1. 2　 方法

本研究框架包含 4 个模块。 (1)数据预处理模

块:使用 SPM12 工具对 MRI 和 PET 数据进行处理。
(2)特征提取模块:基于预训练 VGG19 模型,并结

合冻结策略进行训练。 ( 3) 特征融合模块:采用

BLOCK 模型对 MRI 与 PET 数据进行融合。 (4)分

类模块:通过正则化和全连接层完成分类分数输出。
框架图如图 1 所示。
1. 2. 1　 数据预处理

在 MRI 和 PET 数据的采集过程中,由于个体差

异和环境因素的影响,图像强度、运动伪影等问题会

对数据的质量产生影响。 此外,直接处理原始的三

维数据不仅计算复杂,且耗时较长。 因此,为了提高

数据处理的效率和质量,本文对数据进行了预处理,
以去除原始数据中的不相关信息,并获得统一大小

和强度的二维切片数据。
MRI 数据预处理流程:
(1)AC-PC 配准:通过对图像进行标准化处理,

使不同受试者的解剖结构对齐。
(2)图像配准:通过将图像配准到大脑标准模板

MNI152 空间中,提高群体研究的准确性和可比性。
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(3)颅骨去除:使用自动化算法去除脑外的颅

骨部分,减少不相关的组织信息干扰,保留脑部区

域,提高后续分析的有效性。
(4)平滑处理:进行图像平滑处理,减少噪声和

伪影,确保图像的细节更加清晰,从而提高特征提取

和分析的可靠性。

(5)强度归一化:采用强度归一化方法对图像

数据进行处理,将图像的灰度值范围统一,消除不同

扫描条件下的强度差异,确保数据在后续处理中的

一致性和可比性。 此外,SPM12 可以将脑组织分割

为灰质、白质和脑脊液。 在本研究中只关注灰质切

片来检测 AD。

横切面、纵切面、冠状切面

数据预处理模块

SPM12

预训练
VGG19

+
冻结策略

特征提取模块

y

特征融合模块

Dbd

图 1　 系统框架图

Fig. 1　 System
 

architecture
 

diagram

　 　 PET 数据预处理流程:
(1)数据校正:时间校正用于调整扫描过程中

因放射性核素衰变导致的信号强度变化,运动校正

通过配准算法矫正患者扫描过程中的位置偏移,降
低运动伪影对图像质量的影响。

(2)图像配准。
(3)强度归一化。
在数据预处理过程中,所有的二维切片经过处

理后统一调整为 224×224 的尺寸。 通过这一预处

理步骤,保证了输入数据的一致性,从而提高了模型

的训练效率和稳定性。 考虑到切片中包含的信息量

不同,选择富有信息的切片对于模型的学习至关重

要。 本文对每个样本从横切面、纵切面和冠状切面

中各选取 20 张高质量的图像,模型的输入特征包含

每个切面的信息。 这种三通道的输入特征不仅可以

更全面地反映大脑的空间结构信息,还能够为模型

提供更多的多维度数据,有助于提高模型对复杂脑

部特征的识别能力。
1. 2. 2　 结合迁移学习与冻结策略的 VGG19 模型

迁移学习是一种将预训练模型应用于新任务,
以加速模型训练并提升性能的方法。 在医学图像处

理领域,迁移学习尤为重要,因为构建一个高性能的

深度学习模型通常需要大量标注数据,而这类数据

在实际应用中往往难以获取[13] 。 通过迁移学习,可
以利用在大规模公开数据集(如 ImageNet)上预训

练得到的模型,在规模较小或类别不平衡的医学数

据集上进行微调,从而显著缩短训练时间并增强模

型的泛化能力。
在迁移学习的应用中,冻结策略常被用于进一

步提升训练效率和模型性能。 该策略通过固定模型

部分层的参数,使其在训练过程中不参与更新。 通

常,这些冻结的层是预训练模型的低层网络,其学习

到的特征较为通用,并能在不同任务中共享。 通过

冻结这些层,既能避免通用特征被过度调整,让模型

专注于训练任务特定的高层特征,又能减少计算负

担。 不仅提升训练效率,还能缓解小样本学习中的

过拟合问题,增强模型的泛化能力。
在模型选择上,VGG19[14] 作为基础架构,原因

在于其在深度学习中应用广泛和性能优异。 与

Inception-Net、Xception-Net、ResNet 等其他网络架构

相比,VGG19 拥有 1. 38 亿参数,具备强大的特征提

取能力,适配复杂的医学图像任务。 可对 MRI 和

PET 切片数据进行关键特征提取并分类。 VGG-19
包含 19 层网络深度,涵盖卷积层、池化层和全连接

层。 其设计理念是通过使用小的卷积核(3×3)和多

层堆叠的卷积层来加深网络的层次结构,从而增加

模型的非线性表达能力。
VGG19 通常采用最大池化策略。 在 2×2 的池

化中,池化操作可表示为:
I′i,j = max I∗

2i -1,2j -1,I∗
2i -1,2j,I∗

2i,2j -1,I∗
2i,2j( ) (1)

　 　 其中, i和 j为特征图中位置;I′是池化后的输出

特征图;I∗ 表示卷积后的输出特征。
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ReLU 激活函数是 VGG19 中常用的非线性激活

函数,数学表达式为:

ReLU =
0,

 

if
 

v < 0
x,

 

if
 

x ≥ 0{ (2)

　 　 本研究中使用的 VGG-19 模型采用了 ImageNet
数据库的预训练权重,并基于迁移学习进行训练。

在训练过程中,通过迁移学习方法,冻结了模型中的

block1、block3、block5 层的权重,以加速训练过程并

提高模型在目标任务上的性能。 此外,在进行单模

态 AD 预测时,还需要冻结部分全连接层的权重并

添加新的全连接层和 Softmax 层以进行 4 分类,网络

结构如图 2 所示。
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图 2　 VGG 框架图

Fig. 2　 VGG
 

architecture
 

diagram

1. 2. 3　 双线性超对角融合模型 BLOCK
BLOCK 模型最早用于视觉问答和视觉关系检

测领域[15] 。 该模型结合双线性映射与超对角矩阵

结构强化两种模态之间的交互作用。
双线性映射可融合视觉特征与语言特征,使得

模型能够捕捉两种模态之间更为细致和丰富的交互

信息。 具体而言, 双线性模型将两个向量通过张量

积 T 将两个输入向量投影到 K 维空间中去,计算公

式为:

y =x1TxT
2 ,

 

T ∈Rdim(x1) ×dim(x2) ×K (3)
　 　 其中, x1 和 x2 为输入向量;T 为投影矩阵;y 为

输出结果。
然而,直接使用双线性映射可能会导致模型参

数数量急剧增加,特别是在处理大规模数据时。 因

此,BLOCK 模型引入了块项分解策略来表示双线性

映射。 如图 3 所示,块项分解通过将张量积分解为

多个较小的矩阵或向量,从而有效减少了计算复杂

度和模型参数数量。 这一策略不仅降低了模型的训

练和推理成本,还能提升其在大规模数据集上的泛

化能力和计算效率。 具体而言, T 在秩(L,
 

M,
 

N)
项中的分解定义为:

T ∶= ∑
R

r = 1
Dr ×Ar ×Br ×Cr (4)

　 　 其中, T被分解为R个较小的矩阵;Dr 是一个大

小为 L × M × N的块 - 超对角张量;Ar、Br 和Cr 分别

是大小为 I × L、J × M和 K × N的矩阵。 更简洁的表

达方式为:
T =Dbd × A × B × C (5)

　 　 然后通过矩阵分解将输入特征 x1 和x2 分别通

过映射矩阵 A 和 B 进行投影,得到x′
1 = Ax1,x′

2 = B
x2。 然后将这两个投影与块 - 超对角张量融合,得
到zr。

zr =Dr × x′
1r ×x′

2r (6)
　 　 最后将 R 个zr 合并得到 z,最后的预测向量是

y = Cz。 通过这种块项分解方法,BLOCK 模型有效

减少了模型的参数数量和计算复杂度,同时保留了

双线性映射中关键的交互信息。

A
A1

AR

B
B1 BR

CRDRC1
D1

C
Dbd

图 3　 块项分解技术

Fig. 3　 Block
 

decomposition
 

technique
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2　 实验与分析

2. 1　 评价指标

为 评 估 本 文 方 法 的 有 效 性, 采 用 准 确 率

(Accuracy)、精确率(Precision)、召回率(Recall)和 F1
值作为评价指标。

Accuracy = TP + TN
TP + TN + FP + FN

(7)

Precision = TP
TP + FP

(8)

Recall = TP
TP + FN

(9)

F1 = 2 × TP
2TP + FP + FN

(10)

　 　 其中,TP 为正确预测的正类样本;FP 为负类样

本错误预测为正类样本;FN 为正类样本错误预测为

负类样本;TN 为正确预测为负类样本。
为进一步评估模型在不同类别上的表现,本文

引入了宏平均指标,即对每个类别的精度、召回率和

F1 值分别计算,取其平均值。 这种方法能够综合反

映模型在各类别上的整体表现,尤其适用于类别不

平衡场景,可避免模型评价偏向大类的问题。
2. 2　 实验环境与参数设置

本研究模型基于 PyTorch
 

2. 0. 1 实现,所有实验

均在
 

Windows
 

11
 

操作系统上运行,硬件环境包括
 

NVIDIA
 

GeForce
 

RTX
 

3060
 

Ti
 

GPU、Intel ( R)
 

Core
(TM)

 

i5-13400F
 

处理器以及 16
 

GB 内存。 模型优

化使用了 Adam 优化器,单模态单次训练的数据批

量大小为 32,多模态单次训练的批次大小为 16,初
始学习率设置为 1e-4,实验训练次数为 100。 为动

态调整学习率,采用了基于
 

Lambda
 

函数的学习率

调度器( LambdaLR),该调度器根据训练轮数以
 

0.
95

 

的衰减系数逐步减少学习率,从而帮助模型在训

练过程中更好地收敛。
2. 3　 实验结果

在模型训练过程中,随机选取数据集的 70%作

为训练集,其余部分按验证集和测试集各占 15%的

比例进行划分,用于模型性能的验证与评估。 为全

面评估本文提出的多模态方法的有效性,并与单模

态方法进行对比,表 2 总结了不同模态下模型的性

能指标。 本研究分别基于 PET、 MRI 以及多模态

PET+MRI 数据开展实验,计算了准确率、宏精确率、
宏召回率和宏 F1 值。 结果显示,多模态方法(PET+
MRI)在各项指标上表现最佳,准确率为 0. 925

 

0,宏
平均精度为 0. 933

 

6,宏平均召回率为 0. 918
 

2,宏平

均 F1 值达到了 0. 921
 

7。 其次是 PET 数据,模型的

表现也较为优秀。 相比之下,MRI 单模态数据的性

能稍逊于 PET。 以上结果表明,多模态方法通过有

效融合不同模态的数据优势,显著提升了阿尔茨海

默病早期诊断的准确性和鲁棒性。
表 2　 不同模态及其融合模型的性能比较

Table
 

2　 Performance
 

comparison
 

of
 

different
 

modalities
 

and
 

multi-
modal

  

fusion
 

models

模态 准确率 宏精确率 宏召回率 宏 F1 值

PET 0. 904
 

8 0. 904
 

6 0. 918
 

0 0. 905
 

0

MRI 0. 857
 

1 0. 843
 

0 0. 860
 

4 0. 850
 

4

PET+MRI 0. 925
 

0 0. 933
 

6 0. 918
 

2 0. 921
 

7

　 　 通过混淆矩阵(见图 4 和图 5),可以直观地观

察到模型在不同类别之间的区分能力。 具体而言,
混淆矩阵提供了模型在各类别上的真阳性、假阳性、
真阴性和假阴性的详细信息。 此外,通过矩阵可视

化,能够直观地呈现模型在各个类别之间的预测分

布情况。 这种可视化方式有助于深入分析模型在不

同类别上的分类表现,揭示其在区分各类样本时的

优劣势。 如图 4( a)所示,模型在区分 NC 和 EMCI
时存在一定的混淆。

真
实

标
签

真
实

标
签

A
D

N
C

LM
CI

EM
CI

A
D

N
C

LM
CI

EM
CI

EMCI LMCI NC AD EMCI LMCI NC AD

800

700

600

500

400

300

200

100

0

250

200

150

100

50

0

预测标签
（a）

预测标签
（b）

图 4　 基于单模态数据的混淆矩阵

Fig. 4　 Confusion
 

matrix
 

based
 

on
 

single-modal
 

data
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混淆矩阵
A
D
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CI
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CI
真

实
标

签
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预测标签

225
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175

150
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100
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图 5　 基于多模态数据的混淆矩阵

Fig. 5　 Confusion
 

matrix
 

based
 

on
 

multi-modal
 

data

　 　 为验证本文方法的有效性,将本文方法与在

ADNI 数据集上进行的 5 种现有方法进行对比。
Ahmed 等[16] 从 MRI 中提取局部影像生物标志物,
采用多核学习方法以识别 AD 患者。 Glozman 等[17]

主要分析海马体和脑室中组织退化引起的细微形状

变化来对 AD 进行分类。 Chen 等[18] 提出一种基于

注意力机制的多模态融合网络,首先通过 CNN 提取

MRI、PET 和临床数据的特征,然后通过通道注意力

和空间注意力机制进行数据融合。 Kong 等[19] 通过

将 PET 图像与其相对应的 MRI 图像配准,生成融合

影像,然后利用 3D
 

CNN 网络进行 AD 分类分析。
Song 等[20]首先对 PET 和 MRI 进行预处理,然后提

出一种简单的三维卷积神经网络,用于快速评估影

像融合方法的效果。 对比结果见表 3,本文方法在

性能上优于单模态方法,且在多模态 AD 分类任务

中也优于现有的相关方法。
表 3　 与现有相关方法比较

Table
 

3　 Comparison
 

with
 

existing
 

methods

模型 模态 准确率 / % 类别

多核学习[16] MRI 90. 20 AD,
 

NC

统计学习[17] MRI 83. 50 AD,
 

MCI,
 

NC

注意力机制

融合网络[18]

MRI+PET+

临床数据
81. 10 AD,

 

MCI,
 

NC

3D
 

CNN[19] MRI+PET 87. 67 AD,
 

MCI,
 

NC

3D
 

Simple
 

CNN[20] MRI+PET 74. 54 AD,
 

NC,
 

MCI

本文方法 MRI+PET 92. 50 AD,
 

NC,
 

LMCI,
 

EMCI

3　 可视化研究

计算机辅助诊断在促进临床应用中具有显著潜

力。 AD 的诊断通常依赖于分析大脑的结构变化,
如识别异常萎缩区域等。 本文提出的方法作为一种

有效的辅助诊断工具,可自动定位 MRI 图像中的潜

在病理区域,为医生提供参考,以识别病变位置。 为

更好地解释模型的决策逻辑,本文对模型学习的特

征进行了研究,并直观展示了其关注的关键区域。
通过采用 Grad-CAM[21] 技术生成热力图,可以揭示

卷积层特征激活所对应的重点区域。 这些热力图不

仅揭示了模型关注的图像部分,还有助于理解模型

进行分类的依据,如图 6 所示,不同阶段的热力图关

注的区域各不相同。 对于 AD 患者,模型在冠状切

面上更关注大脑上部区域;而对于 NC,模型则聚焦

于大脑中央区域。 此外,如图 6(a)、(b)所示,不同

轻度认知障碍阶段的关注区域亦存在显著差异。

（a）EMCI （b）LMCI

（c）AD （d）NC

图 6　 使用 Grad-CAM 的 AD 可视化结果

Fig. 6　 AD
 

visualization
 

results
 

using
 

Grad-CAM

4　 结束语

本文提出了一种基于迁移学习方法与双线性模

型相结合的阿尔茨海默病诊断模型。 该模型通过结

合预训练模型与冻结策略,成功缓解了小样本数据

在深度学习应用中的挑战,显著提高了模型在有限

数据条件下的泛化能力。 在多模态数据的处理上,
本文引入了双线性模型用于高效融合 MRI 与 PET
影像数据,能够最大程度地提取两种模态之间的深

层特征交互关系。 为进一步提升模型的表示能力,
本文采用了超对角张量分解策略,对多模态数据的

高阶交互进行建模,从而在保持数据复杂性表达的

同时有效降低了计算复杂度和模型参数规模。 此

外,为了确保影像数据的质量和一致性,本文使用了

SPM12 工具对原始影像数据进行了标准化预处理。
该步骤为后续模型训练提供了高质量的输入数据,
有助于提高模型的稳定性和可靠性。 综上所述,本
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文提出的基于迁移学习与双线性模型的 AD 诊断框

架,不仅有效解决了小样本数据和多模态数据融合

问题,还在提高诊断精度和降低计算负担方面展现

了显著的优势。 未来工作可考虑进一步优化特征选

择和模型细节,以推动该方法在临床实践中的应用。
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