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摘　 要:
 

小样本行为识别(Few-Shot
 

Action
 

Recognition,
 

FSAR)旨在利用少量标签样本识别新的行为类别。 鉴于视觉语言预

训练模型在下游任务中的成功应用,多模态 FSAR 算法备受瞩目。 然而,复杂的网络结构会导致模型参数量和计算量大幅增

加。 针对上述问题,本文提出一种基于视觉-文本自适应提示的多模态小样本视频行为识别方法。 具体来说,该方法以对比

语言-图像预训练(Contrastive
 

Language-Image
 

Pre-training,
 

CLIP)模型为基础,固定其编码器内部参数,在文本模块和视觉模

块中分别引入自适应提示变量,以优化多模态对比学习目标。 此外,通过在图像编码器中整合可学习的轻量级适配器实现时

间自适应,从而对行为的时序关系进行建模。 最后,通过时序 Transformer 进一步强化视觉与文本特征的匹配过程,实现有效

的小样本行为识别。 在 SSv2、HMDB51 和 Kinetics 三个数据集上开展实验,验证了该模型在小样本行为识别领域的有效性。
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Abstract:
 

Few-Shot
 

Action
 

Recognition
 

( FSAR)
 

aims
 

to
 

recognize
 

new
 

action
 

categories
 

with
 

a
 

limited
 

number
 

of
 

labeled
 

samples.
 

Given
 

the
 

successful
 

application
 

of
 

visual
 

language
 

pre-trained
 

foundation
 

models
 

in
 

various
 

downstream
 

tasks,
 

multimodal
 

FSAR
 

algorithms
 

have
 

attracted
 

much
 

attention.
 

However,
 

complex
 

network
 

structures
 

lead
 

to
 

a
 

significant
 

increase
 

in
 

model
 

parameters
 

and
 

computational
 

complexity.
 

To
 

address
 

these
 

issues,
 

this
 

paper
 

presents
 

a
 

multimodal
 

few-shot
 

action
 

recognition
 

method
 

based
 

on
 

adaptive
 

visual-text
 

prompts
 

using
 

the
 

contrastive
 

language-image
 

pre-training
 

(CLIP)
 

model.
 

Specifically,
 

the
 

proposed
 

model
 

freezes
 

the
 

internal
 

parameters
 

of
 

the
 

original
 

visual
 

and
 

text
 

encoders
 

in
 

the
 

CLIP
 

model,
 

and
 

introduces
 

adaptive
 

prompt
 

variables
 

to
 

optimize
 

the
 

multimodal
 

contrastive
 

learning
 

objective.
 

In
 

addition,
 

to
 

model
 

the
 

temporal
 

relationship
 

between
 

action
 

frames,
 

learnable
 

lightweight
 

adapters
 

are
 

integrated
 

into
 

the
 

visual
 

encoder
 

for
 

temporal
 

adaptation.
 

Finally,
 

the
 

temporal
 

Transformer
 

further
 

strengthens
 

the
 

feature
 

matching
 

process
 

between
 

vision
 

and
 

text.
 

Experiments
 

on
 

three
 

challenging
 

datasets,
 

SSv2,
 

HMDB51,
 

and
 

Kinetics,
 

demonstrate
 

the
 

effectiveness
 

of
 

our
 

proposed
 

FSAR
 

method.
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0　 引　 言

视频动作识别是视频理解研究领域中一项基础

且关键的任务,旨在从连续的视频图像中对人类或

其他主体的行为进行分类。 近年来,深度学习技术

极大地推动了众多领域的发展[1-2] ,其中传统视频行

为识别方法的成功很大程度上依赖大规模标注数据

的支持,但这类数据的获取与标注需耗费大量人力物

力。 小样本动作识别( Few-Shot
 

Action
 

Recognition,
 

FSAR)为解决上述难题提供了新的思路[2-4] 。
在小样本行为识别研究中,主流方法多采用基

于度量的元学习范式,该类方法[5-7] 通过学习输入

动作的视觉特征空间,根据不同动作特征的区分度,
选择适当的度量标准进行数据预测。 然而,基于度



量学习的方法主要依赖单一的视觉信息,单一视觉

表征的学习效率不尽人意。 近年来,大规模视觉-
语言预训练基础模型在多种下游任务中展现出优异

的泛化能力。 以 CLIP [2]为例,该类模型利用海量且

广泛的互联网数据,为下游任务提供具备泛化能力

的鲁棒视觉表示,降低了不同任务适配过程中的训

练成本。 在当前研究背景下,直接利用文本-视频

对数据进行预训练的成本相对较高,这不仅涉及大

规模视频标注数据的收集与处理,还需要大量计算

资源进行模型训练。 因此,探索有效的知识迁移策

略,将已有的图像-文本预训练模型应用于小样本

视频行为识别任务,成为了一个切实可行的解决

方案。
在小样本学习场景中,采用“预训练+微调”方

式大量微调参数时,模型很容易出现过拟合现象,甚
至陷入因大量参数更新导致的灾难性遗忘困境。 在

自然语言处理( Natural
 

Language
 

Processing,
 

NLP)
领域首次成功实施参数高效微调之后,许多研究者

受到启发,开始探索在保持大型多模态预训练基础

模型主体结构不变的同时,仅对一小部分额外参数

进行微调,以达到适应特定下游任务的效果。 当前

预训练大模型大多数以图像为中心,面对视频处理

任务时,AIM[8]和 Vita-CLIP [9] 研究将少量可训练参

数整合到大型基础模型中,这些方法已被证明能有

效捕捉视频中的时间信息。
基于上述观察,为解决小样本学习范式中大模

型微调时大量参数带来的计算压力和过拟合困境,
并缓解由单一模态数据泛化能力不足的问题。 本文

提出了一种新颖而有效的多模态提示自适应框架,
该框架依托于图像-文本对比模型 CLIP,借助语义-
视觉微调技术优化模型在小样本行为识别领域的表

现,并且通过整合视觉信息与文本数据来提高模型

的泛化能力和学习效率,并引入自适应提示模块来

优化视频和文本的联合表示,对单模态信息进行有

效补充。 大量实验证明了该模型的有效性,在三个

广泛使用的视频行为识别相关数据集上获得了识别

精度的提升,同时有效减少了训练参数。

1　 相关工作

1. 1　 小样本学习

在小样本学习场景中,通常利用元学习技术来

提升模型性能,让机器在训练样本有限的情况下,通
过“学会学习”快速适应并认识新的类别[10] 。 当前

大多数方法可分为:基于度量的方法、基于增强的方

法和基于优化的方法。 基于度量的方法是利用嵌入

模块和度量模块来开发一个共同的特征嵌入空间,
根据多种相似性度量计算未标记样本与已知类别之

间的距离。 文献[6]设计的原型网络和文献[11]提

出的匹配网络分别采用欧几里得距离[12] 和余弦距

离[13]来获得分类结果。 基于增强的技术用于直接

扩大样本规模,以缓解小样本学习中数据匮乏所带

来的数据压力。 2019 年,文献[14]使用对抗训练生

成额外的图像样本,作为缓解数据稀缺问题的解决

方案。 基于优化的方法侧重于学习参数优化策略或

寻求更优的模型初始状态,MAML[15] 、Reptile[16] 均

为此类方法的典型代表,这使得模型在数据量稀缺

的情况下也能够快速泛化到新任务。
1. 2　 小样本行为识别

小样本行为识别的核心在于小样本学习,同时

也是小样本图像识别的扩展。
 

FSAR 的最新进展可

以分为两大类:单模态方法和多模态方法。
单模态方法:众多针对 FSAR 的单模态方法聚

焦于挖掘强有力的特征表示。 文献[7]提出的有序

时间对齐网络,使用动态规划和设计时序对齐模块,
对齐查询视频样本与支持集视频样本。 此外,有些

研究者认为单个原型并不能良好地表示视频动作的

复杂性,文献[17]建议使用一种复合原型来比较视

频 样 本 相 似 度。 文 献 [ 5 ] 则 利 用 Cross-
Transformer[18]突出查询序列对应的类别原型,并通

过大量不同数量帧的元组对视频进行匹配。
多模态方法:当前的多模态技术通常结合额外

的模态以提高分类准确性,如运动[19] 、深度[20] 和文

本[21] 。 如文献[20]通过利用深度信息增强视觉特

征,以实现高效分类。 近来,视觉-语言预训练基础

模型在各种下游任务中显示出惊人的潜力,文献

[21]引入 CLIP 来编码语义和视觉特征,计算两种

模态的原型表示并通过加权平均将其融合以增强类

别原型学习。 此外, CLIP-FSAR[22] 通过采用 CLIP
预训练和图像-文本对比学习目标以匹配查询样

本,在小样本行为识别中取得了令人鼓舞的进展。
1. 3　 参数高效微调

在 自 然 语 言 处 理 领 域, 参 数 高 效 微 调

(Parameter-Efficient
 

Fine-Tuning,PEFT)策略已被验

证,在减少迁移学习过程中,该方法可减少训练参数

数量的同时,还能维持预训练模型的可靠性能。 目

前,在计算机视觉领域存在两大类 PEFT 模型:基于

适配器( adapter) 和基于提示( prompting) 的模型。
提示是指利用输入指令来引导模型产生期望的输
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出[23] ,该方法通过在模型输入端嵌入少量可训练的

标记,为预训练模型适应下游任务提供了一种高效

手段。 文献[9] 为视频任务设计了多层次提示架

构,并在多个数据集上取得了令人印象深刻的结果。
基于适配器的方法通常涉及在网络层间插入轻量级

模块,仅在训练过程中更新这些模块。 例如 ST-
Adapter[24] ,引入轻量级适配器,提高了原始模型的

可迁移性。 本文延续参数高效微调的思想,
 

将适配

器和连续提示相结合以适应于高效的视频理解任

务,仅对自由变量进行更新参数,习得差异化知识,
使模型在推理过程中能准确预测结果。

2　 本文方法

2. 1　 问题设置

小样本行为识别的目的是学习一个泛化性能好

的模型,对于未见过的新类别,该模型仅使用稀缺标

注数据就能够精确地对行为类别进行识别。 在小样

本学习设定中存在两个部分:一部分是用于训练的

基础数据集 Dbase = {(vi,yi),yi ∈ Cbase}; 另一个是

用于测试的新颖数据集 Dnovel = {(vi,yi),yi ∈
Cnovel}。 Dbase 与 Dnovel 的行为类别种类不存在相同的

类别,即 Cbase ∩ Cnovel = ∅。 通常基于元学习的少样

本行为识别任务采取以子任务为单位进行情景训

练,每个子任务遵循 N-way、K-shot 范式。 在训练阶

段,在基础训练集中随机选择 N 个类别,再从每个

类别数据中抽取 K 个样本来构成用于模型训练的

支持集 S = { s1,s2,…,sN×K},同时从N类的剩余样本

中抽取一部分样本作为用于模型预测的查询集 Q =
{q1,q2,…,qi}。 小样本行为识别的核心任务是在

支持集中的N个已知类别中准确地将查询集中的样

本分类。
2. 2　 模型框架

本文的目标是将基于视觉-语义模型有效迁移

到视频域中,并应用于小样本的行为识别,以大规模

预训练图像-文本对比学习模型为基础,开发自适

应文本-视觉提示模型。 框架如图 1 所示。

图 1　 自适应多模态提示的少样本视频行为识别框架

Fig.
 

1　 Adaptive
 

Multimodal
 

Prompting
 

for
 

Few-Shot
 

Video
 

Action
 

Recognition

　 　 首先从支持集和查询集通过改制过的 CLIP 视

觉编码器提取空间特征,同时使用文本编码器提取

支持样本标签与自适应文本提示变量混合的语义特

征;接着通过语义特征与视觉特征进行度量学习,拉
近相同类别特征的度量空间;最后,视觉特征通过模

态融合学习与时序增强模块以产生契合支持集的信

息原型,进而与查询样本匹配,获得预测类别。
设定一个普通场景,其中 N = 3,K = 2。 首先要

对输入的视频数据集进行稀疏帧采样[25] 以减少数

据冗余信息,达到减轻模型运算量的目的。 在训练

子任务中,支持集表示为 S = { s1,…,si,…,s3×2}, 其

中 si = { s1
i ,…,sti,…,sTi }, 同时查询集表示为 q =

{q1,…,qt,…,qT}, 这里的 T 表示稀疏采样的帧数,
t 表示视频帧的时间索引。 对于视频-文本对 (v,
y), 将视频帧输入视频编码器 Φvideo 中,对应的文本

输入到文本编码器 Φtext 中,分别得到支持集与查询

样本的视觉特征 FV 与 FText, 为了在两种模态共同

映射的特征空间中拉近双方距离,本文模拟原始对

比学习的训练目标,最大化两种特征的相似性。
2. 3　 特征编码器

2. 3. 1　 文本特征编码器

本文使用预训练的 CLIP 文本编码器 ( 12 层

Transformer 网络结构)对视频的语义信息生成自适

应表达。 具体如图 2 右侧所示,标签文本首先被转
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化为可被 Transformer 编码器处理的词序列,接着在

文本标记前后各添加一系列连续随机向量,也就是

视频自适应提示向量。
　 　 这一系列提示向量完全由可学习自由参数组

成,在训练过程中冻结文本编码器的权重,仅更新标

签前后的提示向量,并通过反向传播梯度来持续优

化文本周围的提示向量,使其能自适应学习视频样

本相关的语义编码。 这些可学习的向量构建的辅助

信息,包含视频分类所需的空间时序信息。 在视

频-文本对 (v,y) 中, yt 是动作标签 y 的文本格式,
如 yt = ″Pouring

 

something
 

into
 

something″。 使用

CLIP 文本分词器生成分词后的文本序列:
FText

c = Φtext(v1,…,Tokenizer(yt),…,vk) (1)
其中, vi ∈ ℝ D 代表第 i个提示向量,由 16 个可

学习的参数组成, D 为向量维度。 采用冻结的 CLIP
文本编码器 Φtext 获取 FText

c , 即第 C 个动作类别的语

义特征。
2. 3. 2　 视觉特征编码器

本文采用 CLIP 中的 ViT(Vision
 

Transformer)架
构[26]作为视觉特征编码器,并在该架构中补充了时

空提示适应模块,以实现参数高效微调的迁移学习,
使模型具备多模态学习能力。 如图 2 左侧所示,对
于预训练编码器采取部分冻结参数的操作,同时保

持时空自适应模块的参数更新,弥补了将缺失时间

维度的图像预处理模型直接用于视频域的缺陷,从
而增强模型对视频动作的识别能力。

Pouringsomething
intosomething

图 2　 视觉-语义特征编码器

Fig.
 

2　 Visual-Semantic
 

Feature
 

Encoder

　 　 在视频帧采样后, 支持样本表示为 si ∈
ℝ T×H×W×3, 其中单个的待查询视频可以表示为 q ∈
ℝ T×H×W×3。 这里的 H 和 W 分别代表视频帧的高度

和宽度,输入的通道数为 3。 本文遵循 CLIP 图像编

码器的处理方法,首先,一个视频样本抽取的帧依据

ViT 对图像的划分要求将其分割成 N = H × W
P2 个大

小为 P × P 的图像块。 将这些图像块展平并将其投

影到一系列块令牌 Z t = [z1,…zn,…,zN],xn ∈
ℝ 3×P×P, 其中 t ∈ {1,2,…T}。 这些块令牌随后被

转化为 D 维度的序列嵌入。 然后通过逐元素相加

的方式将位置信息嵌入加强到块序列中,并与一个

可训练的类别令牌连接,该训练令牌由与图像令牌

维度一致的自由变量构成,有助于解决自适应视频

学习中由于参数冻结而丢失信息的问题。 随后将 N
+ 1 个令牌送入 Transformer 块结构中。 为促进帧级

时序学习,图像序列经参数高效微调策略改造过后

的 Transformer 块,即图 3 中改造后的 B l 块, l ∈ {1,
2,…,L}, 经视觉编码器处理后的每一帧表示为

{e(1) ,e(2) ,…,e(T) } ∈ ℝ T×D, 最终获得具有时序信

息的 C 类别样本视频特征 FV
c ∈ RT×D, 对视频编码

器内部结构的修改详情可见 2. 4 节。

N

N级取平均 N级取平均

图 3　 时空提示适应器

Fig.
 

3　 Spatiotemporal
 

Prompt
 

Adapter

2. 4　 时空提示适应器

为引导模型高效学习视频样本的时空表征,如
图 3 所示,2. 3 节叙述的自适应时间视觉提示信息

被策略性地合并在每个 Transformer 层的输入空间,
即每一层都包含可学习的视觉变量,其表示为 PTemp

∈ ℝ L×T×D,其中 L 是 CLIP 模型中 Transformer 的层

数,将可学习的提示的集合 PTemp = {pl ∈ ℝ T×D | l =
0,…,L - 1} 作为输入,其中 t ∈ {1,2,…,T}。 第 t
帧的嵌入与对应的时间提示连接方式如下式:

p􀮨( t)
l = p( t)

l + 1
N + 1∑

N+1

j = 1
( z( t)

l -1) j (2)

231 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



式中 ( z( t)
i -1) j 代表特征维度上第 j 维元素。

　 　 如图 3 所示,该过程进入多头注意力机制,该机

制利用所有时间提示来捕获视频内的全局时空依赖

性。 在第 l 块的操作被表达为:

p̂l = MHA(LN(p~ l)) (3)

　 　 其中, p̂l = [p~ (1)
l ,􀭹p(2)

l ,…,p~ (T)
l ]; MHA 表示从

CLIP 导出并冻结参数的注意力模块;LN 表示归一

化层,最后学习的时间提示与帧嵌入连接,紧接着将

送入调制后的 Transformer 块中。
为进一步强化视频时序信息,在冻结参数的

Transformer 块中嵌入可学习的时空自适应器,该适

应器主要由 3D 卷积模块构成,具体地说,适配器模

块由一个下投影线性层、一个非线性激活函数、一个

上投影线性层和一个残差连接组成。 给定第 l 层的

特征表示 S( l) , 其中 S( l) = [zl -1,pl] ∈ ℝ T×(N+1) ×D,
适配器模块的输出可以写为:

S( l +1) = S( l) + Adapter(S( l) ) (4)
Adapter(S( l) ) = fup(Conv3D( fdown(S( l) ))) (5)

　 　 其中, fdown 为下投影层; fup 为上投影层;Conv3D
表示三维卷积函数。

在网络学习视觉分支时,只微调适配器模块的

参数以提高模型效率。 最终,得到视觉特征 FV ∈
ℝ T×D, 支持集特征 FV

s 和查询特征 FV
q 。

2. 5　 多模态时序增强模块

对于支持集,给定一个视觉基础原型 PV ∈ ℝ T×D,
和对应的文本标签特征FText ∈ ℝ 1×D,应用交叉注意力

机制获得多模态原型特征 PVT, 具体来说,查询-键值

三元组 qVT、kVT、vVT, 按如下方式获得:
qVT = PV + Repeat(FText) (6)

　 　 其中,Repeat 表示将 FText 特征复制 T 次以匹配

PV 的形状。
kVT = vVT = Concat(PV,FText) (7)

　 　 利用 Transformer 融合视频-文本多模态信息

PVT = Transformer(qVT,kVT,vVT) (8)
　 　 由于查询集中没有额外的文本信息,设置 kVT

Q =
vVT
Q = qVT

Q = FV
Q, 并使用与支持集共享权重的网络来学

习查询样本的增强特征以提高模型效率。 经时序增

强模块后可获得包含语义信息的 PVT, 查询集由于其

未知类别的特性进行时序增强获得特征 FV
Q
′。

2. 6　 损失函数

为弥合 CLIP 和小样本视频任务之间的任务差

异,采用正样本对和负样本对的对比学习方式,将视

频样本与其对应的类别语义文本构建为正样本对,

视频-文本对比学习的优化目标为最大化匹配视频

特征与对应文本特征之间的余弦相似度。 视频-文
本跨模态匹配概率定义如下:

pVt
(y = c| v = si)

=
exp(sim(TAP(FV

si
),FText

c ) / τ)

∑
N

j = 1
exp(sim(TAP(FV

si
),FText

j ) / τ)

(9)
其中,sim(·,·)表示余弦相似度函数;TAP 指的

是时间平均池化; τ 表示可学习因子。
随后通过预测值和实际标签之间的交叉熵损失

v2t 来优化目标函数。 接着根据文献[7]的度量标

准,通过时间度量模块 获得支持-查询距离。 将

查询样本匹配到相应的类别原型获得标准交叉熵损

失 q2s, 支持-查询样本距离计算公式如下:
 

Ds,q = (PVT,F′
Q) (10)

　 　 其中, pVT 为经跨模态对比学习校准后的特征

分布,F′
Q 代表查询样本时序特征。

综上,本文所提方法的联合总损失函数为视觉-
文本对比损失与原型匹配判别损失的加权组合:

total = λ v2t + q2s (11)
　 　 其中, λ 为损失平衡超参数,用于动态权衡跨

模态对比学习与原型判别学习两项优化目标的训练

权重,避免单一损失主导模型更新过程。

3　 实验与评估

3. 1　 数据集

本文实验采用小样本行为识别领域广泛使用的

三个公开基准数据集: Something-Something
 

v2[27]

(SSv2)、HMDB51[28] 和 Kinetics[
 

1
 

] 。 这三类数据集

均广泛应用于视频理解、动作识别等任务,但 SSv2
数据集中包含不同时长的视频,有利于研究视频中

的时序信息。 在小样本数据集制备方面, 由于

HMDB51 由 51 个动作类组成,即挑选其 51 个类别,
每个类别包含 100 个视频,按照 31、10、10 个互不重

叠的动作类别依次划定训练集、验证集和测试集。
从 SSv2 和 Kinetics 数据集中选取 100 个类,同样每

个类也包含 100 个视频,将这两个数据集按照 64、
12 和 24 个动作类别进行划分。 以上 3 种数据集的

划分均依据于文献[7]中提出的分割方法。
3. 2　 实验细节

本研究构建了面向小样本行为识别的实验框

架,视觉编码器主干采用在 4 亿对网络图像-文本

对上完成预训练的 ViT-B / 16 模型。 数据预处理流

程与文献[25]保持一致,从每个视频素材中均匀切

331第 8 期 夏青,
 

等:
  

基于视觉-文本自适应提示的小样本行为识别



分 8 个片段,并通过随机抽样的方式从每个片段中

抽取一帧作为当前时刻的视觉数据。 为进一步处理

这些帧,对其进行随机裁剪以生成 224×224 图像区

域,在模型元训练阶段,使用 Adam 优化器优化模

型,初始学习率为
 

0. 000
 

05,平衡因子最初设置为

1。 为保证模型性能的同时减少计算资源的消耗,混
合精度训练贯穿整个学习过程。 本文方法在训练和

测试过程中均在 PyTorch 框架中实现,并配备一张

NVIDIA
 

RTX
 

A6000
 

显卡,显存大小为 48
 

GB。
3. 3　 评估标准

本研究在公开的小样本数据集上开展对比实

验,该实验在当下两种主流评估方案“5-way
 

1-shot”
与“5way,5-shot”中进行。 该设置中,从数据集中随

机选取 5 个不同的类别,每个类别仅使用 1 个样本

作为支持样本,并随机抽取 1 个样本构成查询样本,
用以辅助查询集预测正确类别。 其中每个 episode
由这样随机抽取的支持集和查询集组合而成。 类似

地,“5-way,5-shot”同样选取 5 个类别,每个类别使

用 5 个样本来形成支持集。 一个 episode 由随机抽

取的支持集和查询集组成,在推理阶段,本文通过计

算 10
 

000 轮次后的平均分类准确率来评估模型的

识别性能。 同时,使用参数量( Parameters) 来衡量

模型参数的内存占用情况。
3. 4　 实验结果分析

为验证本文所提方法的有效性,表 1 展现了本

方法在 3 个经典视频行为识别数据集上的结果,本
文方法在 Kinetics 和 SSv2-small 数据集上实现了领

先性能。 在 SSv2-small 数据集上, 相较于 CLIP-
FSAR 方法,1-shot 设置下准确率提升了 2. 4 个百分

点,5-shot 设置下提升了 3. 2 个百分点,在 Kinetics
数据集上,1-shot 设置下准确率提升 1 个百分点,5-
shot 设置下准确率提升 0. 7 个百分点。 此外,提出

的方法在 HMDB51 数据集的单样本任务中也获得

了 0. 1 个百分点的增益。 本文对 SSv2-small 数据集

在 5-way,1-shot 实验设定中,与其他全微调方法进

行了可训练参数量对比,CLIP-FSAR 方法的参数量

为 90. 99
 

M,而本文方法仅用 24. 9
 

M 的参数对模型

进行微调,结果带来 2. 4 个百分点的提升。 总的来

说,本文方法有效地减少了模型训练过程中的微调

参数量,同时在主流数据集上的测试结果相较前人

的研究也实现了精度的提升。

表 1　 在 SSv2-small、Kinetics和 HMDB51 数据集上与现有方法的分类准确率比较

Table
 

1　 Comparison
 

of
 

classification
 

accuracy
 

with
 

existing
 

methods
 

on
 

the
 

SSv2-small,
 

Kinetics,
 

and
 

HMDB51
 

Datasets

方法 主干网络 参数更新
HMDB51

1-shot 5-shot

Kinetics

1-shot 5-shot

SSv2-small

1-shot 5-shot

STRM[29] Inet-RN50 全更新 52. 3 77. 3
 

62. 9 86. 7 37. 1 55. 3

HyRSM[30] Inet-RN50 全更新 60. 3 76. 0 73. 7 86. 1 40. 6 56. 1

HCL[31] Inet-RN50 全更新 59. 1 73. 3 73. 7 85. 8 38. 7 55. 4

Huang
 

et
 

al[17] Inet-RN50 全更新 60. 1 77. 0 73. 3 86. 4 38. 9 61. 6

AMeFu-Net[20] Inet-RN50 全更新 60. 2 75. 5 74. 1 86. 8

SRPN[21] Inet-RN50 全更新 61. 6 76. 2 75. 2 87. 1

MoLo[19] Inet-RN50 全更新 60. 8 77. 4 74. 0 85. 6 41. 9 56. 2

CLIP-FSAR[22] CLIP-ViT-B 全更新 75. 8 87. 7 89. 7 95. 0 54. 5 61. 8

本文 CLIP-ViT-B 部分更新 75. 9
 

84. 5 90. 7 95. 7 56. 9 65. 0

4　 消融实验

4. 1　 提示的消融

为全面评估自适应提示在不同模态下对模型性

能的具体影响,本文设计了一系列消融实验,具体汇

总于表 2。 在未使用任何语义提示的情况下,模型

仅依赖视觉信息进行识别, 其在 SSv2-small 和

Kinetics 数据集上的准确率分别为 46. 8%、84. 4%。
这一结果作为实验基准,用于衡量后续加入视觉-语
义提示后的性能提升。 模型中引入自适应时空提示

后,可观察到在 SSv2-small 数据集上的准确率提升

到了 54. 7%,
 

Kinetics 数据集上提升至 89. 3%的准

确率。 与没有自适应时空提示的情况相比,仅仅依

赖于语义时序提示的方法在 SSv2-small 和 Kinetics
数据集上表现略逊色于仅依赖于自适应时空提示的

模型。 此外,当模型同时使用视觉、文本模态时,在
这两个具有挑战性的数据集上的识别性能进一步提

升到 56. 9%和 90. 7%。 这些结果表明本文设计的

提示向量能够丰富视觉表征,有效补充了仅用动作

类别名称所获得的信息。 此外,实验结果还揭示了

431 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



双模态提示向量相较于单模态提示向量在性能上的

显著优势。 这种优势可能源于双模态提示向量能够

更全面地捕捉视频行为的语义信息,从而在识别过

程中提供更为丰富的上下文支持。
表 2　 在 SSv2-small 和 Kinetics数据集上的模块消融实验

Table
 

2　 Ablation
 

study
 

on
 

the
 

modules
 

within
 

the
 

SSv2-small
 

and
 

Kinetics
 

datasets

模块方法选择

语义自适应提示 时空自适应提示

数据集准确率 / %

SSv2-small Kinetics

✕ ✕ 46. 8 84. 4

✕ 􀳫 54. 7 89. 3

􀳫 ✕ 47. 1 89. 6

􀳫 􀳫 56. 9 90. 7

4. 2　 平衡因子的消融

本文在 SSv2-small 和 HMDB51 数据集上开展消

融实验,探究式(11) 中超参数 λ 对模型性能的影

响,如图 4 所示,当超参数 λ 设定为 1. 5 时,模型在

两个数据集“5-way,1-shot”的设定下的表现分别为

56. 9%与 78. 5%。 当不涉及前述视频-文本对比损

失时,模型仅通过视频原型匹配损失进行优化,即便

引入视频标签提示与时序增强模块,效果仍然欠佳。
随着 λ 数值的增大,视频分类精度得到了显著提

升。 这一趋势表明,缩短视觉特征与标签表示之间的

距离,有益于在小样本行为识别任务中提取决定分类

的关键特征。 然而,随着数值继续增大,模型在不同

数据集上的精度曲线不再保持上升状态,而是趋于稳

定,甚至出现下降的情况。 这一结果表示,本方法为

小样本行为识别任务带来的性能提升超过某个阈值

后会达到饱和,两种损失需要达到平衡,模型的整体

性能才能达到最大化。

79

76
0 0.5 1.0 1.5 2.0 2.5

平衡因子数值

准
确

率
/%

55

45
0 0.5 1.0 1.5 2.0 2.5

准
确

率
/%

77.372.2

78.578.5
77.6

76.1

56.756.756.9

45.3
47.6

55.1

平衡因子数值

（b）SSv2-small

（a）HMDB51

图 4　 平衡因子变化曲线图

Fig.
 

4　 Balance
 

factor
 

variation
 

curve

5　 结束语

本研究基于 CLIP 模型进行扩展,提出一种简

单而高效的自适应多模态提示模型,该模型适用于

小样本视频行为识别任务。 在模型的语义与视觉编

码器中添加应用混合自适应提示策略,在语言分支

上,强化视频域的语言表达,自适应生成每个类的语

义提示。 在视觉分支上构建时空联合提示自适应模

块,通过 Adapter 与 Prompt 相结合建模视频连续帧

之间的时间依赖信息,完成模型由图像域到视频域

的时序学习。 此外,在 3 个具有挑战性的数据集上

的准确率表明,本文方法在降低训练参数量的同时,
准确率也得到了明显的提升,尤其是在强调时间相

关的数据集 SSv2-small 上有了显著的提高。
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