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摘　 要:
 

生存预测是利用高分辨率的全切片组织病理图像(Whole
 

Slide
 

Images,WSI)来预测患者的生存风险。 然而,WSI 图
像中的相似组织和层次结构给局部特征及全局特征的提取带来了巨大的挑战。 基于图特征增强和图神经网络的相关研究,
本文提出了一种改进的三阶段生存预测方法。 首先,在图像预处理与特征提取阶段,提出了基于残差卷积与标准卷积并行融

合的特征提取器 Dif-ResNet,提高了图像块特征的提取能力,为构建高质量的图结构提供基础;在图构建与图特征增强阶段,
基于图节点间的条件概率分布,设计了一种新颖的特征增强方法 FEM,从而为每个图节点生成更多的关联特征,有效地强化

了图结构以及优化了初始图节点特征表示;在图嵌入学习与生存预测阶段,设计了融合 GAT 分支与 GCN 分支的双分支图神

经网络模型 DF-GNN,在保留上下文特征依赖性的同时,增强对 WSI 局部细节特征的捕获能力。 实验结果证明本文提出的生

存预测方法具有更高的预测精度,相比于当前先进生存预测方法,在 TCGA-LUAD 肺腺癌数据集上的一致性指数 C-Index 提

高了 1. 07%,证明了提出方法的有效性。
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Abstract:
 

Survival
 

prediction
 

leverages
 

high-resolution
 

Whole
 

Slide
 

Images
 

(WSIs)
 

to
 

estimate
 

patients′
 

survival
 

risks.
 

However,
 

the
 

similar
 

tissue
 

structures
 

and
 

hierarchical
 

organization
 

in
 

WSIs
 

pose
 

significant
 

challenges
 

for
 

extracting
 

both
 

local
 

and
 

global
 

features.
 

Based
 

on
 

research
 

on
 

graph
 

feature
 

augmentation
 

and
 

graph
 

neural
 

networks,
 

this
 

paper
 

proposes
 

an
 

improved
 

three-stage
 

survival
 

prediction
 

method.
 

First,
 

in
 

the
 

image
 

preprocessing
 

and
 

feature
 

extraction
 

stages,
 

a
 

feature
 

extractor
 

called
 

Dif-ResNet
 

is
 

proposed,
 

which
 

combines
 

residual
 

convolution
 

and
 

standard
 

convolution
 

in
 

a
 

parallel
 

fusion
 

manner,
 

enhancing
 

the
 

capability
 

to
 

extract
 

patch-level
 

features
 

and
 

laying
 

a
 

solid
 

foundation
 

for
 

constructing
 

high-quality
 

graph
 

structures.
 

Second,
 

in
 

the
 

graph
 

construction
 

and
 

feature
 

enhancement
 

stage,
 

a
 

novel
 

Feature
 

Enhancement
 

Method
 

(FEM)
 

is
 

designed
 

based
 

on
 

the
 

conditional
 

probability
 

distribution
 

between
 

graph
 

nodes.
 

This
 

method
 

generates
 

additional
 

associated
 

features
 

for
 

each
 

graph
 

node,
 

effectively
 

strengthening
 

the
 

graph
 

structure
 

and
 

optimizing
 

the
 

initial
 

feature
 

representation
 

of
 

graph
 

nodes.
 

Finally,
 

in
 

the
 

graph
 

embedding
 

learning
 

and
 

survival
 

prediction
 

stage,
 

a
 

dual-branch
 

graph
 

neural
 

network
 

model
 

called
 

DF-GNN,
 

integrating
 

GAT
 

and
 

GCN
 

branches,
 

is
 

designed.
 

This
 

model
 

preserves
 

contextual
 

feature
 

dependencies
 

while
 

improving
 

the
 

ability
 

to
 

capture
 

local
 

detail
 

features
 

in
 

WSIs.
 

Experimental
 

results
 

demonstrate
 

that
 

the
 

proposed
 

survival
 

prediction
 

method
 

achieves
 

higher
 

prediction
 

accuracy.
 

Compared
 

to
 

state-of-the-art
 

methods,
 

it
 

improves
 

the
 

C-Index
 

by
 

1. 07%
 

on
 

the
 

TCGA-LUAD
 

lung
 

adenocarcinoma
 

dataset,
 

confirming
 

the
 

effectiveness
 

of
 

the
 

proposed
 

approach.
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0　 引　 言

肺癌是最常见的肺原发性恶性肿瘤。 近几十年

来,肺癌的发病率和病死率一直处于全球首位,其每

年造成的死亡人数远超结直肠癌、乳腺癌和前列腺

癌的总和[1] 。 及时发现并动态监测患者的病情进

展是医生及学者们亟需解决的关键问题。 近年来,
随着计算机技术的快速迭代,计算机辅助诊断评估

技术可有效降低误诊率,为肺癌临床诊断提供了高

效的辅助手段。 其中,生存预测模型是使用数据分

析和机器学习技术建立的评估工具,能够为患者提

供风险评估和预后分层支持[2] 。 在计算机技术与

临床医学深度融合的背景下,数字化全切片组织病

理图像(Whole
 

Slide
 

Image,WSI)已成为生存预测和

计算机辅助诊断的重要数据基础[3] 。 组织病理学

图像分析是肺癌诊断的“金标准”,其反映了肿瘤环

境的异质特征,传统上被用作诊断和预后的基础。
WSI 可以在不同的放大倍数下进行观察和分析并加

以保存,为临床与研究提供了多维度的分析视角。
基于深度学习方法强大的表示学习能力,模型

能够自动从 WSI 中提取有效、关键特征,完成下游

预测任务。 然而 WSI 图像的分辨率极高,通常包含

千兆像素,直接输入整张 WSI 会造成显存不足、算
力受限等问题。 为保留高分辨率图像的信息,如文

献[4-5]的处理方式,一般将 WSI 图像分割成小的

图像块(如 224 × 224 或 256 × 256 像素) 作为输入。
通过该方式提取到的特征侧重于局部信息,如癌症

肿瘤细胞的形态变化或生长模式等,这类特征在生

存预测、预后任务中是非常重要的生物学标志[6] 。
除此之外,基于不同的肿瘤微环境,免疫细胞也具有

完全不同的作用,因此还需要考虑每一个局部病理

特征之间的关联,同时提取能够准确反映周围环境

和局部特征的有效上下文特征。
为充分学习 WSI 图像的上下文特征,近年来部

分方法尝试利用图神经网络( GNN)挖掘其中所蕴

含的图结构病理特征,在肿瘤分类和预后预测等任

务中取得了先进的研究成果[7-8] 。 以往的工作通常

利用卷积神经网络 ( CNN ) 直接提取图像块特

征[9-11] 。 考虑到 WSI 图像特殊的组织病理学结构,
这些网络可能无法充分挖掘更丰富的病理特征信

息。 将小分辨率图像块作为输入虽能提升效率,但
图像块数量庞大,无法完全缓解硬件压力。 为此,文
献[9]提出了超级补丁方法,筛选并保留出最具代

表性的图像块来构建图。 但在生成超级补丁的过程

中,原始图像块的排序与筛选会导致原本与某一节

点相连的邻居节点数减少,可能丢失部分特征信息,
进而影响生存预测结果。 同时,超级补丁基于不同

图像块特征向量间的相似性选取,这对特征提取器

的性能提出了更高的要求。 其次,部分工作聚焦于

图结构特征的提取以获得高质量的初始特征表示。
如文献[12]提出了局部增强方法,根据图节点与其

邻居节点的分布,生成增强的图特征,丰富了初始节

点表示。 在图嵌入学习阶段,整体模型结构对捕获

WSI 局部与全局病理特征信息同样至关重要。 文献

[13]基于 GCN 聚合图像块特征信息,提升对局部

细节特征的学习。 文献[14] 通过改进的图卷积操

作使其中的消息传递机制能有效地在全局范围内进

行层级特征聚合,有效捕获了全局特征信息。 然而

这些方法都只关注了局部或全局特征,缺乏对 WSI
全局与局部细节特征的互补。

为解决上述问题,本文提出基于图增强和双分支

图神经网络的肺癌生存预测方法,主要的贡献如下:
(1)

 

设计了一种特征提取器 Dif-ResNet,采用

并行的差分卷积与标准卷积构成的融合卷积,提升

对 WSI 图像块高频信息和低频信息的提取能力,增
强对 WSI 相似组织特征的捕获,增强了模型的表示

能力和泛化能力;
(2)设计了基于条件分布与注意力融合的特征

增强模块 FEM,在给定中心节点的前提下学习其相

邻节点特征的条件分布,使得图节点(尤其是邻居

节点数较少的节点) 能够生成关联的特征向量,有
效增强初始图节点特征表示;

(3)设计了基于 GAT 分支与 GCN 分支的双分

支图神经网络 DF-GNN,充分捕捉 WSI 全局上下文

特征并强化 WSI 局部细节特征的学习,实现信息互

补,提升整体模型的学习能力。
(4)所提出的生存预测方法在公开的癌症数据

集 TCGA-LUAD 上开展实验,相比一些先进的生存

预测方法,在标准的评估指标 C-Index 和风险分组

曲线上表现更好。

1　 研究设计方案

基于图神经网络,本文提出的生存预测方法主

要包括 3 个阶段:第一阶段(WSI 图像预处理与特征

提取)构造了一种差分卷积与标准卷积的并行结

构,并替代传统 ResNet 残差块中的 3×3 标准卷积,
建立了新的特征提取器 Dif-ResNet,并行卷积结构

可以从具有相似组织层次结构的 WSI 图像补丁中
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提取高频与低频信息。 第二阶段(图结构构建与图

特征增强)对 Dif-ResNet 所提取到的特征进行计算、
排序与筛选,生成具有代表性的超级补丁以缓解硬

件压力; 随后设计了一种新颖的特征增强模块

FEM,该模块在给定中心节点特征下学习其相邻节

点特征的条件分布,为每个图节点生成更多的关联

特征,强化了图特征表示。 第三阶段(图嵌入学习

与 WSI 生存预测),设计了双分支图神经网络模型

DF-GNN:其中 GAT 分支由三层 GAT 和残差连接构

成,充分提取 WSI 图的上下文组织病理学特征;
GCN 分支采用三层 GCN 聚合局部节点信息。 最

后,通过学习到的融合信息输出最终预测结果。 整

体框架如图 1 所示。

n

图 1　 生存预测方法整体流程

Fig. 1　 The
 

overall
 

workflow
 

of
 

the
 

survival
 

prediction
 

method

1. 1　 基于差分卷积的特征提取器 Dif-ResNet
在 CNN 中, 通 常 使 用 标 准 卷 积 ( Vanilla

 

Convolution,
 

VC)对特征进行提取和学习。 标准卷

积一般强调低频信息(如颜色的变化),但对高频细

节的表征能力较弱。 与在视觉外观上具有复杂特征

的自然图像或 CT 图像相比,全视野切片图像 WSI
往往以重复的结构和组织为主,呈现出一定的相似

性,且致病区域的边缘、轮廓等高频信息可能与正常

组织细胞结构存在相似,清晰的轮廓也往往难以勾

勒。 为了能在结构相似的场景下捕获更加丰富、清
晰的纹理信息,受文献[15]启发,本文使用能够增

强细节的融合卷积( FusionConv) 替代 ResNet50[16]

中的 3×3 标准卷积层,从而设计了一个具有更优秀

特征提取能力的特征提取器 Dif-ResNet。 其依靠差

分卷积与标准卷积的互补性,提高了低频和高频信

息的提取能力,获取更加丰富的低级视觉特征,如纹

理信息、边缘信息等,结构如图 2 所示。
具体地,ResNet50 中的一个残差块由两个 1×1

卷积和一个 3×3 卷积构成,而融合卷积并行部署了

5 个卷积层(包括中心差分卷积 CDC、角度差分卷积

ADC、水平差分卷积 HDC、垂直差分卷积 VDC 和标

准卷积 VC),并替换残差块中的标准 3×3 卷积。 对

于输入特征 x, 将通过差分卷积 DCs 计算得到 4 组

特征 x′
1,x′

2,x′
3 和 x′

4 与标准卷积计算得到的特征 x′
5

相加得到融合卷积最终的输出。 具体表示为:
x′

1 = ADConv(x)

x′
2 = CDConv(x)

x′
3 = VDConc(x)

x′
4 = HDConv(x)

x′
5 = VConv(x)

ì

î

í

ï
ï
ïï

ï
ï
ïï

(1)

　 　 在 ResNet50 的每一个残差块中进行上述操作

后,将获得的特征图 XFconv 进行全局平均池化,再通

过全连接层得到分类输出 X′
out, 计算过程表示为:

X′
out = FC(GAP(XFconv)) (2)

1. 2　 图结构构建 & 图特征增强

提取每个图像块的特征后,可得到与图像块数

量相等的一维特征向量,其大小为 F ∈R1×C 。 由于

WSI 图像的分辨率极大,其对于图形处理器 GPU 等

计算机硬件有潜在的高要求,受文献[9]的启发,引
入超级补丁方法进行图结构构建,结合图像块之间

的空间距离和余弦相似度[17] ,删选最具有代表性的

图像块作为图节点并生成边,这一操作可在适当压

缩 WSI 图像的同时,不丢失其上下文特征,可有效

降低实验的硬件与计算成本。
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1?1Conv
Fusionconv
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图 2　 基于差分卷积的特征提取器 Dif-ResNet 结构图

Fig. 2　 Structural
 

diagram
 

of
 

the
 

Dif-ResNet
 

feature
 

extractor
 

based
 

on
 

differential
 

convolution

　 　 然而,通过融合相似图像块构建图结构,会导致

图节点的相邻节点特征信息被削弱,可能降低整体

图结构质量。 为解决这一问题,受文献[12] 启发,
在给定中心节点条件下,学习其相邻节点特征的条

件分布,为图节点生成关联的特征向量,再通过注意

力将原始图特征与生成图特征融合,使节点能够在

局部域中生成更加丰富的特征,从而增强图初始节

点特征的表达能力。 其结构如图 3 所示。

Concat Concat

X X′

μ
μ

图 3　 图特征增强模块(FEM)结构

Fig. 3　 Structural
 

diagram
 

of
 

the
 

graph
 

feature
 

enhancement
 

module(FEM)

　 　 具体地,在学习过程中利用条件变分编码器学

习给定中心节点 c 的相连邻居 u(u ∈Nc) 的节点特

征的条件分布。 由于Xu 的分布依赖中心节点特征

Xc,因此将Xc 作为条件变量。 依据文献[18] 的方

法,隐变量 z是由先验分布 pθ( z | Xc) 生成的,表示节

点 c 与其邻居节点表示的分布规律。 Xu 则由以 z 为
条件的生成分布pθ(X | Xc,z) 生成,由此可得:Xc:z ~

pθ( z | Xc),Xu ~pθ(X | Xc,z)。 分别设 ϕ为变分参数,
θ 为生成参数。 变分下界( Evidence

 

Lower
 

Bound,
 

ELBO)可表示为:
　 (Xu,Xc,θ,ϕ)= - KL(qϕ(z | Xu,Xc)‖pθ(z | Xc)) +

1
L ∑

L

l = 1
logpθ(Xu | Xc,z( l) ) (3)
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　 　 其中, z( l) =gϕ(Xc,Xu,􀆠( l) ),􀆠( l) ~ N(0,I)。 需

要注意的是,本文为所有节点共享训练一个增强特

征生成器。 在训练阶段, 目标是使用相邻节点对

(Xc,Xu,u ∈Nc) 作为输入来最大化 ELBO,即公式

(3)。 在生成阶段,使用节点特征 Xc 作为条件并采

样了一个隐变量 z ~ N(0,I) 作为解码器的输入。
最终可以生成与节点 c 相关联的增强节点特征向量

X′ ∈RNxC。
得到的增强特征图 X′ 提供了潜在的补充信息,

为了充分整合特征的互补优势,考虑利用注意力融

合 AF 对原始特征图和增强特征图进行融合。 融合

过程表示为:
X fusion = σ(W1X +W2X′ + τ) (4)

　 　 其中, W1、W2、τ表示可学习参数;X表示原始图

特征;X′ 表示增强图特征;σ 是激活函数。 通过注

意力机制可以自适应地分配原始图特征与增强图特

征的权重,动态挖掘两类特征在生存预测中的重要

性,保留有效关键信息、过滤冗余或无关特征的干

扰,以此构建更具判别力的图结构表示。

1. 3　 双分支图神经网络 DF-GNN
在图嵌入学习阶段,先通过 FEM 模块生成增强

图特征,利用特征融合策略将原始图特征与增强特

征相融合,再用三层多层感知机(MLP) [19]对输入特

征进行处理,将特征向量降维至 200 维,并输入 DF-
GNN 模型,如图 4 所示。 对于 WSI 图的上下文特征

学习,考虑使用 GNN,其在处理具有非欧几里得结

构的图数据时具有显著的优势和性能。 为充分捕捉

上下文特征并最大化 GNN 的学习能力,本文采用了

图注意力网络( Graph
 

Attention
 

Network,GAT) [20] 。
该网络可以学习每条边的注意力分数,在聚合领域

特征的过程中区分节点的权重。 具体而言,该模型

由三层 GAT 组成,每层使用两个注意力头,
 

更广的

邻域范围捕捉上下文环境特征。 此外,为防止过拟

合,每一层都使用 LayerNorm 进行归一化,并采用

PReLU 激活函数作为激活层,同时引入残差连接重

新利用早期的输入特征,提高特征利用率和模型表

达能力,以缓解梯度消失和梯度爆炸等问题。

Xfusion

图 4　 图嵌入学习及生存预测结构

Fig. 4　 Structural
 

diagram
 

of
 

graph
 

embedding
 

learning
 

and
 

survival
 

prediction

　 　 需要注意的是,GAT 层的输入 h 是从 MLP 的最

后一层提取的组织病理学特征 hi,其中 N 是节点的

数量,Fn 是特征数,可表示为:

h = {h1,h2,…,hN},hi ∈RFn (5)
　 　 此外,本文通过可学习的参数将距离 d和角度 θ
嵌入到超级补丁的边特征中,可表示为:

d = {d11,d12,…,dNN-1,dNN},dij ∈RFe (6)

θij = {θ11,θ12,…,θNN-1,θNN},θij ∈RFe (7)
　 　 其中, Fe 表示可学习参数的数量。 对于 WSI 图
像而言,每个组织病理学特征的空间位置至关重要。
因其反映了不同组织细胞间的层次结构和连通性,
从而在计算注意力分数时,可基于这两类特征在节

点间传递位置信息。 GAT 的注意力分数计算方法

可表示为:

αij =
exp(LeakyReLU(aT

s Wshi +aT
r Wrh j +aT

dWddij +aT
aWaθij))

∑
k∈Ni

exp(LeakyReLU(aT
s Wshi +aT

r Wrhk +aT
dWddik +aT

aWaθik))
(8)

　 　 其中, Ws、Wr、Wd、Wa 分别是层中源节点、接收

节点、距离和角度特征的初始线性变换; as、ar、ad、
aa 分别表示源节点、接收节点、距离和角度特征的

为构建注意力打分的单层前馈网络参数; Ni 表示节

点 i 的邻居节点集群。 利用得到的归一化注意力系

数对邻居节点特征加权聚合,并使用 PReLU 函数增

强非线性表达能力,通过引入残差连接利用早期的

输入特征,增强全局上下文表示能力,得到的每一层

GAT
 

输出表示为:
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h(n)
i = ∑

j∈Ni

(aijWh j)

h(n)
out = PReLU(h(n)

i ) +h(n-1)
i

ì

î

í
ïï

ïï
(9)

　 　 其中, W是可学习参数矩阵;hi 是节点 i聚合后

的特征;hout 是融合前一层特征后的输出;最后将每

层输出与原始特征拼接得到最终输出特征,可表示

为:
Xout1 = cat(h(0)

out ,h(1)
out ,h(2)

out ,h(3)
out ) (10)

　 　 此外,为加强对 WSI 图局部细节特征的表示能

力,本文引入基于 GCN[21] 的辅助分支。 GCN 通过

图卷积操作聚合邻居节点特征,能够有效捕获局部

范围内的组织病理特征的信息。 具体而言,采用深

度为 3 的 GCN 分支,由于其聚合函数引入了拉普拉

斯矩阵,各节点之间特征的信息传递较快,导致 2-3
层后 GCN 节点间特征的捕获能力衰减[22] ,因此设

置三层 GCN 充分提取局部细节病理特征。 其节点

聚合过程可表示为:
H(0)

i =hi

H( l)
out = PReLU D􀮨

- 1
2 A􀮨D􀮨

- 1
2 H( l -1)

out W( l)( ) ,l ≥ 1{ (11)

其中, hi 是初始输入图特征,H( l)
out 表示第 L 层

GCN 输出特征; A􀮨= A + I表示加入自连接的邻接矩

阵; D􀮨表示度矩阵; W( l) 表示第 l层的可学习权重矩

阵; PReLU(·) 是非线性激活函数。 最后同样将每

层输出与原始特征拼接,可表示为:
Xout2 = Cat(H(0)

out ,H(1)
out ,H(2)

out ,H(3)
out ) (12)

　 　 GAT 分支通过将角度、距离融入节点的边特征

和跳跃式信息融合结构,对组织病理特征进行全局上

下文感知学习,GCN 分支则补充局部细节组织病理

特征。 通过融合双分支特征信息,使整体网络在捕获

局部和全局特征的同时,兼顾计算效率与鲁棒性。 最

终将两个支路的特征信息相加,再通过全局平均池化

和 MLP 后处理,得到融合输出特征,其表示为:
X final = MLP(GAP(Xout1 +Xout2)) (13)

1. 4　 损失函数

生存预测任务中常常存在删失问题。 删失是指

部分患者在研究结束时,未能观测到目标事件(如

死亡或疾病复发) 的确切发生时间,这类数据称为

删失数据。 删失数据的存在会导致生存分析结果的

偏倚,若未妥善处理,将影响模型的预测准确性和稳

健性。 为解决该问题, 本文采用负对数似然函

数[23] ,其表达式为:

　 LNLL = ∑
M

i = 1
δ i(log

 ∑
j∈{ j:rgj ≤rgi }

exp( rpj ) + ( -rpi )) (14)

其中, rpi 和 rgi 分别表示预测结果与真实值;M
表示可比较匹配的患者对数量; δ i 表示删失事件指

示符,若事件发生则值为 1,否则为 0。 该函数的意

义在于通过拟合生存时间的概率分布,能够生成更

精细的个体化生存预测。

2　 实验及结果分析

2. 1　 数据集

本文在 TCGA-LUAD 公开数据集[24] 上进行训

练与评估,在特征提取阶段,Dif-ResNet 的预训练数

据集为结肠癌和肺癌组织病理学图像 LC25000[25] 。
LC25000 数据集包含 25

 

000 张来自肺癌和结

肠癌患者的高分辨率组织病理切片图像,图像大小

均为 768 × 768,其主要划分为 5 类,分别为结肠腺

癌、良性结肠组织、肺腺癌、肺鳞状细胞癌、良性肺组

织。
TCGA-LUAD 是由美国国家癌症研究所和美国

国家人类基因组研究所于 2006 年联合启动的

TCGA 项目中的癌症类型,包含与肺腺癌相关的基

因组属性和临床信息。 该数据集记录了 443 位肺腺

癌患者的 H&E 染色组织图像,其中记录的死亡患者

数为 158 例,共有 541 张 WSI 图像。 实验中将其随

机划分为训练集 ( 70%)、 验证集 ( 10%)、 测试集

(20%),并采用 5 次交叉验证进行评估。
2. 2　 实验环境

2. 2. 1　 实施细节

图像预处理:在分割出感兴趣区域(简称 ROI)
后,使用 Otsu 阈值法[26] 过滤掉 WSI 图像中的无关

背景区域,实验过程中 Otsu 掩码参数设置为 0. 65。
然后将 40 倍放大倍数下的 WSI 切成大小为 256 ×
256 的图像块集群。

实验硬件环境为搭载 NVIDIA
 

GeForce
 

RTX
 

4060
 

Ti ( 16
 

GB) 显卡, 64 位 GPU、 Intel
 

Core
 

i5 -
13600KF3. 50

 

GHz 处理器的设备;软件环境采用

Pytorch 深度学习框架搭建。 训练过程中, 选择

Adam 优化器更新参数,实验在批量大小为 8 的训练

数据上运行 200 个 epoch,初始学习率为 0. 000
 

1,权
重衰减率为 0. 000

 

05,此外在构建超级补丁时相关

阈值为 0. 65。 当验证集的一致性指数在一段时间

后不再增加时终止训练。
2. 2. 2　 评估指标

生存预测的评估指标采用一致性指数 ( C-
Index) [27] ,用于衡量模型对事件发生时间排序的预

测能力,评估模型预测的风险值与实际生存时间之
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间的一致性。 具体而言,若预测生存率高的患者的

生存时间长于生存概率低的患者,则认为该组预测

结果与实际结果一致,其公式为:

C ind = 1
M ∑

i:σi = 1
∑

　 j:ti < t j

ξ( ŷi(xi) > ŷ j(x j)) (15)

　 　 其中, M 表示所有可能的患者比较对;ξ(·) 为

指示函数;C ind 的范围为
 

(0,1),该指标的值越大,
预测的一致性越强。
2. 3　 结果与分析

2. 3. 1　 C-Index 结果分析

为验证本文生存预测整体框架的有效性,本文

将其与多种先进的模型方法进行对比,对比方法包

括: Attention
 

MIL[28] 、 BDOCOX[4] 、 PatchGCN[14] 、
SeTranSurv[29] 、 WSISA[10] 、 DeepGraphSurv[13] 、 TEA-
Graph[9]和 HGSurvNet[11] 。 为保证实验对比的公平

性,所有实验均采用相同的训练设置。
基于 TCGA-LUAD 数据集的一致性指数 C-

Index,结果见表 1,其中,Standard
 

deviation 代表标准

差,加粗表示最优结果。

表 1　 不同方法在 TCGA-LUAD 数据集上的结果

Table
 

1　 Results
 

of
 

different
 

methods
 

on
 

the
 

TCGA-LUAD
 

dataset

网络模型 C-Index Standard
 

deviation

WSISA(2017) 0. 584 0. 033

DeepGraphSurv(2018) 0. 624 0. 040

Attention
 

MIL(2018) 0. 620 0. 048

BDOCOX(2020) 0. 613 0. 035

SeTranSurv(2021) 0. 635 0. 032

PatchGCN(2022) 0. 667 0. 044

HGSurvNet(2023) 0. 699 0. 038

TEA-Graph(2023) 0. 704 0. 040

本文 0. 715 0. 039

　 　 从表中数据对比可知,基于 GNN 的生存预测方

法普遍优于基于 CNN 的方法和基于多实例学习的

方法。 表明通过构建图结构可以充分捕捉 WSI 图

像块的全局依赖性,并通过节点和边的多层信息传

播逐步聚合领域节点特征,提高对肿瘤微环境等病

理特征的表征能力,同时 GNN 在处理高维、异质性

强的 WSI 图像时表现出更好的鲁棒性。 在同样基

于 GNN 的研究方法中,本文提出的生存预测方法框

架在 TCGA-LUAD 数据集上取得了最好的效果,相
比于近期表现优异的 TEA-Graph 提高了 1. 1%。

 

2. 3. 2　 预后风险分组

除评估分析 C-Index 指标外, 预后风险分组

曲线也是生存预测任务中常用的评估可视化工具,
本节进一步分析该曲线并验证所提出方法的有效

性。
预后风险分组是生存预测分析中常用的标准。

若患者的预测风险大于临界值,则将患者分为高

风险组(短期幸存者,存活时间更短);否则,将其

分类为低风险组(长期幸存者,存活时间更长)。 本

文将提出的生存预测方法与部分现有方法在

TCGA-LUAD 数据集上进行比较。 P 值由对数秩检

验计算,即风险组之间的生存差异。 结果如图 5 所

示。
从图 5 中可以看出,在 TCGA-LUAD 数据集上,

本文提出的方法表现出色 (P 值为 2. 41×10-5 ),能
够明显区分出高风险患者和低风险患者之间的差异

性。 其表现与 TEA-Graph 相当,能显著区分高生存

率和低生存率风险 (P 值为 2. 06 × 10-5 )。 其它方

法, 如 WSISA (P 值 为 0. 004)、 Attention
 

MIL
(P 值为 0. 002)、 PatchGCN (P 值 为 2 × 10-4 )、
HGSurvNet (P 值为 3×10-4 )相较之下,对患者的高

低风险分组差异较小,不能显著区分患者的肺癌风

险情况。
2. 4　 消融实验

为验证本文提出的不同阶段的改进方法对整体

生存预测框架模型的影响,本节在 TCGA-LUAD 数

据集上进行了消融实验。 本次实验从 3 个方面展

开:不同特征提取器对预后预测的影响、FEM 模块

及融合策略对预后预测的影响、图嵌入学习网络结

构对预后预测的影响。
文献[30]的研究发现特征提取器对图基础结构具

有影响。 表 2 展示了 VGG[31] 、ResNet50、EfficientNet-
b4[32]和 Dif-ResNet 作为特征提取器对预测结果的影

响。 结果表明 Dif-ResNet 相比于 VGG、ResNet50 及

EfficientNet-b4 在 C-Index 指标上分别提高 0. 056、
0. 009 和 0. 014,取得了最优的生存预测结果(加粗

表示)。
 

表 2　 不同特征提取器在 TCGA-LUAD 数据集上预测的结果

Table
 

2 　 Comparison
 

of
 

prediction
 

results
 

from
 

different
 

feature
 

extractors
 

on
 

the
 

TCGA-LUAD

特征提取器 C-Index Standard
 

deviation

VGG 0. 659 0. 042

ResNet50 0. 706 0. 032

EfficientNet-b4 0. 701 0. 040

Dif-ResNet 0. 715 0. 039
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图 5　 不同方法预后风险分组曲线图

Fig. 5　 Prognostic
 

risk
 

grouping
 

curves
 

of
 

different
 

methods

　 　 表 3 展示了 FEM 模块及不同融合策略下对预

后预测结果的影响。 直接对提取的图像块特征进行

图构建,得到的预测结果明显低于采用 FEM 模块的

结果,这是因为在构建过程中,会引入噪声或丢失重

要的结构信息,导致图连通性不足或质量较低。 引

入 FEM 模块并通过相加策略将原始图特征与生成

图特征融合,预测结果提升了 0. 059。 在此基础上

进一步引入融合模块 AF 后, 预测结果提升了

0. 062,表明基于注意力机制的融合策略关注了重要

特征信息,抑制了无关特征干扰,有效提升图结构特

征质量及最终预测性能。

表 3　 FEM 模块及不同融合策略预测结果

Table
 

3　 Prediction
 

results
 

of
 

the
 

FEM
 

module
 

and
 

different
 

fusion
 

strategies

FEM Add AF C-Index Standard
 

deviation

0. 653 0. 049

� � 0. 712 0. 033

� � 0. 715 0. 039

　 　 表 4 展示了不同图神经网络模型对预测结果的影

响。 在 C-Index 指标下,相较于仅使用简单节点信息聚

合的模型,引入残差连接的 GAT、GCN、并结合双分支

结构,预测性能分别提升了 0. 048 和 0. 040,其中,拼接

浅层特征的 GCN 结构可以捕捉多尺度信息,强化节点

的局部特征表示;融入边、角度信息并引入跳跃式结

构,可以提升模型对肿瘤环境异质性的学习能力,增强

全局特征表示。 最终采用双分支结构取得了最佳的预

测结果,表明局部特征信息与全局特征信息的互补作

用,提升了生存预测准确性。

表 4　 不同图神经网络结构预测结果

Table
 

4 　 Prediction
 

results
 

of
 

different
 

graph
 

neural
 

network
 

structures

GCN GAT Residual DF C-Index Standard
 

deviation

√ 0. 667 0. 049

√ 0. 675 0. 046

√ 0. 699 0. 044

√ √ √ √ 0. 715 0. 039

3　 结束语

本文提出的生存预测框架 EG-GraphSurv,有效

解决了 WSI 图像造成的低级特征冗余、图结构质量

较差及难以学习关键图特征等问题。 通过 Dif-
ResNet 对癌症分类数据集预训练并保留权重,以提
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取 WSI 图像特征,解决初级特征质量偏低问题,为
后续图结构构建和学习提供具有判别力的特征信

息;FEM 模块利用条件分布为中心节点生成更多特

征信息,并通过注意力融合得到增强图结构,优化了

图初始节点表示;双分支图神经网络通过引入位置

信息和残差连接的 GAT 分支和浅层 GCN 分支提升

对图局部特征和全局特征的表征能力,进一步优化

了生存预测效果。 将所提出的方法与生存预测领域

常见的方法模型进行对比,结果表明本章方法具备

更优的性能,同时,通过消融实验也验证了生存预测

任务不同阶段中设计的有效性。
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