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摘　 要:
 

为提高车辆在雨天交通场景下道路上车辆和行人的检测效果,本文在 YOLOv8s 模型的基础上提出一种轻量化雨天

交通目标检测模型 WTP-YOLO。 通过在 SPPF 层前引入宽多样化分支块(Wide
 

Diverse
 

Branch
 

Block,WDBB)构建 C2f_WD-
BB 模块,提升网络多尺度特征提取能力;颈部网络中采用三重注意力机制 TA(Triplet

 

Attention)与主干网络连接,以极低参数

量建立跨纬度交互关系,增强对目标关键信息的关注;在此基础上增加 160×160 的小目标检测分支 P2,提高特征微弱的小目

标检测能力。 并使用层自适应幅度剪枝(LAMP)算法对改进后的模型进行修剪,去除模型中冗余信息,保证模型精度的同时

压缩模型大小。 在 nuScenes 数据集雨天场景下验证了 WTP-YOLO 模型,相较于 YOLOv8s 基准模型准确率提高 3. 2%,mAP
@ 0. 5 提高了 4. 2%,模型参数量下降 39. 7%,mAP@ 0. 5:0. 95 较 YOLOv9s 和 YOLOv10s 分别提升 4. 4%和 2. 8%,具有更优

的检测性能。
关键词:

 

雨天场景;
 

YOLOv8s;
 

目标检测;
 

轻量化;
 

注意力机制

中图分类号:
 

TP391. 4 文献标志码:
 

A 文章编号:
 

2095-2163(2026)08-0152-08

WTP-YOLO:Lightweight
 

traffic
 

object
 

detection
 

algorithm
 

for
 

rainy
 

scenes
ZANG

 

Pengtao,
 

GUAN
 

Zhiwei,
 

PANG
 

Dangfeng,
 

WEN
 

Guoqiang

(Automobile
 

and
 

Rail
 

Transportation
 

School,
 

Tianjin
 

Sino-German
 

University
 

of
 

Applied
 

Sciences,
 

Tianjin
 

300350,
 

China)

Abstract:
 

In
 

order
 

to
 

improve
 

the
 

detection
 

performance
 

of
 

vehicles
 

and
 

pedestrians
 

on
 

roads
 

in
 

rainy
 

traffic
 

scenarios,
 

this
 

paper
 

proposes
 

a
 

lightweight
 

traffic
 

object
 

detection
 

model
 

for
 

rainy
 

scenarios,
 

WTP-YOLO,
 

based
 

on
 

the
 

YOLOv8s
 

model.
 

By
 

introducing
 

a
 

Wide
 

Diverse
 

Branch
 

Block
 

(WDBB)
 

before
 

the
 

SPPF
 

layer
 

to
 

construct
 

the
 

C2f_WDBB
 

module,
 

the
 

multi-scale
 

feature
 

extraction
 

capability
 

of
 

the
 

network
 

is
 

improved.
 

The
 

neck
 

network
 

adopts
 

a
 

Triplet
 

Attention
 

(TA)
 

mechanism,
 

which
 

is
 

connected
 

to
 

the
 

backbone
 

network
 

to
 

establish
 

cross-dimensional
 

interaction
 

relationships
 

with
 

extremely
 

low
 

parameter
 

requirements,
 

enhancing
 

the
 

focus
 

on
 

key
 

information
 

of
 

the
 

target.
 

Additionally,
 

a
 

160×160
 

small
 

object
 

detection
 

branch
 

(P2)
 

is
 

added
 

to
 

improve
 

the
 

detection
 

capability
 

for
 

small
 

objects
 

with
 

weak
 

features.
 

The
 

improved
 

model
 

is
 

pruned
 

using
 

the
 

Layer-
Adaptive

 

Magnitude-Based
 

Pruning
 

( LAMP)
 

algorithm
 

to
 

remove
 

redundant
 

information,
 

compressing
 

the
 

model
 

size
 

while
 

maintaining
 

its
 

accuracy.
 

The
 

WTP-YOLO
 

model
 

was
 

validated
 

on
 

rainy
 

scenarios
 

in
 

the
 

nuScenes
 

dataset,
 

achieving
 

a
 

3. 2%
 

improvement
 

in
 

accuracy
 

and
 

a
 

4. 2%
 

increase
 

in
 

mAP@ 0. 5
 

compared
 

to
 

the
 

YOLOv8s
 

baseline
 

model.
 

Additionally,
 

the
 

number
 

of
 

model
 

parameters
 

decreased
 

by
 

39. 7%,
 

and
 

mAP@ 0. 5:0. 95
 

was
 

improved
 

by
 

4. 4%
 

and
 

2. 8%
 

compared
 

to
 

YOLOv9s
 

and
 

YOLOv10s,
 

respectively,
 

demonstrating
 

superior
 

detection
 

performance.
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0　 引　 言

自动驾驶汽车在很大程度上依赖于视觉数据来

分类和定位物体,以帮助相应的车辆在环境中安全

行驶[1] 。 然而在复杂的交通环境下,尤其是雾天、

雨雪等恶劣天气,交通目标检测仍然是一个具有挑

战性的问题。 这些环境会导致景物变得模糊,目标

被遮挡等问题,出现错检或漏检的情况,继而影响检

测效率。 因此本文针对雨天环境,围绕提升交通目

标检测的精度与效率开展研究。



目标检测算法分为两类:传统目标检测算法和

基于深度学习的目标检测算法[2] 。 传统检测算法

计算量大、速度慢、依赖于人工设计提取特征,遇到

背景杂乱、目标遮挡以及尺度变化的复杂交通场景

问题时,检测性能不佳。 近年来,基于深度学习技术

的目标检测算法迅速发展成为主流选择,包括两阶

段和单阶段目标检测。 区域卷积神经网络 R-
CNN[3] ,Faster-RCNN[4]作为两阶段框架的代表性算

法,首先在图像中生成目标候选区域,从中提取关键

特征,最后对其进行更精确的类别预测和边界框回

归。 单阶段算法以 YOLO
 

( You
 

Only
 

Look
 

Once) [5]

和 SSD
 

( Single
 

Shot
 

MultiBox
 

Detector) [6] 系列为代

表,这类算法将定位问题转换为回归问题,无需生成

候选区域,可直接在网络中同时预测对象类别与位

置,在检测精度轻微下降的情况下,其检测速度大幅

提升,实现了精度与速度之间的平衡,适用于真实场

景下的检测任务。 Liang 等[7] 提出边缘-云协调检

测系统 Edge
 

YOLO 算法,通过剪枝方法及简化特征

融合网络,增强了多尺度预测能力,但对于遮挡目标

检测效果欠佳。 张四平[8] 在 YOLO 框架的基础上

融合行人运动轨迹和外观特征提取技术,提高了人

群多目标的识别效率。 秦振等[9] 设计了相邻特征

融合模块与多尺度非局部特征增强模块改进 SSD
算法,以提高小目标的检测精度。 汪慧兰等[10] 结合

多尺度卷积、残差模块及 Focal
 

Loss 优化改进 SSD
算法,增强小尺度行人检测性能,其模型轻量化仍需

进一步探索。
上述算法在正常天气下具备良好的检测精度,

当前雨天环境下的检测研究大多基于虚拟雨滴合成

的雨天数据集开展训练,并在目标检测框架之前使

用去雨网络或图像增强方法。 刘岳等[11] 提出半监

督去雨网络 Semi-MMR,引入多记忆模块存储多样

化雨纹特征,并采用监督和无监督双分支训练,提高

了模型鲁棒性。 Deng 等[12] 提出双平行雨纹去除网

络解决雨痕残留问题,利用 SE 残差网络与细节聚

合网络(SDCAB 模块)实现去雨和细节恢复任务,但
运行效率偏低。 胡待方等[13] 搭建了以轻量级特征

提取与加权模块和高效率特征传递与融合模块为核

心的两阶段渐进式去雨网络 TSPNet,同时构建了雨

天场景下车辆数据集。 将去雨网络与 YOLOv5 检测

器集成,验证了所提算法的有效性。 陈婷等[14] 构建

了 VOD-RTE 雨天数据集,并提出融合 PReNet 图像

复原网络与 YOLOv4 网络,通过多尺度检测与注意

力机制提升检测精度。 这类方法对图像背景要求较

严苛,易造成信息丢失,且增加计算量很难满足实时

性需求。 因此,本文以 YOLOv8s 为基准进行改进,
提出 WTP-YOLO 目标检测算法,提高雨天环境下交

通目标检测效果。

1　 改进 YOLOv8 网络结构

YOLOv8 模型是 Ultralytics 公司于 2023 年发布

的算法,旨在将多种主流视觉任务整合于同一框架,
包括目标检测、实例分割、关键点检测和目标跟踪

等[15] 。 模型基于缩放技术提供了 5 种尺度的版本,
按网络结构分为主干(Backbone)、颈部(Neck)和头

部(head)3 个核心部分:主干部分使用 CBS 模块、
C2F 模块和 SPPF 模块提取特征,由 FPN 和 PAN 结

构组成的颈部,分别实现特征层自下而上和自上而

下的双向融合,并与主干部分不同尺度特征层进行

连接,使得深层和浅层特征信息互相融合。 头部网

络使用最新解耦头,将分类和检测头分离,根据分类

和回归分数加权得到的分数来确定正负样本,同时

引入了 anchor-free 的设计思想,使预测框的定位结

果更接近于真实框。 但针对特定场景仍需进行优化

调整以满足实际应用的具体需求。
1. 1　 改进算法整体结构

WTP-YOLO 模型是基于 YOLOv8s 的改进版本,
其结构如图 1 所示。 首先用 C2f_WDBB 模块替换

主干网络中 SPPF 层前的 C2f 模块,增强网络的多

尺度特征提取能力;其次在颈部网络中采用 TA 注

意力机制( Triplet
 

Attention)与主干网络连接,通过

融合通道、空间和位置三重注意力跨维度交互,强化

模型对目标关键信息的聚焦能力;最后在检测层添

加 160×160 小目标检测头,提高因雨水等因素导致

特征微弱的小目标检测能力。
1. 2　 C2f_WDBB 模块

多分支结构是指网络模型中多个平行分支合

并,由不同规模和复杂度的分支构成丰富特征空间,
可以同时获得多个特征表示,如捕获低级详细信息、
中级语义或高级上下文。 通过并行处理这些分支,
能更好地捕获数据的多样性和复杂性,提取更全面

的特征信息,促进多任务学习并提升模型灵活性。
而且,通过为每个分支分配不同的任务,可在共享基

础特征表示的前提下同步训练相关任务,以提高模

型的效率和泛化能力。
WDBB[16] 模块的结构如图 2 所示,训练阶段,

特征图被送入 WDBB 的多个分支,每个分支完成不

同的操作,1×1 卷积用于捕捉局部特征, 1 × 1 和K ×
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K 卷积的序列组合结合通道和空间处理,平均池化

分支采用 1 × 1 卷积与平均池化层提供低频上下文

信息,标准卷积分支执行常规的 K × K 卷积以获得

特征信息,非对称卷积(1 × K 和 K × 1) 增强水平 /
垂直方向特征的敏感性。 最后将各分支特征融合

以形成最终输出。 推理阶段,WDBB 模块通过卷积

运算的线性特性对参数的重新计算进行一系列等效

变换,通过在特定位置进行零填充操作, 可以将 1 ×
1、K ×

 

K、1 × 3 和 3 × 1 的卷积有效地变成特殊的

3 × 3 卷积内核;同样,平均池化层可以看作是具有

相等参数的卷积内核,最后利用结构重参数化,将多

个分支合并为单个 K × K 卷积层,重参数化的线性

变换逻辑如下式:

图 1　 改进 YOLOv8s模型结构图

Fig. 1　 Improve
 

the
 

YOLOv8s
 

model
 

architecture

I 􀱋 F′ + REP(b′) ′ = ( I 􀱋 F(1) + REP(b(2) )) 􀱋
F(2) + REP(b(2) ) (1)

I 􀱋 F(1) + I 􀱋 F(2) = I 􀱋 (F(1) + F(2) ) (2)
其中, I 表示输入特征;F 表示卷积层;b 表示卷

积层重参数化后的偏移。 连续的 1 × 1 卷积和 K × K
卷积通过公式(1) 转换为单个 K × K 卷积内核。 公

式(2) 证明了卷积模块的线性可加性原理,两个卷

积相加的结果等价于两个卷积相加后再进行卷积操

作。 因此,在模型推理和部署时将多个卷积核求和

后得到单个的 K × K卷积核。 WDBB 模块在训练时

通过多尺度特征提取能力来增强检测性能,在推理

时通过转换操作减少网络复杂度,达到无额外推理

成本的性能提升。
针对本文研究场景,原始的主干网络面对复杂

场景下的目标特征提取能力不足。 为解决该问题,
本文基于 WDBB 模块结合 C2f 结构, 提出 C2f _
WDBB 模块,该模块引入平行分支,每个分支负责学

习不同的功能表示或执行特定任务。 通过多分支训

451 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



练,该网络可以捕获更丰富的信息并改善其检测性

能。 合并多支分支训练方法的主要目的是通过使其

在培训过程中学习更广泛的特征表达,以增强网络

的检测性能,通过提取更全面的特征表示,网络能够

更好地建模输入数据中的目标特征,提升对目标的

识别与定位能力。

K?K

K?K 1?K K?1

1?1 1?1

1?1

AVG

Add

Output

SiLU

Conv Split WDBB WDBB Add Concat Conv

BottleNeck?n

SiLU

Output

K?K

InputInput

图 2　 WDBB
 

结构

Fig. 2　 WDBB
 

structure

1. 3　 Triplet
 

Attention 注意力机制

在雨天背景中会产生噪声干扰,交通目标时空

信息损失显著,影响检测精度。 在颈部网络中添加

TA[17]注意力机制与主干连接,强化网络对目标关

键特征的关注度,补充充足的特征信息,提高目标检

测准确性和鲁棒性。 该机制通过融合通道、空间和

位置三重注意力,显著提升了复杂场景下的目标检

测性能。 该机制针对目标遮挡及背景干扰等挑战,
从多维度优化特征表达:通道注意力动态强化关键

边缘、纹理等关键特征通道;空间注意力聚焦目标区

域并抑制背景噪声;位置注意力通过长程依赖建模

增强上下文关联性。 通过跨维度交互,以极低的参

数量构建通道与空间维度的联合依赖关系,同时避

免降维操作,突出跨维度交互在注意力权重计算过

程中的重要作用。
TA 注意力结构如图 3 所示,整体由 3 条平行分

支组成:模块接收维度为 X∈RC×H×W 的输入特征,输
出维度与输入一致的特征图,实现输入特征图空间

信息与通道信息的跨维度交互。 顶端分支通过旋转

操作,增强特征图在垂直方向上的感知能力,实现高

度与通道维度之间的信息交互;中间分支则聚焦于

水平方向的特征融合,实现宽度与通道维度的跨纬

度交互;底端分支保留原始空间结构信息,专注于空

间内部信息的交互[18] 。 每个分支都执行相似的操

作,首先进行 Z-Pool 池化操作,其将输入张量在通

道维度上进行平均池化和最大池化,将结果在通道

维度上进行拼接;接着进行卷积操作,卷积操作后张

量的形状仍然保持不变;之后应用 Sigmoid 激活函

数,将输出值压缩到 0 ~ 1 之间。 最终每个分支独立

计算生成注意力权重,这些权重反映了不同维度特

征的重要性,之后经过相加和均值化处理的操作,形
成一个整体注意力权重。 TA 注意力机制的实现过

程可由以下公式表示:

y- = 1
3

( x̂1σ(φ1( x̂∗
1 )) + x̂2σ(φ2( x̂∗

2 )) +

xσ(φ3( x̂3)) (3)

　 　 其中, x̂1 和 x̂2 表示输入张量 x 顶端分支和中间

分支旋转 90°后的结果; σ 表示 Sigmoid 激活函数;

φ 表示 3 个分支中的标准卷积层; x̂∗
1 和 x̂∗

2 表示 x̂1

和 x̂2 经 Z-Pool 层降维后的张量; x3 表示底端分支

输入张量经 Z-Pool 降维操作后的张量; y- 表示对 3
个分支产生的张量求平均得到最终的注意力权重。
1. 4　 P2 检测层

小目标检测一直是目标检测算法中极具挑战性

的任务,针对雨水等环境因素导致的小目标特征微

弱检测效果不佳的问题,本文对 YOLOv8s 模型头部

网络进行优化。 小目标检测效果不理想的根本原因

是特征图中没有获取到丰富的语义信息和空间信

息。 浅层的网络特征图具有完整的特征信息,网络
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深层的特征图具有非常丰富的语义信息,随着网络

的前向传输,特征图的尺度变得越来越小,小目标的

特征表征能力减弱,导致提取出来的信息变得更加

有限。 YOLOv8 默认有 P3、P4、P5 共 3 个检测头,本
文在 Head 层添加一个 160 × 160 的小物体检测头

P2,由于 P2 层处于网络的较浅层,增强了对富含细

节信息的低层高维特征的利用,能将更多的小目标

特征信息通过下采样传递给其他尺度特征层,实现

了更深层次的特征传递和融合,可以更好地捕捉到

小目标的细节信息,进而提高在雨天环境下小目标

的检测性能。

Z�Pool Conv

Z�Pool Conv

Z�Pool Conv
C

C C

CW W

WW

H H

HH

Identity

Input

Sigmoid

Sigmoid

Sigmoid

Avg

Output

图 3　 Triplet
 

Attention
 

机制

Fig. 3　 Triplet
 

Attention
 

mechanism

1. 5　 模型剪枝

由于模型结构较为复杂,可能存在过度参数化

现象,这将导致推理过程中需要较高的计算成本以

及更大的内存消耗,难以满足轻量级、实时性要求。
因此,本文对改进后的模型进行剪枝,在保持精度的

同时简化模型结构和复杂度。 采用层自适应幅度分

数剪枝 ( Layer
 

Adaptive
 

Magnitude
 

based
 

Pruning,
LAMP) [19]算法进行模型减枝操作。 去除模型中冗

余的梯度信息和权重,减少参数量和浮点运算量,压
缩模型体积。 设计思路如下:

将神经网络中每个权重张量(全连接层权重和

卷积层权重)展平为一维的向量W,
 

u、v表示权重的

索引,W(u)、W(v) 表示索引 u、v映射的权重项。 假

设权重项的大小和索引大小排序相同,即 u < v 时,
W(u) < W(v), 此时对应的 LAMP

 

Score 公式为:

score(u;W) = (W[u]) 2

∑
v≥u

(W[v]) 2
(4)

(W[u]) 2 > (W[v]) 2⇒score(u;W) > score(v;W)
(5)

　 　 分子部分表示权重幅度的平方, 分母则代表在

当前层中比索引 u 更重要的权重平方和。 当 u 越大

时,W(u) 越大,比 W(u) 更重要的权重项就越少,
公式中分母变小,score(u;W) 得分结果提高。 公式

中 LAMP 分数反映了连接通道重要性,较低分数的

LAMP 权重项被认为是不重要的部分,在剪枝过程

中会被修剪掉。 将模型训练得到的权重文件进行剪

枝操作,计算出 LAMP 分数,依照得分,在预先设置

目标修剪比例后,选择 LAMP 分数较小的连接进行

修剪,自动确定层级稀疏性直到满足全局稀疏性要

求。 且根据公式可知,LAMP 分数保证了每一层至

少存在一个评分为 1 的连接,避免了层崩溃问题的

发生。 剪枝后得到的紧凑模型参数量和计算量下

降,但精度往往会有损失,对修剪后的模型微调以恢

复修剪过程中可能的损失性能。

2　 实验与结果分析

2. 1　 数据集介绍

nuScenes[20]数据集是由 Motional 团队在 2019
年 3 月发布的用于自动驾驶的公共大规模数据集,
在具有密集交通和驾驶挑战性的波士顿和新加坡采

集了 1
 

000 个驾驶场景,每个场景选取时间为 20
 

s,
构成了包括不同道路、天气条件、交通情况的集合。
本节从其前视相机采集的关键帧图像中选取雨天场

景进行实验,按照场景进行划分训练集 4
 

380 张,验
证集 720 张,测试集 900 张。 将 nuScenes 数据集提

供 3D 标注进行数据处理,转换为 2D 标注,同时利

用 LabelImg 工具修改转换后产生的遮挡标注和可

能因距离较远而未标注的目标。 后对数据集中的

23 类物体标签进行删减,合并相近类别,最终仅保
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留 Car(汽车)、Pedestrian(行人)两类目标。
2. 2　 实验环境

本文基于 Ubuntu20. 04 操作系统完成全部实验,
CPU 为 Intel

 

Core
 

i9-13900K,GPU 为 Nvidia
 

GeForce
 

RTX
 

3090
 

24
 

GB 独 立 显 卡。 深 度 学 习 框 架 为

PyTorch1. 13. 1+CUDA11. 7,编程语言为 Python3. 8,训
练过程中输入图像尺寸为 640 × 640,优化器采用

SGD,初始学习率为 0. 01,动量因子为 0. 937,权重衰

减系数为 0. 000
 

5,批量大小设置为 32,训练轮次为

200 个 epoch。
2. 3　 评价指标

实验选取准确率 P ( Precision ), 召回率 R
(Recall),IoU 阈值为 0. 5 的平均精度均值 mAP @
0. 5(mean

 

Average
 

Precision),以及 IoU 在 0. 50 ~
0. 95(步长为 0. 05)范围内加权平均的 mAP@ 0. 50
∶ 0. 95[21] 。 为了直观地体现模型轻量化效果,还使

用了 模 型 参 数 量 ( Parameters )、 浮 点 计 算 量

(GFLOPs)评价指标,相关计算公式如下:

P = TP
TP + FP

(6)

R = TP
TP + FN

(7)

AP =∫1

0
P(R)dR (8)

mAP = 1
n ∑

n

i = 1
AP i (9)

式中:TP 表示网络模型正确检测的正样本,FP 表示

网络模型错误检测的正样本,FN 表示网络模型检测

错误的负样本,AP 表示单个类别的平均精度, n 表

示类别的数量。
2. 4　 消融实验

为验证所改进模块对检测模型的提升效果,本
文在所提到的数据集上开展消融实验,并采用 mAP

@ 0. 5、mAP@ 0. 50 ∶ 0. 95、计算量和参数量作为评

价指标。 实验结果见表 1。
以 YOLOv8s 为基准模型,针对该模型逐个添加

改进模块、单独应用 C2f _WDBB 模块、 TA ( Triplet
 

Attention)模块和小目标检测头,mAP @ 0. 5 均有一

定的提升,同时添加 C2f_WDBB+TA 模块时,效果更

为显著,mAP@ 0. 5 比单独添加 C2f_WDBB 提升了

1. 9%、比单独添加 TA 的提升了 1. 2%。 表明 C2f_
WDBB 与 TA 模块之间具有良好的互补性。 其中,
C2f_WDBB 模块提供更丰富的上下文信息,而 TA
注意力机制利用三分支结构能够捕获更多的关键信

息,建立通道之间的相互依赖关系。 尽管计算量有

所增加,但 C2f_WDBB 通过结构重参数技术,在推

理阶段可实现无额外推理成本的性能提升,保障了

算法的实时性和实用性。 在使用 P2 模块时,有效

避免了小目标信息在特征提取过程中的丢失,针对

远距离小目标的召回率明显提升,平均精度也提升

了 1. 1%。 将 C2f_WDBB、P2 和 TA 相结合使用后,
模型的 mAP@ 0. 5 提升到 69. 5%。

最后使用 LAMP 方法对改进的模型进行全局

剪枝,实验中,对网络结构中无法剪去的部分采取跳

层操作处理,并在剪枝后进行微调训练,恢复因剪枝

引起的性能损失。 如图 4 所示,与基线模型相比,简
化了模型的冗余结构并降低模型参数与计算量。 参

数量为原模型的 60. 3%,mAP @ 0. 5 提升了 4. 2%,
mAP@ 0. 50 ∶ 0. 95 提升了 2. 7%,充分证明了所提

方法的有效性。
　 　 将改进算法与基准算法的检测结果可视化展示

进行对比,从图 5 中可以看出,在雨天场景下受雨滴

雨雾影响易生现场景模糊,WTP-YOLO 算法对于道

路两旁的行人和远处的车辆具有更低的漏检率,同
时检测精度和置信度也得到一定提升。

表 1　 消融实验

Table
 

1　 Ablation
 

experiment

C2f_WDBB TA P2 LAMP mAP@ 0. 5 / % mAP@ 0. 50:0. 95 / % Parameters / M FLOPs / G

— — — — 66. 0 40. 8 11. 1 28. 6

√ — — — 66. 2 41. 0 13. 5 30. 4

— √ — — 66. 9 40. 4 11. 1 28. 7

— — √ — 67. 1 42. 2 10. 6 37. 0

√ √ — — 68. 1 41. 5 13. 5 30. 5

√ √ √ — 69. 5 43. 8 13. 0 38. 8

√ √ √ √ 70. 2 43. 5 6. 7 27. 4

　 注:“√”表示使用该模块;“—”表示不使用该模块
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图 4　 模型剪枝前后通道对比

Fig. 4　 Comparison
 

of
 

channels
 

before
 

and
 

after
 

model
 

pruning

(a)
 

YOLOv8s

(b)
 

WTP-YOLO
图 5　 检测效果比较

Fig. 5　 Comparison
 

of
 

detection
 

results

2. 5　 对比试验

为进一步验证本文所提模型的性能,将 WTP-
YOLO 与目前主流检测算法进行对比实验。 采用准

确率(P)、召回率(R)、 mAP @ 0. 5、mAP @ 0. 5 ∶ 0.
95 参数量指标来衡量模型的性能。 根据表 2 可知,
改进的模型与单次多检测框(SSD)模型和 YOLO 系

列模型相比,在轻量化和检测效果之间实现了更好

的平衡。 SSD 较 YOLO 模型虽保持了较高的准确率

和召回率,但检测精度不佳,且模型结构过于复杂,
与本文算法差距显著。 虽然 YOLOv6s 与本文算法

各指标较为相近,但其模型参数量为本文算法的

2. 4 倍,说明该模型牺牲了轻量化特征来换取检测

精度。 YOLOv9s[22]和 YOLOv10s[23]是继 YOLOv8 改

进后的版本,相较于二者,本文算法的召回率有明显

提升,mAP@ 0. 5 和 mAP@ 0. 5 ∶ 0. 95 较 YOLOv10s
分别提高了 3. 1%和 2. 8%。 综合对比实验结果,
WTP-YOLO 在雨天场景下的目标检测任务中,实现

了检测精度与轻量化的双重优势,性能优于其他对

比算法。
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表 2　 不同模型性能对比

Table
 

2　 Performance
 

comparison
 

of
 

different
 

models

Model P / % R / % mAP@ 0. 5 / % mAP@ 0. 5:0. 95 / % Parameters / M

SSD 88. 51 47. 2 46. 3 25. 4 23. 7

YOLOv6s 89. 0 46. 3 68. 8 41. 6 16. 3

YOLOv8s 87. 5 43. 3 66. 0 40. 8 11. 1

YOLOv9s 87. 5 40. 9 64. 6 39. 1 7. 3

YOLOv10s 90. 1 42. 6 67. 1 40. 7 8. 1

WTP-YOLO 90. 7 47. 4 70. 2 43. 5 6. 7

3　 结束语

本文提出一种基于 YOLOv8s 改进的检测算法

WTP-YOLO,用于解决雨天场景下背景模糊、雨滴遮

挡等原因导致的交通目标漏检、检测精度低及模型

参数量大的问题,该算法在 SPPF 层前引入宽多样

化分支块构建 C2f_WDBB 模块,其次在颈部网络中

采用三重注意力机制与主干网络连接,在此基础上

增加小目标检测头,并使用层自适应幅度剪枝算法

对改进后的模型进行修剪。 实验结果表明,改进后

的算法各项指标都有一定的提升。 未来研究中应继

续扩充更多真实雨天场景的数据集,通过融合激光

雷达等传感器数据,弥补相机传感器的局限性,进一

步提高雨天场景下的检测精度。
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