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摘　 要:
 

随着深度学习和计算机视觉的快速发展,人工智能生成内容(AI-Generated
 

Content,AIGC)在计算机视觉领域取得了

显著成果。 生成模型的最新进展为视频生成奠定了坚实基础。 基于生成模型,给定输入人体图像与描述运动序列的参考视

频,其目标是合成一个视频,使输入图像中的人物复制参考视频中的动作,从而输出一个可控且时间连贯的人类运动视频。
尽管最近在姿势引导的人类运动视频生成技术方面取得了显著进展,但生成高质量、连贯且与条件信号一致的人类视频仍面

临诸多挑战。 本综述梳理了人类运动视频生成领域最新技术进展,旨在为研究社区提供深入见解,并激发新的思考,以推动

人类运动视频生成技术的应用和发展。
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Abstract:
 

With
 

the
 

rapid
 

development
 

of
 

deep
 

learning
 

and
 

computer
 

vision,
 

AIGC ( AI-Generated
 

Content)
 

has
 

achieved
 

remarkable
 

results
 

in
 

this
 

field.
 

The
 

latest
 

developments
 

in
 

generative
 

models
 

have
 

laid
 

a
 

solid
 

foundation
 

for
 

video
 

generation.
 

Based
 

on
 

generative
 

models,
 

given
 

an
 

input
 

human
 

body
 

image
 

and
 

a
 

reference
 

video
 

depicting
 

the
 

motion
 

sequences,
 

the
 

goal
 

is
 

to
 

synthesize
 

a
 

video
 

in
 

which
 

the
 

actions
 

of
 

the
 

human
 

figure
 

in
 

the
 

image
 

are
 

replicated
 

from
 

the
 

reference
 

video,
 

thereby
 

outputting
 

a
 

controllable
 

and
 

time-coherent
 

human
 

motion
 

video.
 

Although
 

significant
 

progress
 

has
 

been
 

made
 

in
 

posture-guided
 

human
 

motion
 

video
 

generation
 

technology
 

recently,
 

it
 

remains
 

challenging
 

to
 

produce
 

high-quality,
 

coherent
 

human
 

videos
 

consistent
 

with
 

conditional
 

signals.
 

This
 

review
 

summarizes
 

the
 

latest
 

technological
 

advancements
 

in
 

the
 

field
 

of
 

human
 

motion
 

video
 

generation,
 

aiming
 

to
 

provide
 

in-depth
 

insights
 

for
 

the
 

research
 

community
 

and
 

stimulate
 

new
 

thinking
 

to
 

promote
 

the
 

application
 

and
 

development
 

of
 

this
 

technology.
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0　 引　 言

随着深度学习与计算机视觉技术的快速发展,
AIGC 在近年来取得了显著的进步,并在多个领域产

生了深远影响。 其中,数字人视频生成技术作为

AIGC 的一个重要分支,正在逐渐成为虚拟现实、娱
乐、教育和医疗等领域的重要工具。

数字人视频生成的核心目标是基于生成模型,
以给定的输入人体图像与描述运动序列的参考视频

为条件,合成一个视频,其中图像中的人物 莛复制参

考视频中的动作,输出兼具可控性且时序连贯的人

类运动视频。 这一技术要求生成的视频与输入序列

的动作高度一致。 尽管在这一领域已经取得了一些

显著的成果,但生成高质量的数字人视频仍然面临

诸多挑战,特别是在确保生成视频的质量和连贯性

方面。
生成模型的最新进展为人类视频生成带来了重

要突破,其中,扩散模型[1] 发挥了至关重要的作用。



该模型凭借其强大的生成能力,在图像和视频生成

领域已基本取代 GAN[2]方法成为主流方案,为数字

人视频生成奠定了坚实的基础。 该模型在图像与视

频生成领域的技术突破,使得研究人员能够生成更

具真实感的数字人形象,并推动了该领域的发展。
然而,由于人类运动的复杂性及其与条件信号之间

的隐含关系,使得高质量的数字人视频生成仍面临

很大的挑战性。
本文旨在对数字人视频生成技术进行全面综

述,重点聚焦姿势引导的人类运动视频生成技术的

最新进展,梳理前沿技术与方法,解析算法架构,探
讨关键技术、现存挑战以及未来的发展方向。 期望

通过本综述,为研究社区提供深入的见解,并激发新

的研究思路,以推动数字人视频生成技术在各个应

用领域中的进一步发展。
如图 1 所示,该领域的技术发展可以从 3 个维

度进行理解:基础技术演进、生成能力演进和姿势控

制演进。 在基础技术维度上, 从最初的扩散模

型[3] ,再到具备条件控制机制的视频扩散模型,为
该领域奠定了坚实的技术基础。 在生成能力维度

上,经历了从早期的静态图像生成到解耦控制增强,
再到统一架构与多模态融合的演进过程。 在姿势控

制维度上,从最初的 2D 骨架姿势发展到密集姿势

表示,进而到 3D 参数化模型,最终实现多模态姿势

融合控制。 从最初的姿势引导图像生成到复杂的多

种姿 势 引 导 视 频 生 成 模 型, 该 领 域 经 历 了 从

静态图像到动态视频、从单一姿势控制到多种姿势

融合的技术演进过程。 本文将按照这一发展脉络,
详细阐述相关技术的进步与创新。

图 1　 姿势引导人类运动视频生成技术路线整体架构图

Fig. 1　 Overall
 

architecture
  

of
 

posture
 

guided
 

human
 

motion
 

video
  

generation
 

technical
 

roadmap

1　 技术基础与发展

1. 1　 用于图像生成的扩散模型

扩散模型是一类概率生成模型,其核心是通过

学习扩散过程来生成与给定数据集分布相符的新数

据。 如图 2 所示,扩散模型涉及两个马尔可夫链:一
个正向链(前向过程)将原始数据逐步扰动为噪声;
另一个反向链(反向过程)将噪声逐步转换回原始

数据。 在视觉内容生成任务中,通过训练神经网络

来逆转向真实数据添加噪声的过程,从而能够从随

机噪声开始逐步生成新的高质量数据。

前向加噪过程

反向去噪过程

D
at
a

N
oi
se

图 2　 扩散模型概述

Fig. 2　 Overview
 

of
 

diffusion
 

model

　 　 对于来自特定数据分布 pdata 的数据样本 x0, 前

向扩散过程被定义为一个固定的马尔可夫链,其会

逐渐向数据中添加高斯噪声,定义如下:

q(xt | xt -1) = N(xt;
　 1 -βt xt -1,βtI) (1)

　 　 其中, t = 1,…,T,T为扰动总步数, xt 表示在真

实数据 x0 上加 t 步噪声后的噪声数据。 该过程由一

个噪声调度序列 {β t} T
t = 1 控制,该序列由噪声步长 t

参数化,通常 β t 从较小值逐渐增加到较大值。 基于

正态分布的封闭性质,可以对上述扩散过程进行简

化,直接用 x0 计算任意时刻 xt:

q(xt | x0) = N(xt;
　
α- t x0,(1 -α- t)I) (2)

　 　 其中, α- t = ∏
t

i = 1
α i 且 α t = 1 -β t 。 这种简化减少

了计算复杂度,使训练更加高效。 在 DDPM 模型之
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后,参数化的去噪函数 􀆠θ(xt,t,c) 通常由神经网络

实现,通过最小化均方误差损失来训练,训练过程的

损失函数定义为:
simple = t,x0,􀆠[ 􀆠 -􀆠θ(xt,t,c) 2] (3)

式中: c 是可选条件(如文本描述), xt 是通过添加 t
步噪声得到的真实数据 x0 的扰动版本, 􀆠 是从标准

正态分布采样的噪声。 通过这种方式,去噪函数 􀆠θ
可以在可选的条件 c 下,通过从真实数据分布和时

间步长 t 中采样 x0 来训练至收敛。
1. 2　 用于图像生成的潜在扩散模型

由于在像素域直接运行扩散过程存在信息冗余

和计 算 成 本 高 等 问 题, 潜 在 扩 散 模 型 ( Latent
 

Diffusion
 

Model,
 

LDM)通过在低维潜在空间中执行

扩散过程来解决这些挑战。 LDM 的工作流程可分

为以下步骤:
首先 训 练 一 个 变 分 自 编 码 器 ( Variational

 

Autoencoder,
 

VAE) [4] ,编码器 ε 将高维图像 x ∈
Rh×W×3 压缩为低维潜在表示 z = ε(x) ∈Rh×w×c ,其中

h ≪ H,w ≪ W, 解码器 D 则将潜在表示重构回原始

图像空间。 直接在 VAE[4] 的潜在空间中训练扩散

模型,对潜在表示 z 而非原始图像 x 执行加噪与去

噪。 前向扩散过程公式为:

q( zt | zt -1) = N( zt;
　 1 -βt zt -1,βtI) (4)

　 　 条件生成时,条件信息 c (如文本嵌入)通过交

叉注意力机制或其他条件嵌入方式融入扩散模型。
采样时,从随机噪声 zT 开始,通过迭代去噪过程生

成潜在表示 z0:

zt -1 = 1
　 α t

zt -
1 -α t

　
1 -α- t

􀆠θ( zt,t,c)( ) +σ t􀆠 (5)

其中, σ t 为采样噪声标准差, 􀆠 ~ N(0,1)。 最

后通过 VAE 的解码器 D 将生成的潜在表示映射回

图像空间: x̂ = D( z0)。
这种方法不仅显著提高了模型的计算效率(潜

在空间维度通常比原始图像空间低数十倍),而且

保持了其生成高保真度图像的能力。 LDM 的潜在

空间在保留语义和结构信息的同时,剔除了冗余的

高频细节,让扩散过程能够聚焦于图像的关键特征。
此外,为增强对视觉内容生成过程的可控性,近

期 研 究 如 ControlNet[5] 、 T2I-Adapter[6] 和 IP-
Adapter[7] ,探讨了将补充编码器层整合模型的方

案。 这些补充层有助于模型吸收各种类型的控制信

号,包括但不限于姿势、深度和边缘信息,甚至允许将

图像与文本提示相结合,实现更精准的条件生成。

1. 3　 用于视频生成的扩散模型

视频生成比图像生成更具挑战性,因为视频具

有更高的维度属性,需要模型同时理解空间关系和

时间运动模式。 为有效建模时空依赖性,Make-A-
Video[8] 、ModelscopeT2V[9] 等模型采用 3D-UNet 框

架,通过集成时间层 ( 如 temporal
 

Transformers) 对

2D-UNet[10]进行时间扩展。 这种范式在后续的许多

工作中也得到了广泛应用[11-14] 。 视频扩散模型的

数学表示可以扩展为:

q(x1:F
t | x1:F

t-1 ) = ∏
F

f = 1
N(xf

t;
　 1 -β t xf

t -1,β tI) (6)

其中, F 表示视频帧数; xf
t 表示第 f 帧在时间步

t 的状态; β t 为扩散步长;I 为单位矩阵。
为捕捉帧间的时间依赖关系,视频扩散模型的

神经网络结构通常包含空间编码层:处理单帧的空

间信息;时间编码层:建模跨帧的运动和一致性;时
空混合层:整合空间和时间信息。 时间层的数学表

示可以简化为:
TL(X1:F) = Attention(Q1:F,K1:F,V1:F) (7)

　 　 其中 ,Q1:F、K1:F、V1:F 是从帧序列 X1:F 生成的查

询、键和值矩阵。
为实现空间和时间上的更高可控性,Gen-1[15] 、

VideoComposer[16]等尝试引入额外的指导条件,例如

深度图和运动矢量, 以实现可控的常规视频合

成[17-19] 。 条件视频生成的数学表示为:
􀆠θ(x1:F

t ,t,ctext,cmotion,cspatial) (8)
　 　 其中, ctext 是文本条件; cmotion 是运动控制信号;
cspatial 是空间布局控制信号。

最近的视频生成模型主要通过两种方式增强生

成能力:一是向预训练的图像生成模型添加时间层

来 利 用 扩 散 模 型 的 优 势[8,20-21] , 二 是 利 用

Transformer 结构建模序列关系[22-23] 。 这一过程可

表示为:
ε θ(x1:F

t ,t,c) = Tadapter(􀆠θ image
(x1:F

t ,t,c)) (9)
其中, ε θ image

是预训练的图像扩散模型,Tadapter
是适应视频生成的时间建模层。

Stable
 

Video
 

Diffusion
 

(SVD) [24]是基于 LDM 构

建的最流行的开源模型之一。 该模型为基于图像的

视频生成提供了一种简单有效的方法,并作为此类

任务的强大预训练模型。 SVD 将扩散模型与 VAE
的优势相结合,在 VAE 编码的潜在空间中执行扩散

过程,显著提高了视频生成的效率和质量。 在视频

生成的 VAE 应用中,通常先对视频帧序列中的每一

帧应用 2D-VAE 编码:
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zf = ε(xf),
 

f = 1,2,…,F (10)
　 　 然后在时间维度上添加特定的处理模块(如 3D
卷积或时间注意力机制)来建模帧间关系:

ẑ1:F = TemporalProcessor( z1:F) (11)
　 　 最后,通过解码器重构视频序列:

x̂f = D( ẑF),
 

f = 1,2,…,F (12)
　 　 这种方法既保持了空间信息的完整性,又能捕

捉时间动态,为高质量视频生成奠定了基础。

（a）深度图 （b）法线图 （c）语义图

（d）骨架图 （e）3D手部图 （f）SMPL�CS图

图 3　 用于引导视频生成的姿态类型

Fig. 3　 Pose
 

types
 

used
 

to
 

guide
 

video
 

generation

1. 4　 用于引导视频生成的姿态类型

人体的关键点和姿态信息通常以人体骨架图的

形式表示,如图 3( d)所示,这种表示方式便于在图

像或视频生成任务中进行姿态控制和动画生成。 骨

架图通过连接人体的关键点(如头部、肩膀、肘部、
膝盖等)来描绘人体的结构和姿态,为生成模型提

供了明确的动作指导。 为准确提取这些关键点和姿

态信息,研究人员开发了多种先进的姿态估计算法,
其中 DWPose[25] 、OpenPose[26]是两种广泛应用于骨

架图生成的算法。
SMPL( Skinned

 

Multi-Person
 

Linear) [27] 是一种

用于 3D 人体姿态和形状估计的参数化模型,能够

通过低维参数精确描述复杂的人体形状和动作。 在

将 SMPL 模型应用于生成任务时,需要从参考图像和

驱动视频序列中提取相应的模型参数。 给定参考图

像和驱动动作视频帧,可以利用现有框架(如 4D-
Humans) [28]来获取 3D 参数化的 SMPL 模型,从而确

保生成内容在形状和动作上与输入条件保持一致。
为提取全面的视觉信息,SMPL 网格会被渲染

为 2D 表示形式(如图 3 所示),包括深度图、法线图

和语义分割图等。 深度图提供了每个像素到相机的

距离信息,这对于 3D 结构重建至关重要,能够帮助

模型准确理解场景的深度关系和空间布局。 法线图

则描述了表面的方向,捕捉与人体表面相关的几何

信息,如曲率和凹凸变化,为生成模型提供了丰富的

细节信息。 此外,语义分割图为每个像素提供了类

别信息,有助于模型准确处理人体不同部分之间的

交互和关系,如区分手臂、腿部等部位,从而提高生

成内容的准确性和真实感。
SMPL-CS 是 SMPL 模型的扩展版本,如图 3( f)

所示,在原有 3D 人体姿态与形状估计能力的基础

上,进一步整合了颜色信息。 通过将纹理和颜色细

节融入 3D 人体表示中,SMPL-CS 能够生成更加生

动逼真的 3D 人类角色。 这种结合几何形状与颜色

信息的方法,使得数字人类在各种场景中的表现更

加真实自然,适用于对真实感受要求较高的应用领

域,如电影特效、虚拟现实等。
HaMeR( Hand

 

Mesh
 

Recovery) [29] 是一种基于

Transformer 的 3D 手部网格重建方法,专门用于从

单张图像中恢复手部的 3D 形状。 HaMeR 利用大规

模的 Transformer 架构和丰富的手部数据集,能够精

确捕捉手部的各种复杂姿势,如图 3(e)所示,实现

手部手势的高精度求解。 这对生成逼真的手部动画

和交互式应用具有重要意义,能够显著提升生成内

容的真实感与交互体验,使手部动作在虚拟场景中

更加自然、贴合现实。

2　 人类运动视频生成模型

制作人类运动视频以及姿势序列驱动是视频生

成领域中一项既具挑战性又极具实用价值的任务。
扩散模型在文本到图像领域的最新进展,激发了研

究人员将其应用于人体图像动画任务的研究兴趣。
随着生成网络技术的快速发展,研究人员已经提出

了多种创新方法来解决这一问题。 近年来,研究者

们在扩散模型的基础上开发了人类视频生成架构,
这些架构展现了其卓越的训练稳定性以及通过迭代

优化流程生成高保真结果的能力。
2. 1　 姿势引导的视频生成模型进展

姿势引导的视频生成技术在过去几年中迅速发

展,从单一姿势控制到多种姿势融合,从静态图像生

成到动态视频生成,经历了多个技术迭代。 下文将

按照技术发展时间线和方法演进关系,对这些关键

技术进行综述。
2. 1. 1　 早期模型与基础技术

PIDM[30](2023 年)是早期将扩散模型应用于姿

势引导人类图像生成的代表性工作。 该方法引入了
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一个纹理扩散模块,专门用于对齐源图像和目标图

像的纹理模式,增强了生成图像的真实感。 PIDM
的主要贡献在于验证了扩散模型在保留人物身份信

息的同时,有效实现了姿势变换,为后续视频生成奠

定了基础。
随 后, DreamPose[31] 利 用 预 训 练 的 Stable

 

Diffusion[3]并引入适配器机制,通过整合 CLIP [32] 和

VAE[6] 进行图像编码,使模型能够在生成过程中考

虑更多的上下文信息,如人体姿态和动作序列。
DreamPose 的创新在于将预训练的文本到图像模型

成功应用于特定的人体姿势驱动任务,实现了从静

态图像向初步视频生成的过渡。
2. 1. 2　 模型解耦与控制增强

随着技术的发展,研究人员开始关注如何实现

对生成过程的更精细控制。 Disco[33] 利用基于

ControlNet 的混合扩散框架,实现了对人类前景、背
景和姿态的解耦控制,从而产生可组合化的人类舞

蹈场景。 这种解耦控制使生成结果既保持了人物身

份特征,又准确反映了目标姿势,同时能够灵活处理

背景元素。
Animate

 

Anyone[34] 进一步发展了这一思路,利
用基于 UNet 的 ReferenceNet 从参考图像中提取特

征,并通过轻量级的姿态引导器注入姿态信息。 其

扩展了 AnimateDiff[35]引入的原理,将时间层集成到

去噪 UNet 中,以增强时间一致性。 这使得生成的视

频更加流畅自然,有效减少了时间不连贯问题。
MagicAnimate[36]则在姿势指导方面作出了创

新,其采用为 DensePose[37] 量身定制的 ControlNet,
而非更常用的 OpenPose 关键点,提供了更精确的姿

势指导。 这种方法能够捕捉更复杂的人体形态信

息,提高了动作生成的精确度和自然度。
2. 1. 3　 模型统一与性能优化

随着研究的深入,统一架构和性能优化成为关

注重点。 UniAnimate[38] 提出了统一的视频扩散模

型,消除了对额外参考网络的依赖,降低了训练难度

与模型参数数量。 同时处理参考图像和噪声视频,
促进特征对齐并确保时间上一致的视频生成。 该模

型引入了参考图像的姿态图作为额外的参考条件,
允许随机噪声视频或第一帧条件视频作为视频合成

的输入,保证了视频平滑性。
Champ[39]则代表了多类型姿态输入融合的技

术进步,采用集成自注意力机制的多层运动融合模

块,在空间域中融合形状和运动潜在表示。 这种多

模态融合方法显著提升了生成视频的质量和动作准

确性,在复杂动作场景中表现尤为出色。
2. 1. 4　 专项化优化与细节增强

最新的研究方向转向了针对特定问题的专业化

解决方案。 MimicMotion[40] 引入了置信度感知的姿

态引导和基于姿态置信度的区域损失放大,确保了

视频帧具备高质量,减少图像失真并提升时间平滑

性。 这种方法特别关注了姿态估计可能存在的不确

定性,通过置信度机制提高了模型的鲁棒性。
RealisDance[41]则在手部动作生成方面取得了

突破,除了在主 UNet 中使用时间注意力外,还将时

间注意力插入姿势指导网络,从生成和条件两个方

面减轻视频抖动,并采用自适应姿势门控模块融合

3 类不同姿势序列确保动作正确生成。 这种方法特

别强调了手部动作的精确生成,这在之前的模型中

常常是薄弱环节。
这些模型代表了姿势引导的人类运动视频生成

技术的演进路径,从单一姿势控制发展到复杂的多

模态融合,从解决基础生成问题到关注特定细节的

优化,形成了一个逐步完善的技术体系。 通常,这些

基于扩散的生成框架大多构建在类似 ControlNet 的
3D-UNet 架构之上,以确保时间一致性。 同时,为了

在生成过程中保留参考图像的复杂外观,这些方法

普遍引入了参考编码器。 该编码器是 3D-UNet 的简

化版本,去除了时间 Transformer 层,使其能够专注

于捕捉参考图像的精细纹理和特征。
2. 2　 姿势引导的视频生成模型架构

姿势引导的视频生成模型概述如图 4 所示。
2. 2. 1　 模型输入

模型的输入通常包含参考图像和一种或多种姿

势序列。 参考图像:作为生成视频的初始人物图像,
为视频生成提供外观特征和身份信息,确保生成的

视频在视觉上与输入的参考图像保持一致,如人物

的面部特征、服装样式等。 姿势序列:用于指导视频

生成中的动作变化,包含关键帧的姿势信息,如人体

关节的位置和姿态。 姿势序列可以是预先定义的,
也可以是从其他视频中提取的,使生成的视频能够

按照预设的动作进行变化, 如跳舞、 走路等动

作[31,
 

34,39,41] 。 姿势序列的准确性对视频生成的质

量有重要影响,因此一些模型会引入额外的机制来

增强姿势引导的效果[39,41] 。
2. 2. 2　 外观控制网络

外观控制网络是用于生成高质量、可控角色动画

的关键组件之一。 该网络在多种模型中被应用,以确

保生成视频中角色的一致性和真实感[33-34,36,38,41] 。
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图 4　 姿势引导的视频生成模型概述

Fig. 4　 Overview
 

of
 

posture
 

guided
 

video
 

generation
 

model

　 　 角色一致性:外观控制网络的主要功能是确保

生成的视频在角色的外观和身份上与输入的参考图

像保持一致[33,
 

36] 。 这对于生成高质量的角色动画

至关重要,因为角色的服装和面部特征需要在视频

中保持稳定;特征提取与合成:通过从参考图像中提

取特征,能够捕捉到图像的细节和结构信息,这些信

息在生成过程中被用于合成新的视频帧,确保生成

的视频帧在视觉上与参考图像高度相似[34,39] 。
外观控制网络通常采用与去噪 UNet 相同的对

称 UNet 结构,但不包含时间层[36,38] 。 这种设计使

得外观控制网络能够利用从 Stable
 

Diffusion 继承的

预训练图像特征建模能力,从而获得良好的初始化

特征。 在去噪 UNet 的每个对应层块内,通过空间注

意力机制完成外观控制网络的特征整合[35,37] 。 具

体操作是将外观控制网络输出的特征图复制多份并

与去噪 UNet 的特征图沿宽度维度拼接,然后进行自

注意力操作,并提取拼接特征图的前半部分作为输

出[33-34] 。 这种设计使得去噪 UNet 能够选择性地学

习与外观控制网络相关的特征,同时保持特征空间

的一致性。 使得生成的视频帧能够更好地与输入的

参考图像特征进行对齐和融合[34,36,38] 。 该机制有助

于提高生成视频的细节质量和一致性。
此外,在图像到视频的转换任务中,尤其是人体

动画, 需 要 精 确 地 保 持 参 考 图 像 中 的 细 节 特

征[34,36,41] 。 现有方法多采用 CLIP [32] 图像编码器来

提取参考图像特征,CLIP [32] 更侧重于语义特征匹

配[32-34] 。 外观控制网络除了空间注意力外,还使用

CLIP 图像编码器进行交叉注意力操作,提取参考图

像的语义特征[5,37,39] 。 这为网络训练提供了有益的

初始化,加速了整个网络的训练过程。
2. 2. 3　 姿势控制网络

姿势控制网络对输入姿势图进行分辨率对齐。

使其与噪声潜在表示进行有效融合,从而在去噪过

程中实现对角色动作的精确控制。 这对于生成自

然、流畅且与预期姿势一致的角色动画至关重要。
一些使用多种姿势控制的模型[39,41] ,其姿势控

制网络需要综合考虑来自不同层次的运动信息,这
些信息各自包含关于人体形状和运动的不同细节。
姿势控制网络可有效整合多类姿势信息,使生成模

型能够综合利用不同姿势序列的优势生成高质量的

角色动画。 以实现更精准和自然的动作表现[36,38] 。
姿势控制网络使得生成的视频在动作表现上更

加自然和连贯,避免了动作不自然或与预期姿势不

一致的问题,从而提高了生成视频的整体质量与一

致性。 作为一个轻量级的组件,姿势控制网络在实

现有效动作控制的同时,并不会显著增加模型的计

算复杂度[36,38] 。 这使得模型能够在保持高效计算

的同时,实现高质量的角色动画生成。
2. 2. 4　 去噪 Unet

去噪 UNet
 

能够在扩散过程中逐步去除噪声,恢
复出高质量的图像内容,生成清晰、逼真的角色动

画。 去噪 UNet
 

的设计使其能够灵活地处理不同类

型的输入和条件信息,如姿势序列、背景信息等,为
角色动画生成提供了广泛的适用性和扩展性。

去噪 UNet 是在潜在扩散模型框架下设计的,通
常继承 Stable

 

Diffusion 的网络设计和预训练权重,
利用其强大的生成能力。 在去噪 UNet 的每个层块

中,集成了空间注意力、交叉注意力和时间注意力三

种注意力机制[34,
 

36,
 

41] 。 空间注意力:用于整合来自

外观控制网络的细节特征,确保生成的图像在空间

上与参考图像保持一致性,保留参考图像中的细节

特征,使得生成的动画在外观上与参考图像高度一

致。 交叉注意力:利用 CLIP 图像编码器提取的语

义特征,进一步增强生成图像的语义一致性。 时间
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注意力:用于建模视频帧之间的时序关系,确保在生

成过程中保持多帧之间的一致性,避免出现帧间抖

动或不连贯的问题,确保动画的流畅性,保证生成的

视频在时间维度上的连贯性和稳定性[34,36,41] 。

3　 相关研究的实验方法概述

本节总结了姿势引导人类运动视频生成领域相

关研究的实验方法,包括数据集、评价指标和训练策

略,旨在为读者提供该领域实验设计的全面视角。
3. 1　 数据集

表 1 为用于生成人类视频的数据集信息。
TikTok[42]数据集:包含约 350 个舞蹈视频,视

频长度 10 ~ 15
 

s,帧率 30
 

fps,涵盖单人舞蹈动作,部
分用于训练,部分用于测试,能较好地评估模型在舞

蹈动作生成等任务上的性能[31,33-34,36,38-41,43-44] 。
表 1　 用于生成人类视频的数据集信息

Table
 

1　 Dataset
 

information
 

for
 

human
 

video
 

generation

数据集名称 公布年份 数据规模

TikTok[42] 2021 约 350 个舞蹈视频,10 ~ 15
 

s,30
 

fps,超 100
 

K 张图像

UBC
 

Fashion[45] 2019 339 个训练视频+ 100 个测试视

频,约 12
 

s,30
 

fps

TED-talks[46] 2021 1
 

203 个 YouTube
 

TED 演讲视频

片段

COCO[48] 2014 约 328
 

K 张图像,80 个对象类别

SHHQ[49] 2022 约 50
 

K 张高质量人体图像

DeepFashion2[47] 2016 约 191
 

K 张图像,13 种服装类别

LAION[50] 2022 约 50 亿图像-文本对,Disco 预

训练使用超 700
 

K 张图像

　 　 UBC
 

Fashion[45]数据集:包含 339 个训练视频和

100 个测试视频,帧率 30
 

fps,长约 12
 

s,主要用于训

练和测试模型在时尚视频合成任务上的表现,通过

随机采样帧对、计算姿态等操作进行训练[31,38-39] 。
TED-talks[46]数据集:包含 1

 

203 个从 YouTube
 

TED 演讲视频中提取的片段,主要用于评估模型在

低光照、 手势动作为主的演讲视频场景下的表

现[34,36] 。
DeepFashion2[47] 、COCO[48] 、SHHQ[49] 、LAION[50]等

公共数据集:在 Disco[33]中,组合使用这些数据集作

为人类属性预训练数据集,先生成人体前景掩码,过
滤无人图像后,得到超 700

 

K 张图像用于预训练,使
模型能更好地区分动态主体和静态背景,同时编码

复杂的人脸和服装信息。
自建或自收集数据集:部分方法会根据特定需

求自建或收集数据[34,38-41,43-44] ,如 StableAnimator[44]

从互联网收集 3
 

000 个 60 ~ 99
 

s 的视频用于训练,
涵盖多样的人物动作表情; Champ[39] 中自建了约

5
 

000 个高保真真实人类视频的数据集,共 100 万

帧,来源多样,增强模型对人类运动和服装的分析能

力。
3. 2　 评价指标

3. 2. 1　 图像质量评价指标

L1 误差:计算生成图像与真实图像在像素级的

平均绝对差异:

L1 = 1
n ∑

n

i = 1
| xi -yi | (13)

式中: xi、yi 分别表示生成图像和真实图像的像素

值。 L1 误差值越小,表示生成图像与真实图像越接

近{31,33-34,38-41,43-44] 。
峰值信噪比( PSNR):衡量图像重建质量的指

标,通过计算最大可能信号功率与噪声功率之比来

评估生成图像质量:

PSNR = 10·log10

MAX2
I

MSE( ) (14)

式中: MAXI 为图像最大像素值,MSE 为均方误差。
PSNR 值越高,表示图像质量越好[30,33-34] 。

结构相似性指数(SSIM):考虑人类视觉系统特

性的图像质量评价指标:

SSIM(x,y) =
(2μxμy +c1)(2σxy +c2)

(μ2
x +μ2

y +c1)(σ2
x +σ2

y +c2)
(15)

式中: μx、μy 是图像的均值, μ2
x、μ2

y 为方差, σxy 为协

方差, c1、c2 为常数。 SSIM 值越接近 1,表示结构相

似性越高[36,38-41,43-44] 。
LPIPS:基于深度学习的感知图像相似性指标,

在多种方法中用于衡量生成图像与真实图像的感知

相似性,值越低说明相似度越高,能较好地反映人类

视觉感知[31,33-34,36,38-39,43-44] 。
FID:衡量生成图像与真实图像之间分布差异

的常用指标,值越低表示分布越接近,生成质量越

好,被广泛应用[30,33,36,44] 。
3. 2. 2　 视频质量评价指标

FVD:专注于衡量生成视频与真实视频在特征分

布上的差异,考虑了空间和时间维度,是评估视频保

真度的重要指标,被多种方法采用[30,33-34,36,38-40,43] 。
FID-VID:结合了图像分布差异和视频感知质

量,用于衡量视频生成质量,在 Disco[33] 一文中使用

了该指标。
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AKD、MKR、AED:MagicAnimate[36] 中使用这些指

标衡量生成视频中关键点的平均距离、缺失关键点

比率、平均欧几里得距离等,用于评估动画的精度和

完整性。
3. 3　 训练策略

相关研究通过优化训练策略提升模型性能,常
见的策略包括分阶段训练、预训练与微调、数据增

强、模块优化和引导策略。 以下详细分析这些策略

及其设计逻辑。
分阶段训练:视频生成涉及多维目标(外观、动

作、时间一致性),一次性训练可能导致模块竞争或

过拟合。 分阶段训练降低优化难度,允许模型先掌

握基础生成能力,再适应动态序列,从而提高训练稳

定性和生成效果。 如 DreamPose[31]的两阶段微调策

略,先在完整训练数据集上微调 UNet[9] 和适配器模

块,再在特定主题输入图像上进一步微调;disco 中

微调是在预训练基础上进行; Champ[39] 分两个阶

段,第一阶段仅用图像训练排除运动模块,第二阶段

引入运动模块增强时间连贯性;Animate
 

Anyone[34]

也分两阶段,先用单帧训练,再引入时间层训练。 这

种策略能让模型逐步学习不同方面的知识和技能,
先掌握基础的图像生成能力,再增强时间维度上的

连贯性和一致性等。
预训练与微调:一些方法会先进行预训练任务,

如 disco[33]中设计预训练任务,通过基于分离的前

景和背景区域特征重建完整图像,使模型更好地区

分动态主体和静态背景;MimicMotion[40]采用预训练

的 SVD[24]对图像到视频模型的权重进行初始化。
预训练能让模型提前学习到一些通用的特征和知

识,在此基础上进行微调,使其更好地适应特定的任

务和数据。
数据增强与采样:部分方法在训练过程中采用

数据增强技术,如 MagicPose[44] 中随机遮盖面部标

志和手部姿态,增强模型对检测结果不完整时的鲁

棒性;UniAnimate[38] 在训练阶段随机输入 16 或 32
帧的视频片段到模型中学习时间一致性。 这些方法

能增加数据的多样性,使模型在训练时接触到更多

变化的情况,提高其泛化能力。
特定模块优化与权重调整:在训练过程中,会针对

特定模块进行优化或调整权重。 如 MagicAnimate[36]在

第二阶段仅优化视频扩散模型中的时间注意力层;
Champ[39]在第二阶段训练运动模块时,保持其他模块

权重不变。 通过这种方式,能让不同模块在合适的阶

段发挥其作用,专注于学习特定的任务,提高模型的整

体性能。
引导策略与优化技巧:一些方法会采用引导策略

或优化技巧来提升生成质量。 如 DreamPose[31] 利用

图像和姿态分类器自由引导,通过引导权重控制输出

图像与输入图像和姿态的相似度;StableAnimator[43]

在推理阶段引入基于 HJB(Hamilton-Jacobi-Bellman)
方程的面部优化策略,提升面部质量。 这些方法能对

生成过程进行更精细的调控,使生成结果更符合预

期。

4　 结束语

姿势引导的人类运动视频生成技术作为 AIGC
领域的重要分支,近年来取得了显著进展。 扩散模

型的引入为生成高质量、时序连贯且与条件约束一

致的人类视频提供了坚实的技术基础。 本文综述了

该领域的最新技术进展,详细介绍了扩散模型在图

像和视频生成中的应用,探讨了多种姿势引导的视

频生成模型的网络架构、技术特点,以及实验方法中

的数据集、评价指标和训练策略。
尽管取得了诸多成果,但生成高质量的人类运

动视频仍面临诸多挑战,包括但不限于动作的自然

性、视频的时序连贯性以及与输入条件的一致性。
未来的研究可以进一步优化模型架构以提高生成视

频的质量和连贯性,探索更有效的训练策略以增强

模型的泛化能力,以及开发更先进的姿态估计算法

以提供更精确的姿势指导为方向。 期望通过这篇综

述,为研究者提供深入的见解,并激发新的研究思

路,以推动姿势引导的人类运动视频生成技术在虚

拟现实、娱乐、教育和医疗等领域的广泛应用和发

展。
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