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摘　 要:
 

药品质量控制中活性成分(API)的快速无损检测对制药工业具有重要意义。 针对近红外光谱(NIR)与拉曼光谱

(Raman)融合定量分析中存在的量纲差异大、特征冗余度高以及小样本建模易过拟合等问题,本文提出了一种基于全局注意

力机制(GAM)与 Transformer 结合的定量分析模型(TFGA)。 该模型采用数据级融合策略将 NIR 与 Raman 原始光谱直接拼

接,利用 GAM 强化关键光谱特征并抑制背景噪声,通过 Transformer 建模跨模态光谱序列的长程依赖关系。 同时,引入基于

高斯噪声、基线漂移和强度缩放的物理驱动在线数据增强策略,以提高模型鲁棒性。 片剂 API 含量预测实验表明,TFGA 在预

测集上的决定系数 (R2
p) 为 0. 966

 

6,预测均方根误差(RMSEP)为 0. 205
 

3,相对分析误差(RPD)为 5. 585
 

6,整体性能显著优

于 PLSR、SVM、RF 和 1D-CNN 模型。 输入梯度显著性分析证实,该模型能够准确识别与 API 浓度及 C≡N 等特征化学键相

关的敏感波段。 结果表明,TFGA 模型可为多源异构光谱的高精度、可解释定量分析提供有效方法。
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Abstract:
 

Rapid,
 

non-destructive
 

determination
 

of
 

active
 

pharmaceutical
 

ingredients
 

( API)
 

is
 

crucial
 

for
 

the
 

pharmaceutical
 

industry
 

.
 

To
 

address
 

scale
 

discrepancies,
 

feature
 

redundancy,
 

and
 

small-sample
 

overfitting
 

in
 

near-infrared
 

(NIR)
 

and
 

Raman
 

spectral
 

fusion,
 

we
 

propose
 

TFGA,
 

a
 

quantitative
 

model
 

combining
 

a
 

Global
 

Attention
 

Mechanism
 

(GAM)
 

and
 

a
 

Transformer.
 

TFGA
 

directly
 

concatenates
 

raw
 

spectra,
 

utilizing
 

GAM
 

to
 

enhance
 

key
 

features
 

and
 

suppress
 

background
 

noise,
 

while
 

the
 

Transformer
 

captures
 

cross-modal
 

long-range
 

dependencies
 

of
 

spectral
 

sequences.
 

A
 

physics-driven
 

online
 

data
 

augmentation
 

strategy
 

is
 

introduced
 

to
 

boost
 

robustness.
 

For
 

tablet
 

API
 

prediction,
 

TFGA
 

achieved
 

an
 

R2
p

  of
 

0. 966
 

6,
 

RMSEP
 

of
 

0. 205
 

3,
 

and
 

RPD
 

of
 

5. 585
 

6,
 

significantly
 

outperforming
 

PLSR,
 

SVM,
 

RF,
 

and
 

1D-CNN
 

models.
 

Saliency
 

analysis
 

confirms
 

it
 

accurately
 

identifies
 

sensitive
 

bands
 

linked
 

to
 

API
 

concentration
 

and
 

characteristic
 

C≡N
 

bonds.
 

Overall,
 

TFGA
 

provides
 

an
 

effective
 

approach
 

for
 

high-
precision,interpretable

 

quantitative
 

analysis
 

of
 

heterogeneous
 

multi-source
 

spectra.
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0　 引　 言

药品质量控制中活性成分( API)含量的测定,

是固体制剂生产、过程监控及成品放行的核心环节,
对保障药品的有效性和安全性至关重要[1-2] 。 传统

理化分析方法虽具有较高准确度,但其繁琐的样品



前处理步骤和冗长的分析周期,难以完全满足现代

制药工业对快速、无损及在线检测的迫切需求[3] 。
近红外光谱(NIR)与拉曼光谱(Raman

 

spectroscopy)
作为两种重要的分子振动光谱技术,具有制样简单、
检测速度快、非侵入性等优势,已广泛应用于药物分

析、过程分析等领域[4-5] 。 其中,NIR 主要反映含氢

基团,如 C-H、O-H、N-H 的倍频与合频吸收信息,适
合表征样品的整体组成与物理性质[6] ;Raman 则基

于分子振动引起的极化率变化,其特征峰形尖锐,对
分子骨架结构高度敏感,能够解析关键的化学结构

信息[7] ,适用于药物固体的定性与定量分析,具有

快速、无损、结构信息丰富等特征优势[8] 。 在药片

API 的定量分析中,NIR 与 Raman 联用能够提供更

全面的物质信息,如 Dyrby[9] 等研究发现,即便目标

组分含氰基( C≡N)等 Raman 活性的官能团,其定

量结果仍可能受到 Raman 局部采样特性的限制,而
NIR 透射光谱则更能反映样品的整体平均信息。 研

究表明,在多源光谱融合建模时,可以通过合理的融

合策略和建模方法促进两种光谱信息的互补优势,
从而提升 API 定量分析的准确性与可靠性。

目前,光谱定量分析常用的方法包括偏最小二

乘判 别 分 析 ( Partial
 

Least
 

Squares
 

Discriminant
  

Analysis,
 

PLS-DA ) [10] 、 偏最小二乘回归 ( Partial
 

Least
 

Squares
 

Regression,
 

PLSR ) [11] 、 支持向量机

( Support
 

Vector
 

Machine,
 

SVM ) [12] 、 随 机 森 林

(Random
 

Forest,
 

RF) [13] 等传统化学计量学与机器

学习方法。 面对复杂基体以及多源光谱融合带来的

非线性响应,传统线性模型在深层特征提取和复杂

模式表达方面存在一定局限。 Zhang[14] 等指出,机
器学习方法已广泛应用于 NIR 光谱的预处理、变量

选择和定量分析任务,但模型性能仍受到样本规模、
变量维度及特征表达方式等因素影响。 随着深度学

习的快速发展,卷积神经网络( Convolutional
 

Neural
 

Network,CNN) 逐渐被用于光谱定量分析[15] 。 于

水[16]等通过并联卷积模块提取多尺度光谱特征,提
升了模型预测性能与可解释性。 不过,CNN 主要依

赖局部卷积核提取特征,在建模远距离波段之间的

关联关系时仍存在不足。 相比之下,Transformer 架

构中的自注意力机制能够建模序列中任意位置之间

的全局依赖关系,不受固定感受野限制[17] 。 因此,
将 Transformer 引入 NIR-Raman 融合光谱建模,有助

于捕捉跨波段、跨模态的全局关联信息。 在多源光

谱融合策略方面,数据级融合通过直接拼接原始光

谱变 量, 能 够 最 大 程 度 保 留 初 始 信 息。 Szabó-

Szücs[18]等指出融合策略的选择会显著影响模型的

预测性能和稳健性。 对于小样本、高维度的 NIR-
Raman 数据集而言,如何在保留原始光谱信息的同

时,从大量冗余变量中提取关键特征,并抑制噪声对

模型训练的影响,仍是当前研究中的关键问题。
针对上述挑战,本文提出一种基于全局注意力机

制(Global
 

Attention
 

Mechanism,GAM)与 Transformer 结
合的融合定量分析模型,简称 TFGA 模型。 基于数据

级融合框架,本模型以级联后的 NIR-Raman 原始光谱

为输入端。 为避免光谱直接级联带来的特征冗余问

题,模型在自注意力机制前置入 GAM 模块,通过通

道与位置双维度的特征解耦与动态交互,使模型在

Transformer 编码前能够优先关注与 API 含量变化相

关的敏感区域。 随后,借助 Transformer 对长距离依

赖关系的建模能力,进一步捕捉融合光谱中跨波段、
跨模态信号之间的全局关联, 从而实现对 NIR-
Raman 融合光谱深层特征的有效表征。 与传统机器

学习模型相比,TFGA 模型能够更充分地提取融合

光谱中的非线性特征;与 CNN 类模型相比,其具备

更强的全局依赖建模能力;与单纯 Transformer 相

比,引入 GAM 有助于提高模型对关键光谱区域的

敏感性。 因此, TFGA 模型在小样本、 高维 NIR-
Raman 药片 API 定量分析任务中,能够兼顾局部特

征增强、全局信息建模和双光谱融合表达,为多源光

谱定量分析提供了一种可行的建模思路。

1　 实验部分

1. 1　 数据来源

本研究使用的数据集源自
 

H.
 

Lundbeck
 

A / S
 

公

司的艾司西酞普兰( EscitalopramTM ) 片剂质量控制

相关研究[19] 。 数据获取地址: https: / / eigenvector.
com / resources / data-sets / 。 样品来自实验室、试点及

全规模生产批次,总计 31 批次。 片剂主要由微晶纤

维素和常规辅料组成,部分样品具有涂层。 NIR 光

谱在 4
 

000-14
 

000
 

cm-1 范围内采用透射模式测量,
同时采集范围为 3

 

600 - 200
 

cm-1 的 FT-Raman 光

谱,以充分捕获含 C≡N 键的 API 特征信号。 分别

采集 310 个样本的 NIR 光谱、 120 个样本的 FT-
Raman 光谱数据,记录样本编号、活性成分含量、样
本类型等。 NIR 与 Raman 光谱数据的样本匹配情

况见表 1。 采用 NIR-Raman 双光谱融合建模,仅保

留具有 NIR 和 Raman 光谱的共同样本,最终获得

120 个融合样本。 数据集的预测目标为药片中活性

成分含量,单位为%( w / w)。 融合后样本同时包含
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NIR 与 Raman 两类光谱变量,构成小样本、高维度

的多源光谱数据。 NIR 光谱主要表征样品整体组成

和物理性质[20] ,Raman 光谱则基于分子振动引起的

极化率变化,对分子骨架结构高度敏感,能够解析关

键的局部化学结构信息[21-22] ,两者在定量分析中具

有潜在的互补优势。
表 1　 原始光谱数据与融合后样本数量统计

Table
 

1 　 Statistics
 

of
 

sample
 

quantities
 

for
 

original
 

and
 

fused
 

spectral
 

data

数据类型 原始样本数 匹配后样本数

NIR 310 120

Raman 120 120

NIR+Raman 融合 120 120

　 　 图 1 展示了片剂样本的 NIR、Raman 及融合光

谱预处理结果。 其中,图 1( a)为 NIR 原始光谱,整
体表现为较宽的吸收带,峰形重叠较明显;图 1( b)
为 Raman 原始光谱,具有较尖锐的特征峰,能够提

供局部分子振动信息;图 1(c)所示原始融合光谱,
采用数据级融合方式将 NIR 与 Raman 光谱在特征

维度上直接拼接形成,能充分利用两种光谱的互补

信息;采用 Standard
 

Scaler 对融合光谱进行标准化

处理,得到图 1( d)所示的标准化融合光谱,可以解

决
 

NIR 与 Raman 光谱在信号强度和量纲上存在的

差异化问题,降低不同光谱变量尺度差异对模型训

练的影响。
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图 1　 片剂样本的原始光谱、融合光谱及标准化处理结果

Fig. 1　 Raw
 

spectra,
 

fused
 

spectra
 

and
 

standardized
 

spectra
 

of
 

tablet
 

samples

1. 2　 数据预处理与在线数据增强

本文将融合后的 NIR-Raman 光谱样本按照

8 ∶ 2 的比例随机划分为训练集和预测集。 标准化

处理采用 Standard
 

Scaler。 考虑到融合样本数量有

限,为提高模型训练稳定性和泛化能力,本文在训练

阶段引入基于光谱物理扰动机制的动态数据增强策

略,通过模拟基线漂移、强度扰动、波长偏移及噪声

变化等方式扩充训练样本分布[23-24] 。 对于标准化

后的融合光谱向量 x, 增强后的光谱 x􀮨 可表示为:

x􀮨 = (x + 􀆠 + δ)·s (1)
　 　 其中, 􀆠 表示服从零均值高斯分布的随机噪

声;δ 表示小幅度基线偏移;s 表示接近 1 的随机强

度缩放因子。 本文设置噪声标准差为 0. 005, 基

线漂移最大幅度为 0. 01, 强度缩放最大幅度为

0. 01。
1. 3　 模型结构

TFGA 模型以数据级融合后的 NIR-Raman 光谱

作为输入,通过局部光谱片段嵌入、全局注意力增强

和 Transformer 全局依赖建模,实现对药片 API 含量

的回归预测。 模型整体结构包括 5 个部分:光谱数

据级融合模块、Patch
 

Embedding 模块、全局注意力

增强模块、Transformer 编码模块和回归预测模块,如
图 2 所示。
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图 2　 TFGA 模型工作流程

Fig. 2　 Workflow
 

of
 

the
 

TFGA
 

model
 

for
 

fused
 

NIR-Raman
 

spectra

　 　 首先,对匹配后的 NIR 光谱和 Raman 光谱进行

数据级融合。 对于第 i 个样本,其近红外光谱向量

记为 X( i)
NIR, 拉曼光谱向量记为 X( i)

Raman, 则融合光谱可

表示为:
X( i)

fusion = [X( i)
NIR,X( i)

Raman] (2)
　 　 其中, [X( i)

NIR, X( i)
Raman] 表示在特征维度上的拼

接。 由于 NIR 与 Raman 光谱在信号强度、变量尺度

和峰形结构上存在差异,本文在模型训练前对融合

光谱进行标准化处理,使不同光谱变量处于相对一

致的数值范围,以降低量纲差异对模型训练的影响。
在 Patch

 

Embedding 模块中,标准化后的融合光

谱首先被输入一维卷积层。 该模块的作用是将连续

的高维一维光谱划分为若干局部光谱片段,并映射

到统一的特征维度。 卷积嵌入后进一步加入 GELU
激活函数,以稳定特征分布并增强非线性表达能

力[25-26] 。 该过程可表示为:
Z = GELU(Conv1D(X fusion)) (3)

　 　 其中, X fusion 表示标准化后的融合光谱输入;
 

Conv1D 表示一维卷积式 Patch
 

Embedding 操作; Z
表示经过局部片段嵌入后的光谱 token 序列。

随后,本文在 Transformer 编码前引入 GAM 对

光谱 token 进行特征增强。 通过 GAM 模块,模型能

够在进入自注意力建模前优先突出对定量预测更有

贡献的光谱区域。 经过 GAM 增强后的 token 序列

被输入 Transformer 编码模块。 本文在 token 序列前

加入一个可学习的 CLS
 

token,用于聚合整个融合光

谱的全局表示;同时引入位置编码,以保留光谱片段

之间的顺序信息。 Transformer
 

Encoder 由多头自注

意力 层、 前 馈 神 经 网 络、 残 差 连 接 和 Layer
 

Normalization 组成[27-28] 。 其核心作用是建模不同光

谱片段之间的长距离依赖关系,尤其适用于 NIR-
 

Raman 融合后存在跨波段、跨模态关联的信息表征。
相比仅依赖卷积核局部感受野的 CNN 结构,
Transformer 可以直接建立远距离光谱片段之间的关

联,从而增强模型对融合光谱全局结构的学习能力。
最后,模型将 Transformer 输出的 CLS

 

token 表

征输入回归预测模块。 回归头由全连接层、GELU
激活函数和 Dropout 组成,最终输出药片 API 含量

的预测值:

ŷ( i) =freg(h( i)
CLS) (4)

　 　 其中, h( i)
CLS 表示第 i 个样本经过 Transformer 编

码后的全局光谱表征, ŷ( i) 为模型预测的 API 含量。
模型训练过程中采用均方误差 ( Mean

 

Squared
 

Error,MSE)作为损失函数:

L = 1
N∑

N

i = 1
(y( i) -ŷ( i) ) 2 (5)

　 　 其中, y( i) 为真实 API 含量; ŷ( i) 为预测值; N
为训练样本数。

综上,TFGA 模型的核心思想是在数据级融合

阶段保留 NIR 与 Raman 的原始信息, 首先通过

Patch
 

Embedding 提取局部光谱片段特征,再利用

GAM 对关键特征进行增强,最后通过 Transformer 建
模融合光谱中的全局依赖关系。 该结构兼顾了局部

特征提取、关键波段增强和跨波段全局建模能力,适
用于小样本、高维度 NIR-Raman 融合光谱的药片活

性成分定量预测。
1. 4　 模型评价

采用预测集决定系数 R2
p、 预测均方根误差

RMSEP、相对分析误差 RPD 和平均绝对百分比误差

MAPE 作为主要评价指标[29-30] 。
各评价指标计算公式如下:

421 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



R2
p = 1 -

∑
Np

i = 1
(yp,i -ŷp,i) 2

∑
Np

i = 1
(yp,i -y

-
p) 2

(6)

RMSEP =
　

1
Np

∑
Np

i = 1
( ŷp,i -yp,i) 2 (7)

RPD =
SDp

RMSEP
(8)

MAPE = 100%
Np

∑
Np

i = 1

yp,i -ŷp,i

yp,i

(9)

　 　 其中, Np 表示预测集样本数; yp,i、ŷp,i 分别表示

预测集中第 i 个样本的真实 API 含量和预测 API 含

量; y- p 表示预测集真实值的平均值; SDp 表示预测集

真实值的标准差。 通常情况下,较高的 R2
p 和 RPD,

以及较低的 RMSEP 和 MAPE,表明模型具有更好的

预测精度和泛化能力。

2　 结果与讨论

2. 1　 基于 TFGA 模型的贡献度波长分析

采用输入梯度显著性分析方法,计算模型输出

对输入光谱变量的局部敏感程度,并将归一化显著

性权重用于表征不同光谱特征点对预测结果的相对

贡献,以分析 TFGA 模型在 NIR-Raman 融合光谱定

量预测过程中的特征敏感区域。 该方法反映模型在

当前训练条件和测试样本下对输入变量的梯度敏感

性,因此其结果主要用于解释模型关注的重要区域。
由图 3 可以看出,TFGA 模型在 NIR-Raman 融合光

谱上并不是均匀关注所有输入变量,而是表现出明

显的局部敏感特征。 上半部分展示了 NIR 与

Raman 的原始平均融合光谱,下半部分展示了对应

的归一化输入梯度显著性权重。 整体来看,NIR 区

域前段出现较高显著性响应,说明该区域的光谱变

化对 API 含量预测较为敏感。 同时,Raman 区域也

存在多个局部显著性高峰,尤其在若干尖锐峰附近

显著性权重明显升高,表明 Raman 光谱中的局部分

子振动信息也参与了模型预测过程。 结合图 4 进一

步分析可以发现,TFGA 模型的主要贡献特征集中

在 NIR 区域约 7
 

460-7
 

637
 

cm-1 附近,其中 7
 

544-
7

 

568
 

cm-1 附近的显著性权重最高,提示 NIR 光谱

在本研究的 API 含量预测中提供了重要的定量信

息。 由于 NIR 光谱主要来源于 C-H、O-H、N-H 等含

氢基团的倍频与合频吸收,且峰形通常较宽、重叠较

强,因此该区域反映了药片中 API 与辅料整体组

成、物理状态或基体效应的综合变化,不能直接归属

于某一个单一官能团峰。 从 Raman 区域来看,图 4
表明高贡献特征主要分布在 613 - 636

 

cm-1 和

2
 

181-2
 

193
 

cm-1 附近,其中 613-636
 

cm-1 区域出

现多个连续高显著性特征,提示该区域峰的信息对

模型预测具有一定贡献,该区域与药物分子或辅料

中的骨架振动、环变形振动等低波数结构信息有关;
2

 

181-2
 

193
 

cm-1 区域也表现出较高的显著性,结
合该药片数据集的背景可知,目标活性成分含有

Raman 活性的 C≡N 官能团,该高显著性区域可能

与 C≡N 相关伸缩振动信息有关。
结合图 3 和图 4 可知,NIR 区域的高贡献特征

分布更集中,说明整体吸收变化是 API 含量预测的

重要基础;Raman 区域的贡献表现为多个局部峰,说
明其提供了补充性的分子结构信息。 该结果与

TFGA 的模型设计思路一致,即通过数据级融合保

留 NIR 与 Raman 的原始信息, 再利用 GAM 和

Transformer 对关键光谱区域及跨波段关系进行建

模。 因此,贡献度波长分析表明,TFGA 模型能够从

高维融合光谱中筛选出与 API 含量变化相关的敏

感区域,为模型预测结果提供可解释性。
2. 2　 不同建模方法分析

选取传统机器学习模型、深度学习基线模型与

本文所提出的 TFGA 模型进行对比分析。 不同模型

的实验结果见表 2。 由表 2 可知,TFGA 模型在数据

集上取得 R2
p = 0. 966

 

6、RMSEP = 0. 205
 

3、RPD =
5. 585

 

6 和 MAPE = 2. 40%,在所有模型中表现最

优。
表 2　 不同模型在预测集上的定量分析性能对比

Table
 

2 　 Comparison
 

of
 

quantitative
 

prediction
 

performance
 

of
 

different
 

models
 

on
 

the
 

prediction
 

set

模型 R2
p RMSEP RPD MAPE / %

PLSR 0. 534
 

1 0. 766
 

1 1. 496
 

6 6. 59

SVM 0. 742
 

4 0. 569
 

6 2. 012
 

8 5. 58

RF 0. 799
 

7 0. 502
 

2 2. 282
 

7 4. 30

1D-CNN 0. 760
 

1 0. 549
 

8 2. 085
 

5 5. 99

1D-CNN+GAM 0. 811
 

0 0. 487
 

9 2. 349
 

9 5. 34

Transformer 0. 931
 

7 0. 293
 

2 3. 909
 

8 3. 26

TFGA 0. 966
 

6 0. 205
 

3 5. 585
 

6 2. 40

　 　 结果表明,传统机器学习模型虽然具有建模流

程简单、可解释性较强等优点,但在面对 NIR-Raman
高维融合光谱时,对复杂非线性关系和跨模态互补

信息的提取能力不足。 1D-CNN 和 1D-CNN + GAM
能够增强局部光谱特征表达,但对长距离波段依赖
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关系的建模能力仍有限。 相比之下,TFGA 通过数

据级融合保留 NIR 与 Raman 的原始光谱信息,利用

GAM 增强关键光谱区域,并通过 Transformer 捕捉长

距离依赖关系,因此在预测精度、误差控制和模型表

征能力方面均表现更优。 结果说明,基于全局注意

力机制和 Transformer 的融合建模方法更适合本研

究中的小样本、高维度 NIR-Raman 光谱 API 含量定

量分析任务。
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图 3　 TFGA 模型的融合光谱显著性分析图

Fig. 3　 Saliency
 

analysis
 

of
 

fused
 

spectra
 

using
 

the
 

TFGA
 

model
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图 4　 TFGA 模型 Top30 高贡献光谱特征

Fig. 4　 Top
 

30
 

salient
 

spectral
 

features
 

identified
 

by
 

the
 

TFGA
 

model

2. 3　 消融实验

为进一步验证 TFGA 模型中关键模块对预测性

能的贡献,本文以 Transformer 作为基础模型,考察

GAM 对模型预测性能的影响。 由表 3 可见, 与
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Transformer 相比,引入 GAM 后,TFGA 的预测性能

进一步提升, R2
p 提高至 0. 966

 

6, RMSEP 降低至

0. 205
 

3,MAPE 降低至 2. 40%。 该结果表明,结合

GAM 与 Transformer,能够同时发挥关键光谱特征增

强和全局依赖建模的优势,从而提高 NIR-Raman 融

合光谱对片剂 API 含量的定量预测能力。
表 3　 TFGA

 

模型关键模块消融实验结果

Table
 

3　 Ablation
 

study
 

results
 

of
 

key
 

modules
 

in
 

the
 

TFGA
 

model

模型 R2
p RMSEP RPD MAPE / %

Transformer 0. 931
 

7 0. 293
 

2 3. 909
 

8 3. 26

TFGA 0. 966
 

6 0. 205
 

3 5. 585
 

6 2. 40

3　 结束语

本文提出了一种基于全局注意 力 机 制 和

Transformer 的近红外光谱与拉曼光谱融合定量分析

模型 TFGA,用于片剂活性成分 API 含量的快速预

测。 该模型首先采用数据级融合方式,将 NIR 与

Raman 光谱在特征维度上直接拼接,以保留两种光

谱的互补信息;随后利用 GAM 对关键光谱区域进

行增强,并通过 Transformer 捕捉融合光谱中的长距

离依赖关系,建立融合光谱与 API 含量之间的非线

性映射关系。 实验结果表明,TFGA 模型在预测集

上取得了较好的定量分析性能,TFGA 能够更充分

地挖掘 NIR 与 Raman 光谱之间的互补信息。 消融

实验进一步证明,GAM 是提升 TFGA 模型性能的关

键模块,该模块能够有效增强与 API 含量预测相关

的关键光谱特征。 此外,基于输入梯度的显著性分

析结果表明,TFGA 模型对 NIR 区域前段的部分特

征关注更多,同时 Raman 区域的若干局部特征也对

预测结果产生贡献,提示模型并非均匀地依赖全部

融合光谱变量,而是从高维光谱数据中主动筛选出

对 API 含量变化更敏感的关键区域,从而在一定程

度上提升了模型的可解释性。
综上所述, TFGA 模型能够有效融合 NIR 与

Raman 光谱信息,并在小样本、高维度的片剂 API
含量预测任务中表现出较好的预测能力和稳定性。
该方法为药品质量控制中的快速、无损定量检测提

供了可行的思路。 但本文仍存在样本量有限、外部

验证不足等问题,后续研究可进一步扩大样本规模,
结合独立验证集和更深入的化学峰归属分析,以提

升模型的泛化能力和实际应用价值。
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