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摘　 要:
 

针对现有基于 Transformer 的单目三维人体姿态估计网络对局部运动特征建模不足,以及传统图卷积网络因静态参数

难以适应人体动作幅度动态变化的问题,本文提出了一种基于动态多粒度图卷积的三维姿态估计网络。 首先该网络通过引入动

态多粒度图卷积模块,不仅能对人体关节按照自由度分区建模,还能利用动态调制机制根据输入数据自适应生成调制参数,提升

对局部关节运动表征的感知能力。 在此基础上,本文引入了动态多粒度图 Transformer 模块,将上述图卷积与多头自注意力机制

结合,实现了对关节局部特征与全局上下文信息的协同建模。 最后引入双流时频特征融合 Transformer 模块,通过交叉注意力深

度挖掘时域瞬时信息与频域全局趋势之间的互补性,弥补单一时域特征表达不充分的缺限。 实验结果显示,本文方法在 Hu-
man3. 6M 以及 MPI-INF-3DHP 数据集上的指标优于 PoseFormerV2 等主流方法,证明了本文所提方法的有效性。
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Abstract:
 

To
 

address
 

the
 

limitations
 

of
 

existing
 

Transformer-based
 

monocular
 

3D
 

human
 

pose
 

estimation
 

networks
 

in
 

modeling
 

local
 

motion
 

features,
 

and
 

the
 

difficulty
 

that
 

traditional
 

Graph
 

Convolutional
 

Networks
 

(GCNs)
 

have
 

in
 

adapting
 

to
 

dynamic
  

human
 

motion
 

with
 

static
 

parameters,
 

this
 

paper
 

proposes
 

a
 

3D
 

pose
 

estimation
 

network
 

based
 

on
 

dynamic
 

multi-granularity
 

graph
 

convolution.
 

First,
 

by
 

introducing
 

a
 

dynamic
 

multi-granularity
 

graph
 

convolution
 

module,
 

the
 

network
 

not
 

only
 

models
 

human
 

joints
 

based
 

on
 

degree-of-freedom
 

partitioning
 

but
 

also
 

utilizes
 

a
 

dynamic
 

modulation
 

mechanism
 

to
 

adaptively
 

generate
 

modulation
 

parameters
 

based
 

on
 

input
 

data.
 

This
 

enhances
 

the
 

perception
 

capability
 

for
 

local
 

joint
 

motion
 

representations.
 

Building
 

upon
 

this,
 

a
 

dynamic
 

multi-granularity
 

graph
 

transformer
 

module
 

is
 

introduced.
 

This
 

module
 

integrates
 

the
 

aforementioned
 

graph
 

convolution
 

with
 

multi-head
 

self-attention
 

mechanisms,
 

achieving
 

synergistic
 

modeling
 

of
 

local
 

joint
 

features
 

and
 

global
 

context
 

information.
 

Finally,
 

a
 

dual-stream
 

time-frequency
 

feature
 

fusion
 

transformer
 

module
 

uses
 

cross-attention
 

to
 

explore
 

the
 

complementarity
 

between
 

instantaneous
 

time-domain
 

information
 

and
 

global
 

frequency-domain
 

trends,
 

overcoming
 

single
 

time-domain
 

feature
 

limitations.
 

Experimental
 

results
 

on
 

Human 3. 6M
 

and
 

MPI-INF-3DHP
 

datasets
 

show
 

the
 

method
 

outperforms
 

mainstream
 

models
 

like
 

PoseFormerV2,
 

verifying
 

its
 

effectiveness.
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0　 引　 言

三维人体姿态估计是计算机视觉领域中的一项

重要技术,其目标是从图像或视频序列中重建人体

关节的三维空间坐标,从而获得更完整和准确的人

体姿态信息。 由于三维人体姿态包含人体运动几何



及运动学等信息,故在智慧医疗、智能制造、人机交

互[1]等方面应用广泛。
随着深度学习的发展,三维人体姿态估计也从

传统方法转向了基于深度学习的方法。 目前基于深

度学习的三维人体姿态估计主要分为端到端方

法[2]和两阶段方法[3] 。 端到端方法直接从二维图

像或视频中推断出三维人体姿态,
 

而不需要中间估

计二维姿态表示[4] 。 相比于端到端方法,两阶段方

法则采用了分而治之的策略,首先利用现有成熟的

二维姿态估计模型检测二维关节坐标,然后将其提

升至三维空间中。 在多数场景下,由于现有二维姿

态检测器性能出色,所以两阶段方法在人体姿态估

计精度上普遍优于端到端方法。
近年来,基于自注意力机制的 Transformer 网

络[5]受到了大量关注,无论是在自然语言处理领

域[6]还是在计算机视觉领域[7] 中,Transformer 都展

现了其重要性。 在三维人体姿态估计领域中,同样

也有大量的工作利用了 Transformer 网络。 Zheng
等[8]首次将一个完全基于 Transformer 的网络应用

到三维人体姿态估计中,该模型以二维姿态序列为

输入,通过时空 Transformer 模块全面建模每帧关节

的空间关系以及帧与帧之间的时间相关性。 Zhao
等[9] 提 出 了 PoseFormerV2 模 型, 该 模 型 在

PoseFormerV1 的基础上引入了频域表示,并将频域

与时空注意力机制融合,有效地融合了时域和频域

的特征,提高了三维关节点检测的鲁棒性。 尽管基

于 Transformer 的方法在长距离建模中表现出色,但
Transformer 架构通常会忽略人体本身具有的拓扑先

验知识,在面对遮挡问题时无法利用人体的先验知

识估计准确的关节位置。 因此一些研究尝试将图卷

积网络(GCN)引入三维人体姿态估计任务,并取得

了显著的效果。 Zhao 等[10] 提出了一种语义图卷积

结构(SemGCN),旨在通过学习邻接节点间的隐含

关联与拓扑依赖来实现对人体结构语义特征的有效

提取。 Zou 等[11] 提出调制图卷积网络 ( Modulated
 

GCN),该网络引入权重调制和亲和度调制技术,解
决了传统图卷积网络中不同关节之间共享特征变换

的问题,但其共享同一个关系模式,在一定程度上限

制了关节多样性的表达。 Chen 等[12] 提出了部件特

殊关系共享策略(PSKS),该策略使得关节处理不同

的邻居时可以根据邻居节点的特性学习对应的关系

模式,能够更准确地捕捉关节间的内在联系和共性。
但因其所有分组内部调制参数是静态的,难以自适

应捕捉不同动作幅度的动态变化。 尽管 GCN 能够

捕捉人体关节拓扑结构,但由于其普遍使用共享卷

积核机制,导致模型对所有关节同等建模,无法有效

区分不同关节在运动幅度上的差异。 这种对局部关

节差异的忽视,限制了模型的精细化建模能力,使其

在面对严重遮挡时,难以利用有效的结构先验推理

出准确的关节位置。
综上所述,Transformer 架构和图卷积网络各有

优点,将其有机融合能够更好地应用于三维人体姿

态估计任务中。 因此本文提出了基于动态多粒度图

卷积的三维人体姿态估计网络,具体贡献如下:
(1) 提出动态多粒度图卷积 ( Dynamic

 

Multi-
Granularity

 

Graph
 

Convolution,DMG-GCN),该网络通

过对输入特征进行分组动态调制,突破了传统图卷

积网络因共享静态卷积核而无法适应不同动作实例

幅度差异的局限,能够更精细地捕捉局部关节的动

态运动变化。
(2)设计动态多粒度图 Transformer 模块。

 

该模

块将多头自注意力机制( MSA)与 DMG-GCN 结合,
有效实现了全局与局部空间特征的互补建模,显著

提升了模型在复杂环境下的鲁棒性。
(3)构建双流时频特征融合 Transformer( Dual-

stream
 

Time-Frequency
 

Feature
 

Fusion
 

Transformer,
DTFF-Transformer)模块,利用交叉注意力机制深度

挖掘时域瞬时细节与频域全局趋势之间的互补性,
解决单一域特征表达不充分的问题。

1　 方法

本文提出一种基于动态多粒度图卷积的三维人

体姿态估计网络。 该网络以 2D 姿态序列 X 为输

入,首先采取序列的中心帧作为动态多粒度图

Transformer 模块的输入,表示为 XTime, 将模块得到

的 输 出 进 行 时 间 位 置 嵌 入 ( Time
 

Position
 

Embedding,
 

TPE),表示为 ZTime; 同时使用 DCT 变

换和低通滤波器处理全序列,通过线性映射提取动

作的全局频域特征,再将得到的频域特征进行频域

位置嵌入(Frequency
 

Position
 

Embedding,
 

FPE),表示

为 ZFre。 随后将 ZTime 和 ZFre 并行输入到双流时频特

征融合 Transformer 模块。 最后融合的特征经过回归

头输出最终的三维姿态。 本文的模型如图 1 所示。
1. 1　 动态多粒度图 Transformer
1. 1. 1　 整体架构

为了弥补 Transformer 在局部拓扑感知能力上

的局限,并解决传统图卷积无法适应人体多变运动

幅度的问题,本文提出了动态多粒度图 Transformer

831 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



模块,即在空间 Transformer
 

块中嵌入了一个动态多

粒度图卷积。 通过这种设计,模型可以在保持 MSA
全局建模优势的同时,有效弥补了其对局部骨架结构

感知能力的不足,提升模型在复杂环境下的鲁棒性。

DCT+低通滤波器

动态多粒度图
Transformer 线性映射

回归头

双流时频特征融合Transformer

图 1　 模型总体框架

Fig. 1　 Overall
 

architecture
 

of
 

the
 

model

　 　 如图 2 所示,对于输入的二维姿态序列 X ∈
RF×J×2, 模块首先对其采样,采样后的中心帧序列表

示为 XTime ∈RF’ ×J×2, 其中, F 为原序列数量; F’ 为

中心帧数量; J 为关节点数量。 而后将 XTime 进行特

征重塑,表示为 XTime ∈RF’ ×J×C, 其中 C 为通道数。
将 XTime 作为动态多粒度图 Transformer 的输入,首先

通过多头自注意力机制进行处理,MSA 允许每个关

节关注其他所有关节的信息,从而提取全局的空间

依赖关系,计算公式如下:
Z = XTime + MSA(LN(XTime)) (1)

　 　 其中,LN ( ·) 表示层归一化,MSA ( ·) 表示

MSA 计算。 尽管 MSA 能够捕捉长距离依赖,但无

法利用人体固有的骨骼拓扑结构。 为此本文在

MSA 后引入了 DMG-GCN 模块,该模块对 MSA 提取

的全局特征进一步建模,分组捕捉局部关节的动态

运动变化。 计算公式如下:
Z′ = Z + DMG - GCN(LN(Z)) (2)

　 　 最后,特征通过 MLP 网络进行非线性变换,得
到最终的输出 ZTime:

ZTime = Z′ + MLP(LN(Z′)) (3)
　 　 其中 MLP(·)表示多层感知机。

LN MSA LN DMG�GCN LN MLP

图 2　 动态多粒度图 Transformer
Fig. 2　 Dynamic

 

multi-granularity
 

graph
 

transformer

1. 1. 2　 动态多粒度图卷积

针对传统图卷积无法适应人体多变运动幅度的

问题,本文引入了动态多粒度图卷积模块。 该模块

将人体关节按照自由度分组,每组独立学习特征,使
其能够自适应地处理不同类型的邻居关节,提高局

部空间的建模能力。 此外,其还引入动态通道调制

(Dynamic
 

Channel
 

Modulation,
 

DCM) 机制,使得模

型能够根据输入实例自适应调节特征权重。 动态多

粒度图卷积如图 3 所示。

∑ H'

Mask

MnH

W

Li
ne
ar

R
eL

U
Li
ne
ar

Ta
nh M

A

4DCM

图 3　 动态多粒度图卷积

Fig. 3　 Dynamic
 

multi-granularity
 

graph
 

convolution

　 　 对于传统图卷积,单层卷积层按照下式完成特

征的变换与聚合:

H′ = σ(WHÂ) (4)

　 　 其中, H′ ∈RD′×J 是更新后的特征矩阵; σ(·)

表示激活函数; W ∈RD′×D 是权重矩阵; H ∈RD×J 是

输入特征矩阵; Â 是 A ∈{0,1} J×J 经过对称归一化

操作的邻接矩阵, J 为节点个数; D 和 D′ 表示特征

维度。 为了捕捉不同身体部位运动模式的差异,本
文采用 Wang 等[13]提出的关节点划分策略,根据关

节的运动自由度与解剖学位置,将人体骨骼拓扑划

分为 3 个语义组:低自由度的躯干、中自由度的近端

肢体以及高自由度的末端肢体。 使网络能针对不同

灵活度的邻接关节学习特定的特征变换模式。 在此

基础上,将矩阵分为 4 个子矩阵,定义如下:

A = ∑
N-1

n = 0
An (5)

　 　 其中, N 为子矩阵数量; A0 为单位矩阵; A1、
A2、A3 分别为低、中、高自由度的 3 组矩阵。 此时图

卷积计算公式更新为:
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H′ = σ(∑
N-1

n = 0
WHÂn) (6)

　 　 其中, W ∈RD′×D 是权重矩阵; Ân 是第 n组归一

化后的矩阵。 为进一步解决静态特征变换矩阵 W
无法适应动态实例的问题,本文引入了 DCM 机制,
该机制通过线性层和 ReLU 提取上下文特征,再由

tanh 激活函数处理生成调制权重,旨在根据当前的

输入动态地调整特征的调制参数,从而实现更精细

的特征学习。 计算公式为:
M = tanh(Wb·ReLU(Wa·H + b1) + b2) (7)

　 　 其中, M ∈RD′×J 表示调制矩阵; Wa、Wb 分别为

降维和升维的线性投影权重;ReLU( ·)表示 ReLU
激活函数; b1、b2 为归纳偏置;tanh ( ·) 为激活函

数。 最终将调制系数控制在( -1,1)区间,使得模型

不仅能增强或抑制特征,还能反转特征方向,从而灵

活适应复杂的几何变换。 生成的全局张量 M 随后

根据语义分组解耦为 N 组,分别调制前面所述的 N
组区间的特征。 最终 DMG-GCN 的公式更新为:

H′ = σ(∑
N-1

n = 0
(Mn☉(WH)) Ân) (8)

　 　 其中, Mn ∈RD′×J 为第 n 组的调制矩阵,☉ 表示

元素级相乘。
1. 2　 双流时频特征融合 Transformer

为克服单一域特征表达的局限性,并增强模型

对复杂动作时空依赖的捕捉能力,本文设计了双流

时频特征融合 Transformer,其中频域特征保留了动

作的全局运动趋势,并且可以有效地抑制高频抖动

噪声;而时域特征则提供局部运动的详细信息。 将

这两种特征进行交叉交互,能更充分地挖掘时域的

瞬时信息和频域的全局信息之间的互补性,提升模

型的性能,该模块如图 4 所示。

LN MSA LN MLP LN MCA LN FreMLP

LN MLP LN MCA LN MLP

划
分

图 4　 双流时频特征融合 Transformer
Fig. 4　 Dual-stream

 

time-frequency
 

feature
 

fusion
 

Transformer

　 　 动态多粒度图 Transformer 输出带有空间信息

的时域特征,将其重塑为 ZTime ∈RF′×(J×C) , 作为双流

时频特征融合 Transformer 其中一支的输入,同时对

原序列 X ∈RF×J×2 进行 DCT 变换,保留前 F′ 个低频

系数,将其通过线性投影到高维空间并进行重塑,得

到的输出表示为 ZFre ∈RF′×(J×C) 。 将时域特征 ZTime

和频域特征 ZFre 并行输入双流时频特征融合

Transformer 的两个分支。 在时域分支,首先对时域

特征进行 MSA 计算,捕捉动作序列中的时间相关

性,随后将特征输入 MLP 进行深度提取,即对特征

进行非线性变换,进一步提高特征的表达能力,时域

特征的计算过程如下:
ZTime = ZTime + MSA(LN(ZTime)) (9)
ZTime = ZTime + MLP(LN(ZTime)) (10)

　 　 同时在频域分支中,考虑到频域特征本身包含

全局信息,为了降低复杂度并保留全局信息,故而舍

弃 MSA,直接采用 MLP 网络对频域特征进行映射与

编码以保留全局运动趋势。 该过程表示为:
ZFre = ZFre + MLP(LN(ZFre)) (11)

　 　 随后将这两部分特征进行交叉注意力( MCA)
计算,使时域特征与频域特征互为 Q、K 和 V, 实现

跨域信息的显式交互,从而利用频域的平滑性修正

时域抖动,并借助时域细节补充高频信息。 该过程

定义为:
Z1 = ZTime + MCA(LN(ZTime),LN(ZFre),LN(ZFre))

(12)
Z2 = ZFre + MCA(LN(ZFre),LN(ZTime),LN(ZTime))

(13)
Z′ = Concat(Z1,Z2) (14)

　 　 其中, MCA(Q,K,V) 表示交叉注意力计算,
Concat(·)表示级联操作。 随后将融合后的特征划

分为 2 部分,送入两个并行的分支。 第一个分支采

用频域感知机(FreMLP)模块,该模块能够在去除噪

声的同时,有效恢复由低频滤波可能丢失的快速局

部运动细节。 第二个分支采用 MLP 对特征进行深

度映射,旨在聚合 MCA 提取的特征,通过学习高阶

非线性关系来增强特征的语义层次。 这一过程定义

为:
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Z′
1,Z′

2 = Z′
i,j,[0,C′] ,Z′

i,j,[C′,k] (15)
Z′

1 = Z′
1 + FreMLP(LN(Z′

1)) (16)
Z′

2 = Z′
2 + MLP(LN(Z′

2)) (17)
　 　 其中,FreMLP( ·)表示频域感知机, Z′

1
 、Z′

2 表

示划分出来的两部分特征。 最后将两部分特征融合

后划分,作为下一部分的输入,这一过程表示如下:
Z′ = Concat(Z′

1,Z′
2) (18)

Z1,Z2 = Z′
i,j,[0,C″] ,Z′

i,j,[C″,k] (19)
　 　 双流时频特征融合 Transformer 利用了 MCA,有
效地挖掘时域特征与频域特征之间的互补性,并结

合 MLP 和 FreMLP 的非线性变换,实现时域与频域

特征之间的深度交互,获得更鲁棒的姿态表示。
1. 3　 损失函数

本文使用平均每关节点误差 ( Mean
 

Per
 

Joint
 

Position
 

Error,
 

MPJPE) [14]作为损失函数,计算每个

关节点的三维姿态估计结果与真实姿态结果之间的

平均欧几里得距离,
 

公式如下:

LMPJPE = 1
N∑

N

n = 1
| Yn

per - Yn
GT | (20)

　 　 其中, Yn
per 表示第n个关节点的估计值,Yn

GT 表示

第 n 个关节点的真实值。

2　 实验

本文通过对比实验和消融实验,
 

验证模型的有

效性.
 

实验环境配置如下:
 

使用
 

Windows
 

11 操作系

统
 

,
 

配备
 

Intel( R) Xeon( R) Gold
 

6430
 

CPU@ 2. 10
 

GHz 处理器、NVIDIA
 

RTX
 

5880
 

Ada
 

Generation
 

GPU
及 48

 

GB 内存; 开发环境采用 PyTorch
 

1. 13. 0,
 

Python
 

3. 9 和
 

CUDA
 

11. 7 搭建。
2. 1　 实验细节

2. 1. 1　 数据集及评价指标

Human3. 6M[15]数据集是一个包含 360 万帧图

像的公开三维人体姿态库。 该数据集通过 4 台摄像

机在不同视角下录制,包含了 11 名参与人员在实验

室环境下执行的 15 类日常行为动作,例如吃饭、跑
步、行走、落座等。 为与现有主流方法保持一致,本
文采用标准的划分方式:将 S1、S5、S6、S7

 

和
 

S8
 

作

为训练集, 将 S9 和 S11 指 定 为 测 试 集。 并 将

MPJPE 作为评价指标,MPJPE 用于计算估计姿态与

真实姿态的欧几里得距离,单位为 mm。
MPI-INF-3DHP [16]数据集是一个更具挑战性的

三维姿态数据集,包含受限的室内场景和复杂的户

外场景,由 8 位演员在 14 个摄像机视角中完成 8 个

动作表演,其中测试集包含 6 名演员表演的 7 个动

作。 并采用 MPJPE、150
 

mm 范围内的正确关键点

的百分比
 

(Percentage
 

of
 

Correct
 

Keypoints,PCK)以

及曲线下面积(Area
 

Under
 

Curve,AUC)作为评估指

标,其中 PCK 和 AUC 的结果以%为单位。
2. 1. 2　 实验超参数

在本次实验中,首先对原序列采样,选取 F / 9
帧作为动态多粒度图 Transformer 的输入,同时选取

同等数量的低频系数作为 DTFF-Transformer 的频域

输入,其中 F 为原序列长度。 此外,本文的动态多

粒度图 Transformer 和 DTFF-Transformer 网络均堆叠

4 层用于特征提取,多头自注意力头数设置为 8。 在

训练过程中,本文使用 AdamW 优化器更新网络参

数,初始学习率设置为 0. 001,权重衰减为 0. 1,训练

轮数为 80,批次大小为 1
 

024。
2. 2　 对比试验

在 Human3. 6M 数据集中,本文使用级联金字

塔网络 ( CPN) [17] 的结果作为输入数据。 而对于

MPI-INF-3DHP 数据集,本文则采用地面真实二维

姿态标签作为输入。 所有指标的最优结果用粗体标

注。
表 1 展示了本文模型与当前主流方法在

Human3. 6
 

M 数据集上不同动作的 MPJPE 的对比

结果,所有方法均以 81 帧为输入,每个姿态的最优

结果用加粗表示。 可以看出,本文提出的方法在

Human3. 6
 

M 数据集上取得了良好的效果,MPJPE
的值仅为 44. 8

 

mm,优于 PoseFormerV2、 DGFormer
等主流方法。 相比于基准模型 PoseFormerV2,本文

方法的 MPJPE 降低了 1. 2
 

mm。 对大幅度以及复杂

动作(如拍照、坐下、摆姿势)和遮挡场景(如同行、
坐着)能进行更准确地三维姿态预测。 对比结果表

明,本文方法在复杂动作下可以通过动态多粒度图

卷积提升对局部特征的感知能力,使模型在应对复

杂运动时表现出色;同时,凭借双流时频特征融合

Transformer 对时频特征的融合互补,模型在遮挡场

景中也展现了极强的鲁棒性,这些数据证明了本文

方法在处理人体动作幅度动态变化及遮挡场景下的

有效性。
　 　 表 2 展示了本文模型与当前主流方法在 MPI-
INF-3DHP 数据集上的对比结果。 实验结果显示,
本文方法在正确关键点百分比( PCK),曲线下面积

(AUC) 和 MPJPE 评估指标上的值分别为 98%、
79. 5% 以 及 25. 7

 

mm, 均 优 于 PoseFormerV2、
P-STMO 等主流方法,验证了本文方法在 MPI-INF-
3DHP 数据集上的优越性。
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表 1　 Human3. 6M 数据集上的结果

Table
 

1　 Results
 

in
 

Human3. 6M
 

dataset

方法 指路 讨论 吃饭 问候 打电话 拍照 摆姿势 购物 坐着 坐下 吸烟 等待 遛狗 走路 同行 平均误差

AMPose[18] 44. 9 49. 3 45. 2 48. 8 51. 3 58. 6 47. 8 44. 8 57. 1 66. 5 49. 9 46. 4 52. 9 39. 0 40. 6 49. 5

DG-Net[19] 41. 5 46. 6 41. 0 44. 3 47. 1 54. 1 44. 2 42. 5 54. 9 58. 8 46. 9 43. 1 46. 9 32. 6 35. 6 45. 3

GraFormer[20] 49. 3 53. 9 54. 1 55. 0 63. 0 69. 8 51. 1 53. 3 69. 4 90. 0 58. 0 55. 2 60. 3 47. 4 50. 6 58. 7

DGformer[21] 45. 8 49. 6 46. 2 49. 6 51. 4 58. 7 48. 9 46. 2 56. 6 65. 1 50. 9 47. 2 53. 2 38. 8 41. 5 50. 0

SemGCN[10] 48. 2 60. 8 51. 8 64. 0 64. 6 53. 6 51. 1 67. 4 88. 7 57. 7 73. 2 65. 6 48. 9 64. 8 51. 9 60. 8

Poseformerv2[9] 42. 5 46. 7 41. 9 45. 4 47. 4 53. 5 43. 8 43. 7 55. 8 65. 2 46. 2 44. 7 47. 1 32. 1 33. 3 46. 0

本文 41. 2 45. 3 40. 8 44. 6 46. 2 52. 1 42. 3 42. 6 54. 1 63. 2 45. 0 44. 9 45. 5 31. 3 32. 3 44. 8

表 2　 MPI-INF-3DHP 数据集上的结果

Table
 

2　 Results
 

in
 

MPI-INF-3DHP
 

dataset

方法 PCK / % AUC / % MPJPE / mm

PoseFormerV1[8] 95. 4 63. 2 57. 7

MixSTE[22] 94. 4 66. 5 54. 9

AMPose[18] 98. 0 79. 1 30. 8

MHFormer[23] 93. 8 63. 3 58. 0

P-STMO[24] 97. 9 78. 8 32. 2

PoseFormerV2[9] 97. 9 78. 8 27. 8

本文 98. 0 79. 5 25. 7

2. 3　 消融实验

为验证各个组件对模型的作用,本文开展了多

组消融实验。 在基准模型 PoseFormerV2 的基础上

开展了消融实验,主要研究 DMG-GCN 以及双流时

频特征融合 Transformer 模块对基准模型性能的影

响。 本次实验统一以 27 帧图片作为输入,从基准模

型开始,首先在 PoseFormerV2 的基础上引入 DMG-
GCN 模块,由表 3 可以看出加入 DMG-GCN 后模型

较基准模型提升了 2. 9%。 而在 PoseFormerV2 基础

上用双流时频特征融合 Transformer 模块时,模型误

差为 46. 7
 

mm,较基准模型提升了 2. 5%。 最后使

用本文所提模型时, 在 Human3. 6M 数据集上的

MPJPE 达到了 46. 1
 

mm, 相比基准模型提升了

3. 8%,这充分证明了本文模型的有效性。
表 3　 引入不同组件在 Human3. 6M 数据集上的 MPJPE 值比较

Table
 

3　 Comparison
 

of
 

MPJPE
 

on
 

the
 

Human3. 6M
 

dataset
 

with
 

different
 

components

方法 指路 讨论 吃饭 问候 打电话 拍照 摆姿势 购物 坐着 坐下 吸烟 等待 遛狗 走路 同行 平均误差

PoseformerV2 43. 9 49. 0 44. 2 46. 4 50. 3 56. 2 44. 6 43. 6 58. 2 67. 4 49. 2 45. 5 49. 7 34. 0 36. 2 47. 9

+DMG-GCN 42. 6 47. 6 43. 1 45. 2 48. 8 53. 8 42. 5 42. 8 56. 1 64. 2 48. 1 45. 6 48. 0 33. 8 35. 9 46. 5

+DTFF-Transformer 42. 8 47. 9 43. 3 45. 4 49. 1 55. 3 43. 4 43. 2 55. 4 65. 1 47. 6 45. 4 48. 4 33. 2 35. 4 46. 7

本文 42. 3 47. 0 42. 7 45. 2 48. 4 53. 5 42. 9 42. 6 55. 3 63. 8 47. 5 45. 1 47. 8 33. 0 35. 1 46. 1

　 　 为进一步探索各组件在不同场景下的作用,本
文对 Human3. 6M 数据集中的具体动作进行了详细

分析。 从表 3 可以看出,在涉及到大幅度运动和复

杂姿态的场景中,DMG-GCN 表现出了显著优势,例
如在“坐下” 这种场景下 MPJPE 由 67. 4

 

mm 降至

64. 2
 

mm,而在“拍照”这种场景下 MPJPE 由 56. 2
 

mm
降至 53. 8

 

mm。 而在涉及到遮挡场景时, DTFF-
Transformer 则表现出了优越性,该模块可以对时域

和频域特征进行深度交互,利用频域特征的全局运

动趋势推理出关节的合理位置。 当同时加入 DMG-
GCN 和 DTFF-Transformer 模块时,模型综合性能达

到了最优,意味着两个模块结合,共同提升了模型在

处理复杂时空依赖关系时的鲁棒性,使其在面对大

部分场景时能保持良好的预测性能。

2. 4　 可视化结果

可视化实验中,为展示本文所提模型在三维人

体姿态估计任务中的优势, 本次实验统一采用

HRNet[25]作为二维姿态检测器,将本文方法与当前

主流方法 PoseFormerV2 与 MHFormer 在同一帧图片

上进行定性比较,可视化结果如图 5 所示。
　 　 从图片上可以看出,本文方法在多个区域的预

测均优于其他模型,尤其是在运动幅度较大的末端

肢体(如手腕,脚踝等)上表现更突出,该效果得益

于模型结合了 MSA 和 DMG-GCN,使得模型能够同

时捕捉全局依赖关系和局部特征,并且能对不同自

由度的肢体关节分区建模,从而有效捕捉不同部位

间的运动学差异。 此外,从第 4 行图片上可以看出,
在发生遮挡时本文模型也能根据上下文预测出准确

的姿态表示,这得益于本文提出的 DTFF-Transformer
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模块,其能有效融合时域特征与频域特征,利用频域

特征的全局运动趋势修正时域特征的高频抖动,帮
助模型在特征缺失的情况下推理出合理的关节位

置。 综上所述,可视化结果充分验证了本文所提方

法在处理复杂动作及遮挡场景下的优越性。

（a）输入 （b）本文 （c）PoseFormerV2 （d）MHFormer

图 5　 可视化结果

Fig. 5　 Visualization
 

results

3　 结束语

针对 Transformer 方法无法提取局部特征以及

传统图卷积网络难以适配人体动作幅度动态变化的

问题,本文提出一种融合动态多粒度图卷积与时频

深度交互的三维人体姿态估计方法。 首先引入

DMG-GCN 模块,该网络根据输入动态改变关节点

的调制参数,使得模型能够差异化建模关节点的局

部特征,提升模型在复杂姿态下的精度。 随后引入

多粒度图 Transformer 模块, 将 DMG-GCN 模块与

MSA 串联,使模型能同时捕捉局部物理连接与全局

语义依赖关系, 有效缓解遮挡问题。 最后引入

DTFF-Transformer 模块,利用 MCA 挖掘时域特征与

频域特征的互补信息,利用频域的平滑性修正时域

抖动,并借助时域细节补充高频信息,解决单一域特

征表达不充分的局限。 最后在 Human3. 6M 和 MPI-
INF-3DHP 数据集上的实验结果表明,本文所提出

的方法能够有效降低关节预测误差,提升模型在复

杂场景以及遮挡环境下的检测精度。
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