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摘　 要:
 

全景图像深度估计是一个具有广阔前景的研究方向。 与二维平面图像相比,全景图像包含 360°×180°的视野,但其平

面投影往往存在局部失真和不连续性,为解决这一问题,本文将 HEALPix(Hierarchical
 

Equal
 

Area
 

isoLatitude
 

Pixelization)网格

与 Swin
 

Transformer 相融合,提出一种新的全景图像深度估计模型。 HEALPix 网格是一种分层等面积等纬度处理球面数据的

方法,将整个球面的像素进行均匀地划分,还可以满足不同分辨率的需求。 Swin
 

Transformer 的自注意力机制和移动窗口能够

捕捉像素之间的依赖关系和局部特征,
 

HEALPix 网格的分层嵌套结构可以与窗口的移动和掩码的生成相融合。 两者融合后

可以对全景图像进行球面数据处理,有效地避免了全景图像平面投影的局部失真问题。 最后,本文在 Stanford2D3D 数据集上

进行测试,实验结果表明,在 MAE(0. 142
 

9)、AbsRel(0. 047
 

2)和
 

RMSE(0. 097
 

27)等指标上表现均优于现有的基于深度学习

的全景图像深度估计方法。
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Abstract:
 

Panoramic
 

image
 

depth
 

estimation
 

is
 

a
 

research
 

direction
 

with
 

broad
 

prospects.
 

Compared
 

to
 

2D
 

planar
 

images,
 

panoramic
 

images
 

cover
 

a
 

360°×180°field
 

of
 

view,
 

but
 

their
 

planar
 

projections
 

often
 

suffer
 

from
 

local
 

distortions
 

and
 

discontinuities.
 

To
 

address
 

this
 

issue,
 

a
 

new
 

panoramic
 

image
 

depth
 

estimation
 

model
 

is
 

proposed
 

by
 

integrating
 

the
 

HEALPix(Hierarchical
 

Equal
 

Area
 

isoLatitude
 

Pixelization)
 

grid
 

with
 

Swin
 

Transformer.
 

The
 

HEALPix
 

grid
 

is
 

a
 

method
 

for
 

hierarchically
 

equal-area
 

iso-latitude
 

pixelization
 

of
 

spherical
 

data,
 

which
 

uniformly
 

divides
 

the
 

entire
 

sphere
 

into
 

pixels
 

and
 

can
 

also
 

meet
 

different
 

resolution
 

requirements.
 

The
 

self-attention
 

mechanism
 

and
 

moving
 

windows
 

of
 

the
 

Swin
 

Transformer
 

capture
 

dependencies
 

and
 

local
 

features
 

between
 

pixels.
 

The
 

hierarchical
 

nested
 

structure
 

of
 

the
 

HEALPix
 

grid
 

can
 

be
 

seamlessly
 

integrated
 

with
 

the
 

movement
 

of
 

windows
 

and
 

the
 

generation
 

of
 

masks.
 

After
 

integration,
 

the
 

combined
 

model
 

can
 

process
 

spherical
 

data
 

from
 

panoramic
 

images,
 

effectively
 

avoiding
 

the
 

local
 

distortion
 

issues
 

caused
 

by
 

the
 

planar
 

projection
 

of
 

panoramic
 

images.
 

Finally,
 

experiments
 

were
 

conducted
 

on
 

the
 

Stanford2D3D
 

dataset,
 

and
 

the
 

results
 

showed
 

that
 

the
 

proposed
 

method
 

outperformed
 

existing
 

deep
 

learning-based
 

panoramic
 

image
 

depth
 

estimation
 

methods
 

in
 

terms
 

of
 

MAE
 

(0. 142
 

9),
 

AbsRel
 

(0. 047
 

2),
 

and
 

RMSE
 

(0. 097
 

27) .
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0　 引　 言

全景图像深度估计是深度估计领域的重要分

支,是计算机视觉领域核心研究任务,其目标是获取

全景图像对应的深度信息[1] 。 与传统二维图像相

比,全景图像的视野更广,可完整地呈现 360°×180°
的三维场景。 全景图像不仅在虚拟现实、增强现实、
自动驾驶、机器人导航等领域有着广泛应用。 全景

图像原生具备球面几何结构,与二维平面图像存在

本质差异,在数据处理过程中需要将其投影到平面



上[2] ,但常见的平面投影存在失真和不连续性,因
此对全景图像进行深度估计时要面临几何失真和局

部扭曲等问题。
传统获取图像深度信息的方法,通常依赖于特

定的硬件设备,如通过激光雷达、结构光和双目相机

等。 激光雷达获得的深度信息精度高、范围广,但其

成本较高[3] 。 结构光通过接收反射的光束来计算

物体的深度信息,容易受到视距、光照和场景复杂性

等因素影响。 双目相机使用两个相机拍摄同一场景

的不同视角图像,结合相机的内外参数来估算目标

深度[4] 。
随着深度学习在计算机视觉应用的发展,近年

来涌现出大量基于深度学习的全景图像深度估计方

法,这类方法可自动从大规模数据中学习到有效特

征,显著提升了深度估计的精度和鲁棒性。 Sun
等[5]提出了 HoHoNet 网络,该网络以特征金字塔为

骨干网络,沿列向量进行编码,使用逆离散余弦变换

将潜在向量展开到二维空间域,从而实现全景深度

估计。 考虑到全景图像 ERP 投影( Equirectangular
 

Projection, ERP ) 的畸变问题, Zioulis 等[6] 提出了

OmniDepth 网络,一种完全卷积的编码器-解码器网

络,该网络使用可变卷积来处理畸变,根据 ERP 图

像的纬度来调整卷积的接受域。 Tateno 等[7] 提出了

一种可变形卷积滤波器,基于单位球坐标对切平面

上的 像 素 网 格 进 行 采 样。 Pintore 等[8] 提 出 了

SliceNet 网络,该网络使用规则卷积过滤器直接处理

ERP。 SliceNet 仅沿垂直方向减少输入张量,收集垂

直切片序列,并采用 LSTM 网络恢复切片之间的长

短期空间关系。 还有部分方法利用全景图像的立方

体投影(Cubic
 

Projection,CP)无畸变和不失真的特

点做为网络输入,如 Wang 等[9]提出的 BiFuse 网络,
该网络引入了一个双分支网络结构,其中一个分支

处理 ERP 输入,另一个分支提取 CP 特征,并对 CP
投影进行圆形填充,将两个分支的语义和几何信息

结合起来。 受 BiFuse 的启发, Jiang 等[10] 提出了

UniFuse,并设计了一种更有效的融合模块,将两种

特征结合起来,该网络存在双分支输入,但是只有一

个解码器,仅在解码阶段将 CP 特征单向馈送给

ERP 特征。 为更好地提取全局上下文信息, Bai
等[11] 将 CP 投影与 Transformer 相结合, 提出了

GLPanoDepth 网络,首先将 ERP 输入转换为一组 CP
图像,再通过 ViT 模型建模长距离依赖关系,该网络

同样为双分支网络,其中一个为 ERP 卷积,另一个

分支为 ViT
 

Transformer,并在解码器中融合两者特

征。 Rey 等[12]提出了 360MonoDepth,将输入图像投

影到一组切面上,产生透视图,为获得全局一致的视

差估计,使用可变形的多尺度对齐和梯度域混合来

重新组合透视图像深度估计的结果。
还有一些方法通过几何位置信息嵌入来减少畸

变,
 

Li 等[13]提出了 OmniFusion 网络,将全景图像转

换为畸变较小的透视图像(即切线图像),通过 CNN
获得逐块预测,引入了额外的 3D 几何嵌入,以减轻

特征的差异,然后合并逐块结果作为最终输出。 Ai
等[14]在其基础上提出了 HRDFuse 网络,通过设计

的空间特征对齐模块和协同深度分布分类模块,学
习特征相似性与深度整体区域分布特征,最终通过

深度直方图中心的线性组合预测深度。 Shen 等[15]

提出了 PanoFormer 网络,将球面切线域上的 patch
划分为 token,以减少全景畸变的负面影响,该网络

设计了一个引入球面几何结构的自注意力模块。 Ai
等[16]提出了一种新的框架 Elite360D,输入 ERP 图

像和二十面体投影点集,该点集不失真且空间连续。
Carlsson 等[17] 利用融合 HEALPix 网格[18] 和 Swin

 

Transformer 进行鱼眼图像分割和深度估计,但其融

合的程度有限,只适用于 2 / 3 球面,并不能应用到整

个球面上。
 

本文 提 出 一 种 融 合 HEALPix 网 格 和 Swin
 

Transformer 的全景图像深度估计方法。 该模型引入

HEALPix 网格处理全景图像,将全景图像转换为

HEALPix 网格的 Nest 排序格式,直接对全景图像的

球面数据进行处理,有效缓解球面几何特性导致的

图像失真问题。 此外,将
 

HEALPix
 

网格的球面分层

特性与
 

Swin
 

Transformer 的自注意力机制相结合,使
自注 意 力 的 窗 口 移 动 和 掩 码 操 作 能 够 适 配

HEALPix 网格的 Nest 排序格式,使得模型可以通过

自注意力机制有效地捕捉长距离依赖关系和局部特

征,进一步提升深度估计的效果。

1　 HEALPix 网格处理

全景图像具备球面几何特性,可覆盖 360° ×
180°场景的完整视野,为便于采用常规方法对其进

行分析与处理,需先将其映射至平面空间。 当前主

流的全景图像平面投影方式包括 ERP 投影和 CP 投

影。
　 　 ERP 投影将球面按照经度和纬度投影到矩形

平面。 如图 1 所示,球面的南北极区域投影到矩形

平面后被拉长,产生局部失真。 CP 投影则将球面投

影到外切立方体的 6 个面上,每个面对应球面上的
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一部分区域。 相较于 ERP 投影,避免了南北极地区

因为投影导致的失真问题,但是在边界(如图 1( b)
的上、下投影处)部分存在不连续性。

　 　 (a)
 

ERP 投影　 　 　 　 　 　 　 　 　 　 　 (b)
 

CP 投影　 　 　
图 1　 全景图像投影方式

Fig. 1　 Panoramic
 

image
 

projection
 

method

　 　 为避免全景图像投影到平面造成局部失真和图

像不连续等问题,本文采用 HEALPix 网格对全景图

像数据进行处理,来保持全景图像的原始球面结构,
HEALPix 是一种分层等面积等纬度处理球面数据

的方法,被广泛应用于天文学、地理信息系统、气候

建模等领域。 HEALPix 网格采用递归嵌套分层的

方式对球面进行划分,使球面上每个像素的面积相

等。 ERP 投影将球面划分为均匀的经度和纬度线,
像素越靠近南北极地区,像素密度会越来越大,而赤

道区域的像素密度却过于稀疏,但赤道区域的面积

却比南北极面积要大,因此在进行球面数据处理时

会对南北极地区进行过度的计算。 与 ERP 投影不

同,HEALPix 网格能够避免这种情况。 其独特的球

面数据处理方式使得南北极地区和赤道地区的像素

密度相同,因此在进行球面数据处理时,尤其是对高

分辨率图像,在每个区域的注意力和算力相同,其划

分如图 2 所示,图中每一个方块代表着一个像素。

图 2　 HEALPix 网格划分

Fig. 2　 Division
 

of
 

the
 

HEALPix
 

grid

　 　 HEALPix 网格的构建基于一种层次化的递归

方法,其处理后的数据有两种排序方式, Nest 和

Ring,本文使用的为 Nest 排序,初始情况下,球面被

划分为 12 个区域,图 2 的红色方块代表着一个基本

区域,每个区域的面积相同,且均匀分布在球面上。
这 12 个区域代表了球面上的基本单元,之后在每个

区域内部进一步进行分割,递归细化这些区域,增加

网格的分辨率,为保持分割后每个像素的面积相等,
每次细分都会将每个四边形像素分成 4 个子四边

形, 重 复 这 一 过 程, 可 以 生 成 任 意 分 辨 率 的

HEALPix 网格,具体如图 3 所示。

图 3　 不同分辨率的 HEALPix 网格

Fig. 3　 HEALPix
 

grids
 

of
 

different
 

resolutions

　 　 在高分辨率的情况下,像素数量随之增加,从而

可以更细致地描述球面数据。 HEALPix 可根据不

同尺度的需求进行不同分辨率的细分,满足从低分

辨率到高分辨率的各种精度需求。 随着层次递归的

加深,网格分辨率逐步提升,使得 HEALPix 在不同

尺度的数据处理中具备很好的灵活性和适应性。 分

辨率与像素总数相关,计算公式如下:
NPix = 12N2

Side (1)
式中: NPix 为像素总数, NSide 为单个区域边上的像素

数,如图 3 所示,示例中 NSide = 4。

2　 网络结构

Swin
 

Transformer 在语义分割和深度估计等密

集回归任务中表现出色,其核心思想是将输入特征
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划分成互不重叠的局部窗口,在局部窗口内进行自

注意力计算,并通过窗口移位来增加窗口之间的特

征交互,从而实现特征全局注意力的交互,由于自注

意力是在局部窗口内计算的,因此相比全局注意力,
大幅度减少了因像素数量增加而带来的计算负担,
因此, 本 文 采 用 了 编 码 器 解 码 器 结 构 的

 

Swin
 

Transformer 变体。 该变体引入 U -Net 网络的跳跃

连接机制,并扩展了 Swin
 

Transformer 的编码器部

分,解码器层的结构与编码器层类似,主要区别在于

补丁合并层被补丁扩展层所替代,从而在解码过程

中能将特征逐级恢复到与输入特征相同的尺寸,跳
跃连接可以优化细节处理。 提升深度估计的精度。
网络结构如图 4 所示。

 

(a)是 ERP 投影格式的全景

图像;(b)是网络的输入,格式为 Nested 排序;(c)是
编码器;( d) 是解码器;( e) 为网络的输出,格式为

Nest 排序;(f)是真实深度值。

（a）ERP投影

（f）真实深度值（e）网络输出

（b）HEALPix
网络处理 （c）编码器

（d）解码器

图 4　 网络结构

Fig. 4　 Network
 

Architecture

2. 1　 网络主体结构

U-net 网络由 Ronneberger 等[19]提出,在医学图

像分割取得了良好的效果,后来该网络在深度估计

上也取得了较好的效果。 本文网络也是一种 U 型

对称结构,主要结构包含编码器、解码器和跳跃连

接,网络结构如图 4 所示。 在本文的网络中,Patch
与原始

 

Swin
 

Transformer
 

中的底层矩形像素网格无

关,但与球体上的
 

HEALPix
 

网格有关, 将 Swin
 

Transformer 的 Patch、 Window 和 Shift 机 制 适 配

HEALPix
 

网格,使 Swin
 

Transformer 能够对全景图像

的球面数据进行处理。
模型的流程如下,首先将 ERP 格式的全景图像

使用 HEALPix 处理成 Nest 排序的一维张量, 此时

形状为(B,
 

3,
 

N), 将其作为网络的输入,接着降低

初始分辨率,采用 Patch 拆分模块( Patch
 

Partition)
将该一维向量拆分成长度为 P 的非重叠补丁(Patch

 

tokens),通过线性嵌入层( Linear
 

Embedding) 将通

道倒数提升到 C, 得到形状为 (B,
 

C,
 

N / P) 的张

量,并进行几何位置嵌入,随后将这些补丁( Patch
 

tokens) 输入 Swin
 

Transformer 模块。 如图 5 所示,
Swin

 

Transformer 模块输入和输出的尺寸形状一致,
并在每个窗口( Windows)内执行注意力计算,在第

二个 Swin
 

Transformer 模块中,为实现全局信息交

互,将窗口沿着 HEALPix 网格轴移动半个窗口的大

小,从而实现跨越窗口操作,此时,将其它窗口的补

丁(Patch
 

tokens)进行移动来填充当前窗口,并进行

自注意力掩码计算。 掩码操作不会对移动后的补丁

(Patch
 

tokens)执行注意力计算,从而避免了不相邻

像素之间的干扰,并使得信息可以在不同窗口之间

进行有效地传播。 为降低特征的分辨率,补丁会在

网络中逐步合并。 在解码阶段,补丁合并层( Patch
 

Merging) 会被补丁扩展层( Patch
 

Expanding) 所取

代,补丁扩展层( Patch
 

Expanding)会逐级将特征恢

复到与原始输入相同的分辨率,达到最终输出与输

入分辨率一致的结果。 跳跃连接在解码器部分插

入,可以对特征进行细节处理。
2. 2　 窗口移动

为了在图像中实现全局信息的交互,原始 Swin
 

Transformer 在每两个注意力层中,会进行一次窗口

移动操作,沿着图像的两个轴方向将窗口(Window)
平移半个窗口的大小来实现不同窗口之间的交互。
在本文的网络中,输入特征是 HEALPix 处理后的

Nest 格式一维排序数据,需要将这种窗口移动操作

应用于
 

HEALPix
 

网格上,使模型能够直接处理球面
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全景数据。 本文选择在
 

HEALPix
 

网格上沿垂直方

向进行平移,每次移动半个窗口的大小。 与原始

Swin
 

Transformer 的平移方案类似,这种平移操作也

是在两个方向上分布完成的,从而得到了平移结果,
图 6 展示了这一过程。 通过重新排列像素来填充所

有窗口,随后使用掩码机制(Masking),避免注意力

机制关注来自移动后的补丁(Patch
 

tokens)。

LN:层归一化;
 

GE:几何嵌入卷积;
 

W-MSA:窗口多头自注意力;
 

SW-MSA:移位窗口多头自注意力;
 

MLP:多层感知机

图 5　 改进的 Swin
 

Transformer 模块结构

Fig. 5　 Structure
 

of
 

the
 

improved
 

Swin
 

Transformer
 

Block

图 6　 窗口移动方案

Fig. 6　 Window
 

movement
 

scenarios

　 　 图中 Nside = 4,图中的编号代表着像素索引的位

置,窗口大小为 16,平移前的窗口用红框标出,补丁

按嵌套方案编号。 平移半个窗口大小后,补丁被划

分到用蓝框框住的窗口中,例如:补丁 0 在平移后变

成了补丁 12。
2. 3　 相对位置偏移

传统的自注意力机制进行自注意力计算时未考

虑特征的相对位置,即每个位置对其他位置的注意

力权重计算仅依赖于其特征值,对于图像等具有空

间结构的数据来说,相对位置非常重要,这种方法会

导致空间关系的丧失。 因此引入了相对位置偏移,
在执行自注意力计算时添加查询 ( Query) 和键

(Key)之间的相对位置权重来增强空间感知能力。

此时的自注意力计算公式如下:

Att(Q,K,V) = Softmax(QKT / d + B)V (2)
其中,偏置矩阵 B 是可学习的参数,其仅与补

丁(Patch
 

tokens)之间的位置差异有关。 所有具有

相同位置的补丁 ( Patch
 

tokens) 偏置值一样。 在

HEALPix 网格中,每个基四边形内部的特征排列近

似一个矩形网格, 可利用该矩形网格计算补丁

(Patch
 

tokens)之间的相对位置,以便获得相对位置

偏置的映射矩阵 B, 大小为 [nwin × nwin], 计算公式

如下:

Bij =B̂ab (3)

a = x( i) - x( j) + nwin (4)

b = y( i) - y( j) + nwin (5)

　 　 式中 B̂ 是可学习矩阵, 其包含了关于补丁

(Patch
 

tokens)之间的相对偏置值,这些值是通过训

练数据学习得到的,相同位置差异的相对偏置值相

同。 这个矩阵的大小取决于 nwin ,与窗口大小有关。
a,b 是像素的位置索引公式,如图 5 中的像素 1,
x( i) = 1, y( i) = 0。 这种相对位置偏置映射的引入,
使得在进行自注意力计算时考虑到了空间位置信

息,增强了模型对空间结构的感知能力,使得 Swin
 

Transformer 能够更有效地在 HEALPix 网格上处理

球面数据。

3　 实验与分析

实验在 NVIDIA
 

GeForce
 

GTX3070
 

GPU,32 核

Intel(R)
 

Core(TM)
 

i7-12600KF
 

CPU
 

@
 

1. 80
 

GHz
的服务器上进行;软件部分使用 Pycharm 作为集成

开发环境(IDE),通过 Python 编程语言以及深度学

习 Pytorch 框架进行程序设计。 模型训练的优化器

选择 Adam,初始化学习率为
 

0. 000
 

01,设置训练轮

次 Epoch 为 100,Batch
 

size 为 2,损失函数为 berHu
损失,公式如下:

　 BerHuLoss(y,yi
t) =

　 　 　 　
| y - yi

t | ,
 

if
 

| y - yi
t | ≤ σ

(y - yi
t) + σ 2

2σ
,otherwise

ì

î

í

ï
ï

ïï

(6)

式中: y 为预测值, yi
t 为真实值, σ 是一个超参数,

本文设置的值为 0. 1。
3. 1　 评价指标

本文采用的评价指标有均值绝对误差( Mean
 

Absolute
 

Error, MAE )、 绝 对 相 对 误 差 ( Absolute
 

Relative
 

Error,
 

AbsRel)、 均方根误差 ( Root
 

Mean
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Squared
 

Error,
 

RMSE)、均方根对数误差(Root
 

Mean
 

Squared
 

Logarithmic
 

Error,RMSLE),以及不同阈值

下的深度估计准确率 (Acc@ δ), 各指标公式定义

如下:

MAE = 1
n ∑

n

i = 1
| yi - yi

t | (7)

AbsRel = 1
n ∑

n

i = 1

| yi - yi
t |

yi
(8)

RMSE = 1
n ∑

n

i = 1
(yi - yi

t) 2 (9)

RMSLE = 1
n ∑

n

i = 1
(log(1 + yi) - log(1 + yi

t)) 2

(10)

Acc@ δ = 1
n ∑

n

i
∏ max

yi
t

yi
,
yi

yi
t( ) ≤ δ( ) (11)

　 　 其中, n 为像素总数; yi 为该像素的预测值; yi
t

为该像素的真实值; δ 为超参数,分别取 δ 1 = 1. 25,

δ 2 =1. 252, δ 3 =1. 253; ∏(·) 为指示函数,成立时

为 1,不成立时为 0。
3. 2　 对比分析

为验证本文方法在全景图像深度估计方面的有

效性,实验在 Stanford2D3D 数据集[20]上与其他方法

进行对比。 Stanford2D3D 数据集是一个专为深度估

计、语义分割和三维重建等任务设计的全景图像数

据集。 该数据集来自斯坦福大学校园内 6 个不同建

筑的真实场景,包含丰富的全景图像、语义和纹理信

息。 数据集中提供了
 

RGB
 

全景图像、深度图、语义

分割标注以及相应的
 

3D
 

点云数据。 这些全景图像

通过球面投影捕获,覆盖完整的
 

360°视野,分辨率

为
 

2
 

048×1
 

024,适合全景视觉任务。 此外,每个场

景还附带了精准的相机参数和几何结构信息,使其

成为研究室内三维环境的理想基准数据集。 其中对

数据集的处理与 UniFuse 一致,将图像的分辨率转

换为 1
 

024×512,并进行翻转、增强处理,实验结果

见表 1、图 7。

表 1　 不同方法的评价结果

Table
 

1　 Evaluation
 

results
 

of
 

different
 

methods

方法 MAE↓ AbsRel↓ RMSE↓ RMSLE↓ δ1 ↑ / % δ2 ↑ / % δ3 ↑ / %

BiFuse 0. 234
 

3 0. 120
 

9 0. 414
 

2 0. 078
 

70 86. 60 95. 80 98. 60

UniFuse 0. 208
 

2 0. 111
 

4 0. 369
 

1 0. 072
 

10 87. 11 96. 64 98. 82

OmniDepth 0. 374
 

3 0. 199
 

6 0. 615
 

2 0. 121
 

20 68. 77 88. 91 95. 78

SliceNet 0. 248
 

4 0. 124
 

9 0. 437
 

0 0. 087
 

30 83. 77 94. 14 97. 77

RectNet — 0. 199
 

6 0. 615
 

2 — 68. 77 88. 91 95. 78

HoHoNet 0. 202
 

7 0. 101
 

4 0. 383
 

4 0. 066
 

80 90. 54 96. 93 98. 86

OmniFusion — 0. 095
 

0 0. 347
 

4 0. 159
 

90 89. 88 97. 96 99. 24

BiFuse++ 0. 217
 

3 0. 111
 

7 0. 372
 

0 0. 072
 

70 87. 83 96. 49 98. 84

GLPanoDepth 0. 193
 

2 — 0. 349
 

3 0. 068
 

01 90. 15 97. 39 99. 01

SphereDepth 0. 232
 

3 0. 115
 

8 0. 451
 

2 0. 075
 

40 86. 66 96. 42 98. 63

HRDFuse — 0. 093
 

5 0. 310
 

6 0. 142
 

20 91. 40 97. 98 99. 27

ACDNet 0. 187
 

9 — 0. 341
 

0 0. 066
 

40 88. 72 97. 04 98. 95

MODE 0. 173
 

6 0. 092
 

7 0. 309
 

6 0. 040
 

00 91. 69 98. 16 99. 29

CRF360D — 0. 084
 

5 0. 293
 

2 — 92. 53 98. 38 99. 44

Elite360D — 0. 118
 

2 0. 375
 

6 — 88. 72 96. 84 98. 92

本文方法 0. 142
 

9 0. 047
 

2 0. 097
 

2 0. 098
 

50 79. 50 93. 71 97. 61

注:“—”表示该论文并没有使用该评价指标,效果最好的用粗体标出。

　 　 本 文 选 择 经 典 的 双 分 支 网 络 BiFuse 和

UniFuseOmniDepth,以及近年提出的 MODE、CRF360D
和 Elite360D 等网络模型进行对比实验,从实验结果来

看,本文方法在多项深度估计评价指标上均取得了

显著提升。 在 MAE 评估指标上,本文方法的误差为

0. 142
 

9,降低了 17%,在 AbsRel 评估指标上,本文

方法为 0. 047
 

2,降低了 44%,在 RMSE 评估指标上,
本文方法为 0. 097

 

2,降低了 66%,这表明,本文方法
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所提出的融合 HEALPix 网格与 Swin
 

Transformer 网

络能够更准确地处理全景图像的球面数据,并在减

少预测误差方面优于现有方法,体现了本文方法在

准确性上的显著优势,但在 RMSLE 评估指标上相

对偏高,说明本文网络在处理近距离物体即深度值

偏低的情况时误差偏大。 此外,为进一步验证本文

方法的深度估计准确率,在阈值分别取 1. 25、1. 252

和 1. 253 下计算了预测深度值的准确率。 尽管本文

方法在 MAE、AbsRel 和 RMSE 上取得了显著提升,
但准确率表现略逊色于一些对比方法。 结合图 7 的

测试集样例图可见,本文方法在局部细节方面仍有

不足,边界区域区分度不够明显,由于模型本身并没

有添加其他模块,后续仍然存在一定的改进空间,可
以添加其他模块和分支来提升准确率。

(a)
 

ERP 图像　 　
 

　
 

　 (b)
 

Swin
 

Transformer　 　 　 　 　 (c)
 

本文
  

　 　 　 　 　 (d)
  

真实深度值

图 7　 不同方法的测试集样例图

Fig. 7　 Sample
 

images
 

from
 

the
 

test
 

set
 

of
 

different
 

methods

3. 3　 消融实验

本节 通 过 消 融 实 验 评 估 所 提 出 的 融 合

HEALPix 网格与 Swin
 

Transformer 融合方案的有效

性。 保持其他训练条件相同,将融合网络模型替换

成 Swin
 

Transformer 模型,来验证该网络的优越性,

实现结果见表 2。 由表 2 可见,本文提出的融合网

络在各个指标上均优于 Swin
 

Transformer 网络,验证

了本 文 网 络 提 出 融 合 HEALPix 网 格 和 Swin
 

Transformer 融合结构的有效性。

表 2　 与 Swin
 

Transformer 对比实验

Table
 

2　 Comparative
 

experiments
 

with
 

Swin
 

Transformer

方法 MAE↓ AbsRel↓ RMSE↓ RMSLE↓ δ1 ↑ / % δ2 ↑ / % δ3 ↑ / %

Swin
 

Transformer 0. 171
 

7 0. 047
 

6 0. 091
 

5 0. 110
 

1 73. 77 91. 61 96. 97

本文方法 0. 142
 

9 0. 047
 

2 0. 097
 

2 0. 098
 

5 79. 50 93. 71 97. 61

4　 结束语

为解决全景图像在平面投影的过程中,图像出

现局部失真和不连续等问题,本文提出了一种融合

HEALPix
 

网格和
 

Swin
 

Transformer 的深度估计模型,
该模 型 通 过 HEALPix

 

网 格 将 全 景 图 像 变 成

HEALPix 网格的 Nest 排序,直接对全景图像的球面

数据进行处理,从而避免全景图像的失真和不连续

问题。 通过将
 

HEALPix
 

网格的球面分层分步方式

与
 

Swin
 

Transformer 的自注意力机制相结合,使得自

注意力的窗口移动和掩码操作能适用于 HEALPix
网格的 Nest 排序,达到能够捕捉全景图像的全局深

度信息。 在对比实验中,本文方法在多个深度评估

标准上均取得了显著的性能提升,尤其是在
 

MAE
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(0. 142
 

9)、AbsRel(0. 047
 

2)和
 

RMSE(0. 097
 

27)等
指标上均优于现有的基于深度学习的全景图像深度

估计方法。 这表明本文提出的直接对全景图像进行

球面处理的方法能够有效降低深度估计中的误差,
然而,尽管在误差指标上表现优异,本文方法在准确

率上略显不足,未来工作可通过引入其他模块或分

支结构,进一步优化模型准确率。
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