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摘　 要:
 

实例分割旨在从像素级层面分割图像中不同类别的单个对象。 目前大多数实例分割网络都是全监督的,使用像素级

标注样本进行有监督的模型训练,但逐像素地标注数据费时费力。 现有的基于蛇模型的实例分割网络通过轮廓变形网络迭

代变形初始轮廓来完成实例分割。 本文在蛇模型的基础上提出了一种弱监督实例分割网络,仅使用边界框标注的数据集就

可以完成训练,而无需对数据集进行耗时的逐像素标注。 本文设计了两个损失函数,包括投影损失项和颜色成对损失项,以
弱监督的方式进行模型训练。 在初始轮廓的选择上,通过对 4 种初始轮廓变形方案进行实验比较,选出椭圆轮廓作为蛇模型

的初始轮廓。 与其他实例分割网络的对比实验表明,本文方法在精度和速度方面具有综合优势。
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Abstract:
 

Instance
 

segmentation
 

aims
 

to
 

segment
 

individual
 

objects
 

of
 

different
 

categories
 

in
 

an
 

image
 

at
 

the
 

pixel
 

level.
 

Currently,
 

most
 

instance
 

segmentation
 

networks
 

are
 

fully
 

supervised,
 

which
 

adopt
 

pixel-level
 

annotations
 

for
 

supervised
 

model
 

training,
 

but
 

it
 

is
 

time-consuming
 

and
 

laborious
 

to
 

label
 

data
 

pixel
 

by
 

pixel.
 

Existing
 

snake
 

model-based
 

instance
 

segmentation
 

networks
 

complete
 

instance
 

segmentation
 

by
 

iteratively
 

deforming
 

an
 

initial
 

contour
 

via
 

a
 

contour
 

deformation
 

network.
 

Based
 

on
 

the
 

snake
 

model,
 

this
 

paper
 

proposes
 

a
 

weakly
 

supervised
 

instance
 

segmentation
 

network,
 

which
 

can
 

be
 

trained
 

with
 

only
 

bounding-box
 

annotations
  

without
 

the
 

need
 

for
 

time-consuming
 

pixel-by-pixel
 

annotation
 

of
 

the
 

dataset.
 

This
 

paper
 

designs
 

two
 

loss
 

functions,
 

including
 

a
 

projection
 

loss
 

term
 

and
 

color
 

pairwise
 

loss
 

term,
 

to
 

train
 

the
 

model
 

in
 

a
 

weakly
 

supervised
 

manner.
 

In
 

the
 

selection
 

of
 

the
 

initial
 

contour,
 

the
 

elliptical
 

contour
 

is
 

selected
 

as
 

the
 

initial
 

contour
 

of
 

the
 

snake
 

model
 

through
 

experimental
 

comparison
 

of
 

four
 

initial
 

contour
 

deformation
 

schemes.
 

The
 

comparative
 

experiments
 

with
 

other
 

instance
 

segmentation
 

networks
 

show
 

that
 

the
 

proposed
 

method
 

has
 

comprehensive
 

advantages
 

in
 

terms
 

of
 

accuracy
 

and
 

speed.
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0　 引　 言

实例分割是计算机视觉的重要研究内容,旨在

像素级地分割出图像中不同类别的单个对象,被广

泛应用于自动驾驶、医疗、工业控制等领域。 目前大

多数实例分割方法都是全监督的,使用像素级的标

注样本进行有监督的模型训练。 这些方法虽然取得

了显著的效果,但逐像素地标注数据费时费力。 因

此,一些研究者提出了弱监督的实例分割方法,使用

仅有边界框标注的数据集对实例分割模型进行训

练,如 Khoreva 等[1]提出 SDI 模型,但这些弱监督实

例分割模型大多难以达到全监督实例分割模型的

性能。
受蛇模型或活动轮廓方法的影响,最近的一些

深度学习实例分割方法使用活动轮廓代替逐像素的

掩膜表示实例分割的结果,如 Curve-GCN
 [2] 和 Deep

 

Snake[3] 。 Deep
 

Snake 根据检测器的结果框生成八

边形的初始轮廓,对轮廓上的输入特征进行圆周卷

积运算,得到轮廓的输出特征并预测轮廓点与目标

点之间的偏移,通过不断迭代得到最终的实例分割



轮廓。 基于蛇模型的这一类方法,有更快的运行速

度,并且取得了和传统实例分割方法相似的性能。
针对上述问题,本文提出了一种基于蛇模型的

弱监督实例分割网络 ( Weakly
 

Supervised
 

Snake
 

Model,WSS),其核心思想是使用两个损失项替代原

有的全监督平滑损失函数以实现弱监督的模型训

练。 第一项基于如下假设:物体的边界框与其轮廓

在垂直、水平两个方向的投影应当一致,最小化轮廓

和边界框在垂直和水平两个方向上的差距。 第二项

利用了邻近像素点之间的颜色关系,即目标体内或

背景中邻近的两个点的颜色应该相似,最小化目标

体内的颜色差异。
利用上述的两个损失函数,仅使用边界框标注

的数据集作为监督,得到了与全监督实例分割方法

相似的分割性能。 本文的 WSS 在 Cityscapes[4] 和

SBD[5] 数据集上表现出较好的实例分割性能,同时

可以满足实时实例分割的要求,在 RTX
 

3080ti
 

GPU
上的运行速度为 34. 6

 

fps。
总结来说,本文有以下贡献:
1)重新设计了蛇模型的损失函数,实现了以弱

监督的方式训练蛇模型完成实例分割任务,即在只

有边界框标注的数据集中完成实例分割的训练。 与

其他实例分割网络的对比实验表明,本文方法在精

度和速度方面具有综合优势。
2)提出了笛卡尔坐标系和伪极坐标系下的 4

种初始轮廓变形方案,并使用 SBD 数据集对 4 种方

案进行对比实验,实验结果表明,使用了椭圆形初始

轮廓的方案 D 实例分割效果最佳。

1　 相关工作

1. 1　 实例分割

目前的实例分割网络可以分为两阶段和单阶段

两类方法:
自上而下的两阶段实例分割,如 He 等提出的

Mask
 

R-CNN[6] 为代表,该方法通过在已有目标检

测网络 Faster
 

R-CNN[7] 基础上新增一个并行分支

来预测目标掩膜,最终实现了 5
 

fps 的推理速度。 但

此类方法严重依赖候选区域生成,整体性能存在明

显瓶颈。
单阶段的实例分割不需要生成候选区域,可以

直接对输入图像进行分割,如 Tian 等提出的全卷积

单阶段框架 FCOS[8] 为代表,该方法以逐像素全卷

积的方式完成实例分割任务,网络结构相较两阶段

方法更简洁,训练和运行速度也更快。 但上述早期

提出的方法均属于全监督实例分割模型,训练过程

需要耗费大量成本标注像素掩膜。
1. 2　 轮廓分割

1988 年 Kass 等[9] 提出活动轮廓的蛇模型,利
用能量最小化模型使活动轮廓贴近物体的轮廓。
2020 年 Peng 等[3]提出 Deep

 

Snake 模型利用神经网

络迭代变形初始轮廓,使其匹配目标对象轮廓,在
Cityscapes 和 SBD 数据集上实现了实时实例分割,
相较于传统逐像素的实例分割模型,实例分割精度

有所提高,处理速度也更快。 但 Deep
 

Snake 也是一

种全监督实例分割模型,训练 Deep
 

Snake 依然需要

逐像素掩膜标注的数据集。
1. 3　 弱监督实例分割

通过卷积网络训练实例分割模型可以获得相较

于传统方法更好的效果,但这类方法依赖大量的训

练样本或预训练模型。 Tian 等[10] 提出 BoxInst 模

型,在完全监督网络模型中重新设计了损失函数,通
过投影损失项和颜色成对损失项改进了弱监督网络

的分割结果,实现了掩膜级别的实例分割。
但 BoxInst 使用掩膜表示实例分割的结果,相较

于基于活动轮廓(蛇模型)的实例分割方法,网络更

为复杂,计算参数更多,运行速度较慢。 本文提出的

基于蛇模型的弱监督实例分割网络 WSS,可以兼具

蛇模型与弱监督的优势。

2　 方法

本文的 WSS 模型由检测器、初始轮廓生成模

块、轮廓形变模块三部分组成,方法整体框图如图 1
所示。 首先,将预处理后的原始图像输入检测器,得
到目标对象的边界框与图像特征,随后基于边界框

生成由 64 个采样点组成的初始轮廓,初始轮廓再经

过轮廓变形网络的三次迭代,最终输出目标对象的

预测轮廓。 整个模型基于蛇模型框架完成图像的实

例分割,沿用文献[3]中的圆周卷积算法处理对象

的轮廓特征,训练时采用重新设计的投影损失项与

颜色成对损失项,实现 WSS 模型仅依靠边界框标注

数据集即可完成弱监督训练。
2. 1　 检测器

检测器使用了 CenterNet 网络[11] ,网络结构如

图 2 所示。 CenterNet 是一种单阶段的检测模型,由
主干部分和预测头部分组成。 CenterNet 主干部分使

用改进后的 DLA-34 网络[12] 提取特征,并在底层使

用了可变形卷积[13] ;预测部分的 3 个通道分别预测

对象中心点的分布、3D 位置和对象边界框的长宽。
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图 1　 网络结构图

Fig. 1　 Network
 

structure
 

diagram
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图 2　 检测网络

Fig. 2　 Detection
 

network

　 　 检测器的损失函数由中心点损失 Lk、 对象大小

损失 Lsize 与偏置损失 Loff 三部分组成:
Ldet =Lk +λsizeLsize +λoffLoff (1)

　 　 其中, λsize = 0. 1,λoff = 1。
2. 2　 初始轮廓

在蛇模型网络中,初始轮廓的设计是影响网络分

割效果的重要因素之一。 本文设计了四边形、八边形

和椭圆形 3 种初始轮廓,采样点数量 N 设置为 64。

四边形轮廓由目标物体的 4 个极值点相连构

成,采样点均匀分布在四边形轮廓上,如图 3( a)所

示。 八边形轮廓在 4 个极值点的基础上,分别在轮

廓框上延伸出轮廓框长度的 1 / 4 形成 4 条线段,连
结 4 条线段的端点形成八边形轮廓,采样点均匀分

布在八边形轮廓上,如图 3(b)所示。 椭圆形轮廓由

内切轮廓框的椭圆形成,采样点均匀分布在椭圆形

轮廓上,如图 3(c)所示。

（a）四边形初始轮廓 （b）八边形初始轮廓 （c）椭圆初始轮廓
图 3　 初始轮廓

Fig. 3　 Initial
 

outline
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　 　 笛卡尔坐标系中采样点 P i 的坐标表示为:
P i(xi,yi) (2)

　 　 伪极坐标系中采样点 P i 的坐标表示为:

P i = x0 + x·cos θπ
32

,y0 + y·sin θπ
32( ) =

(x0,y0,ρi,θi) (3)

其中,x0 =
xmin +xmax

2
,y0 =

ymin +ymax

2
,

 

x = Width
2

,y =

Length
2

,θi =
θπ
32

,
 

ρi =
　

(x·cos
 

θi)2 +(y·sin
 

θi)2 。

2. 3　 轮廓变形

2. 3. 1　 基于轮廓的图像特征学习

传统蛇模型方法将采样点作为变量,通过手工

设置的能量函数得到目标的边界,但由于能量函数

是非凸的且能量函数都是基于低级别的图像特征,
只能得到局部最优解。

本文的轮廓变形网络采用端到端的方式进行轮

廓变形。 每个采样点 P i 的输入特征 fi 由图像特征

与采样点相对坐标级联而成,形式为: [F(P i);pi],
F 表示输入图像在 CenterNet 检测网络最终得到的

特征图,pi 表示采样点的相对坐标。
与传统二维图像特征不同,为充分利用轮廓首尾

相连接的循环特征,使用循环卷积学习轮廓的循环特

征。 循环卷积的计算如图 4 所示,蓝色节点是输入特

征 fi, 黄色节点是卷积核,绿色节点是输出特征,输出

特征的长度与输入特征的长度相同。与标准卷积相

同,输出特征是输入特征与卷积核的乘积。

图 4　 循环卷积

Fig. 4　 Circular
 

convolution

　 　 网络基于邻近采样点的图像特征生成每一个采

样点的预测偏移量。 计算圆周卷积时,将输入特征 f
重定义为周期信号,圆周卷积的运算公式为:

( f·k) i = ∑
r

j = -r
fi -jk j (4)

　 　 其中 k:[ - r,r] 是可学习的卷积核,设置卷积

长度为 9,即 r = 4。
2. 3. 2　 轮廓变形网络

轮廓变形网络由主干部分、融合部分和预测部

分组成,如图 5 所示。 主干部分由 5 组圆周卷积层、
批量规范化层(BN)和 ReLU 激活层组成,融合部分

由一个卷积层和一个最大池化层基本块组成,预测

部分由一个卷积层、一个最大池化层和一个卷积层

组成。 各层之间通过跳跃连接,再将不同尺度的特

征级联作为后一层的输入,最后输出的结果是采样

点的偏移量。
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图 5　 轮廓变形网络

Fig. 5　 Contour
 

deformation
 

network

2. 3. 3　 轮廓变形

WSS 基于笛卡尔坐标系和伪极坐标系设计了 4
种轮廓变形方案:

方案 A 和方案 B 分别使用笛卡尔坐标系的四

边形初始轮廓和八边形初始轮廓,轮廓变形网络输

出采样点在 x 轴和 y 轴的偏移量 Δxi 和 Δyi ,变形后

的采样点的坐标为

P′
i = (xi + Δxi,yi + Δyi) (5)

　 　 方案 C 使用伪极坐标系,利用了椭圆形的初始

轮廓结构,保持采样点变形前后的极角 θi 不变,轮
廓变形网络输出采样点极径的偏移量 Δρi, 每个采

样点的坐标为:
P′

i = (x0,y0,ρi + Δρi,θi) (6)
　 　 其中,方案 A、方案 B 和方案 C 均用作方案 D
的对比实验。

方案 D 使用伪极坐标系,轮廓变形网络输出采

样点极角和极径的偏移量 Δθi 和 Δρi, 每个采样点的

坐标为:
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P′
i = (x0,y0,ρi + Δρi,θi + Δθi) (7)

　 　 一次轮廓变形往往不能得到很好的实例分割结

果,将前一次的轮廓变形结果作为初始轮廓再次输

入轮廓变形网络,重复迭代多次可以优化模型,迭代

次数 n 设置为 3。
2. 4　 投影损失与成对颜色损失

WSS 沿用了原有的蛇模型实例分割网络,仅通

过重新设计损失函数实现了弱监督训练,新设计的

损失函数包括投影损失项与成对颜色损失项。 其

中,投影损失项用于最小化对象的真实边界框和预

测轮廓投影之间的差异,成对颜色损失项则利用成

对像素的颜色特征对网络的实例分割结果进行

监督。

2. 4. 1　 投影损失项

投影损失项使用边界框的真值标注来监督实例

分割网络生成的轮廓,预测轮廓应与边界框具有相

同的水平和垂直投影。 记 b ∈{0,1} H×W 为标注的掩

膜, 掩膜在 x 轴和 y 轴方向上的投影分别为:
Projx(b) =lx, Projy(b) = ly, 其中 lx ∈{0,1}W, ly ∈

{0,1} H。 记 m~ ∈{0,1} H×W 为实例分割网络生成的

预测掩膜,其投影为 l
~

x 和 l
~

y, 如图 6 所示。 则投影

损失项的计算公式为:
LProj = L( Projx(m

~ ), Projx(b)) + L( Projy(m
~ ),

Projy(b)) = L( l
~

x,lx) + L( l
~

y,ly) (8)
其中, L 为 Dice

 

Loss,用于衡量投影向量的相似度。

Mask Box

图 6　 投影损失项

Fig. 6　 Projection
 

loss
 

term

2. 4. 2　 成对颜色损失项

由于没有使用像素级掩膜标注的数据集训练模

型,本网络模型以成对的方式监督生成的掩膜。 依

据经验,相似颜色的邻近点很可能具有相同的标签,
即在一定颜色阈值内邻近的两个点很可能都属于前

景或背景。 本文采用文献[11] 中的成对损失函数

公式如下:

Lpairwise = - 1
N ∑

e∈Ein

 {Se > τ} log
 

P(ye = 1) (9)

　 　 其中, ye ∈ {0,1} 表示一对像素点 e 的标签,
ye = 1 表示两个像素点具有相同的标签,反之 ye =
0;E in 是 e 的集合, N 是E in 中的成对像素点 e 数量;
Se 是 e的颜色相似度; {Se > τ} 是指示函数,如 Se > τ,
则 为 1,否则, 为 0。

由于 WSS 采用轮廓变形的方式实现实例分割,
因此本文取轮廓上点 P i 与其径向邻近点,在 LAB 色

彩空间中计算成对损失:针对采用笛卡尔坐标系的

四边形初始轮廓与八边形初始轮廓,将邻近点定义

为采样点周围、间隔不同扩张率的 8 个点;针对采用

伪极坐标系的椭圆形初始轮廓,将邻近点定义为与

采样点在同一条极径上一定领域范围内的点。 如,
P i(x0,y0,ρi,θi) 的 4 个径向邻近点 Qi1,Qi2,Qi3 与

Qi4 分别为 (x0,y0,ρi - 2Δρ,θi), ( x0,y0,ρi - Δρ,
θi),(x0,Δρ,θi),(x0,y0,ρi + 2Δρ,θi), 如图 7 所示。

图 7　 径向邻近点

Fig. 7　 Radially
 

adjacent
 

points

　 　 活动轮廓的总损失 L 为:
L =LProj +Lpairwise (10)

　 　 其中, LProj 为投影损失, Lpairwise 为成对颜色损

失。

3　 实验及结果分析

实验基于 Ubuntu
 

20. 04
 

操作系统开展,硬件环

境为 Intel( R)
 

Core ( TM)
 

i7 - 7700K
 

CPU
 

@
 

4. 20
 

GHz 处理器,32
 

GB 内存,20
 

GB
 

NVIDIA
 

GeForce
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RTX
 

3080Ti
 

GPU,网络框架采用 Pytorch 搭建。
实验数据来自 SBD[5] 和 Cityscapes[4] 数据集。

SBD 数据集有 11
 

355 张来自
 

PASCAL
 

VOC
 

2011 的

图像,包括交通工具、动物等 20 个类别。 数据集对

这些图像进行了像素级的实例标注。 实验中使用

AP vol、AP 50、AP 70 进行评估,AP vol 是 AP 的平均值。
Cityscapes 数据集是由在 50 个城市晴朗天气下

拍摄的 25
 

000 张街道实景图像组成,包含车辆、行
人、背景等 8 个语义类。 针对 Cityscapes 数据,本文

以 8 个语义类的平均精度 AP 与模型运行时间综合

评价分割网络性能。
实验主要分为 3 个部分:第一,对比弱监督蛇模

型网络 WSS 和全监督蛇模型网络 Deep
 

Snake[3] 在

SBD 数据集的分割结果,验证弱监督网络 WSS 与相

同结构的全监督网络的分割性能相近。 第二,对 4
种初始轮廓变形方案和不同的像素邻域分别进行实

验,确定最佳的初始轮廓和像素邻域。 第三,比较

WSS 与 其 他 实 例 分 割 网 络 在 SBD 数 据 集 和

Cityscapes 数据集的分割结果,验证弱监督网络 WSS
与全监督网络在复杂数据集的分割性能相近。

3. 1　 消融实验
 

在 SBD 数据集中对 WSS 进行消融实验, 将

WSS 与具有相同网络结构的全监督网络 Deep
 

Snake[3]进行对比实验。 两个网络采用同样的图像

增强算法训练,经过 160 个周期的训练,初始学习率

设置为 1e-4,分别在第 80 和第 120 周期对学习率进

行衰减(衰减系数为 0. 5)。 消融实验的结果见表 1
所示,从表 1 中可以看出,仅使用边界框标注的数据

完成弱监督训练的 WSS, 与全监督训练的 Deep
 

Snake[3]相比,AP vol 仅相差 0. 3,同时 WSS 运行速度

略快于 Deep
 

Snake。 消融实验结果示例如图 8 所

示,在相同的网络结构下,本文采用的弱监督实例分

割训练能够达到与全监督训练相近的实例分割

性能。
表 1　 消融实验

Table
 

1　 Ablation
 

experiment

模型 AP vol AP50 AP70

Deep
 

Snake 54. 4 62. 1 48. 3

WSS 54. 1 61. 7 47. 8

ＤeepSnake

WSS

` 图 8　 消融实验结果示例

Fig. 8　 Example
 

of
 

ablation
 

experiment
 

results

3. 2　 初始轮廓与像素临域

在 SBD 数据集中对 2. 3. 3 中方案 A-D
 

4 种轮

廓变形策略进行对比实验,方案 A 和方案 B 分别使

用笛卡尔坐标系的四边形初始轮廓和八边形初始轮

廓,方案 C 和方案 D 均使用伪极坐标系的椭圆形初

始轮廓,但是变形策略不同。
方案 A-D 使用相同的弱监督训练网络,实验结

果见表 2,对比实验结果示例如图 9 所示。 与方案 C
相比,同样具有弱监督网络使用径向邻近点监督颜

色相似性损失的优势,由于方案 D 在极角方向有偏

移量回归,弥补了初始轮廓的采样点均是均匀分布

的局限性,因此实例分割效果更好。
表 2　 不同轮廓变形策略的性能比较

Table
 

2　 Performance
 

comparison
 

of
 

different
 

contour
 

deformation
 

strategies

方案 AP vol AP50 AP70

方案 A 52. 0 59. 3 46. 0

方案 B 53. 5 60. 8 47. 1

方案 C 52. 4 59. 8 46. 4

方案 D 54. 1 61. 7 47. 8
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方案A 方案B 方案C 方案D
图 9　 不同轮廓变形策略的对比实验结果示例

Fig. 9　 Comparison
 

results
 

of
 

different
 

contour
 

deformation
 

strategies

　 　 在 SBD 数据集中对 2. 4 节中椭圆形初始轮廓中

成对颜色损失项的不同像素邻域进行实验。 增大像

素邻域可以扩大成对颜色损失项的计算范围,本实验

中选取了 ( - Δρ,Δρ)、( - 2Δρ,2Δρ) 和 ( - 4Δρ,4Δρ)
三个像素邻域,实验结果见表 3。 结果表明, ( - 2Δρ,
2Δρ)、( - 4Δρ,4Δρ) 像素邻域的实验结果相近,且均

优于 ( - Δρ,Δρ) 像素邻域,因此最终选用了 ( - 2Δρ,
2Δρ) 像素邻域。

表 3　 不同像素邻域的性能比较

Table
 

3　 Performance
 

comparison
 

of
 

different
 

pixel
 

neighborhoods

像素邻域 AP vol AP50 AP70

( - Δρ,Δρ) 53. 0 61. 4 47. 3

( - 2Δρ,2Δρ) 54. 1 61. 7 47. 8

( - 4Δρ,4Δρ) 53. 3 61. 5 46. 3

3. 3　 SBD 数据集和 Cityscapes 数据集的实验结果

在 SBD 数据集和 Cityscapes 数据集的实验中使

用了与 Deep
 

Snake[3] 相同的训练配置,先对检测器

单独训练 140 个周期,初始学习率设置为 1e-4,并在

第 80 和第 120 周期各下降一半;然后对轮廓变形网

络进行端到端训练 200 个周期,初始学习率设置为

1e-4,在第 80、第 120 和第 150 周期各下降一半。
　 　 表 4 在 SBD 数据集中对 WSS 和其他基于轮廓

的实例分割网络进行了比较,STS[14] 使用径向矢量

表示目标的轮廓,ESE[15] 使用显式形状编码近似目

标的轮廓。 在使用相同的主干网络和训练条件下,
仅使用弱监督训练的 WSS 实验结果优于其他类型

的完全监督的实例分割网络。 WSS 在验证集上的

性能稍逊于 Deep
 

Snake,仅相差 0. 6
 

AP。 WSS 在

SBD 数据集中的测试结果如图 10 所示。 可以看出

WSS 对于各个尺度的车辆和小尺度的行人这类轮

廓较为简单的目标处理得很好,但是由于初始轮廓

和轮廓变形的流程设计对于大尺度的行人目标,其
较大内凹的部分存在一些误检。 由此可见,弱监督

训练网络 WSS 在一般场景中依然具有优势,处理速

度达 34. 6
 

fps,可以满足实时实例分割的要求。

表 4　 SBD 测试结果

Table
 

4　 SBD
 

test
 

results

Method AP vol AP50 AP7 0 Time / ms fps

STS[14] 29. 0 30. 0 6. 5 28. 0 35. 7

ESE-20[15] 35. 3 40. 7 12. 1 24. 0 41. 7

Deep
 

Snake 54. 4 62. 1
 

48. 3
 

31. 0 32. 3

WSS 53. 8
 

60. 8
 

45. 3 28. 9 34. 6

图 10　 BD 测试结果示例

Fig. 10　 Example
 

of
 

SBD
 

test
 

results
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　 　 表 5 在 Cityscapes 数据集中对 WSS 和其他的实

例分割网络进行了比较,在使用相同的主干网络和

训练条件下,仅使用弱监督训练的 WSS 实验结果甚

至优于一些完全监督的实例分割网络。 WSS 在验

证集上的性能稍逊于 Deep
 

Snake
 

,仅落后 0. 2
 

AP,
但在车辆类别上, WSS 反而比 Deep

 

Snake 高出

0. 2
 

AP。 WSS 在 Cityscapes 数据集中的测试结果如

图 11 所示。 在随机选取的 6 张测试图片中对车辆

目标和行人目标进行检测,本文的方法没有发生误

检。 可以看出 6 张测试图片中的目标轮廓大多是简

单非凹的,WSS 对于这类大尺度的车辆目标、小尺

度的车辆目标以及中小尺度的行人目标处理得都很

好。 由此可见,弱监督训练网络 WSS 在复杂场景中

依然具有优势,处理速度达 4. 9
 

fps,可满足实时实

例分割的要求。
表 5　 Cityscapes测试结果

Table
 

5　 Cityscapes
 

test
 

results

Method AP val AP AP50 person car bicycle fps

SGN 29. 2 25. 0 44. 9 21. 8 39. 4 12. 4 0. 6

Polygon
 

RNN+ 25. 5 45. 5 29. 4 48. 3 13. 6

Mask
 

R-CNN 31. 5 26. 2 49. 9 30. 5 46. 9 16. 0 2. 2

PA
 

Net[16] 36. 5 31. 8 57. 1 36. 8 54. 8 20. 8

Deep
 

Snake 37. 4 31. 7 58. 4 37. 2 56. 0 16. 4 4. 6

WSS 37. 2 31. 6 58. 0 37. 0 56. 2 15. 9 4. 9

（a） （b）

（c） （d）

（e） （f）

图 11　 Cityscapes测试结果示例

Fig. 11　 Example
 

of
 

Cityscapes
 

test
 

results

4　 结束语

本文提出了一种基于蛇模型的弱监督实例分割

方法,用投影损失项和颜色成对损失项代替蛇模型

原有的损失函数,实现了只使用边界框标注的数据

集完成对实例分割网络的训练。 初始轮廓是影响蛇

模型效果的一个重要因素,经过对比实验,4 种初始

轮廓变形方案中使用椭圆形初始轮廓的方案 D 结

果最好。 在 SBD 数据集和 Cityscapes 数据集中进行

实验验证,证明了本文的方法适用于多种实例分割场

景,相较于其他实例分割方法在精度和运行速度方面

具有综合优势,且可以满足实时实例分割的要求。
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