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摘　 要:
 

连铸机零段基座的运行状态显著影响铸坯的高效稳定生产,因此,实现基于数据驱动的基座故障预警对连铸生产至

关重要。 本文提出一种结合奇异谱分析(SSA)与 Inception-BiLSTM 模型的故障预警方法,旨在实现基座状态的预测性辨识。
该方法利用 SSA 对基座压力信号进行预处理,剔除干扰信息的同时保留数据关键特征,进而通过设计多通道、多尺度卷积核

的 Inception 网络架构,从降噪后的压力时序信号中提取多尺度深层特征,并设计 BiLSTM 学习序列的前后时间依赖特性;进
一步,以重构压力数据与真实压力数据之间的偏离度作为预警指标,并提出连续越限预警策略,实现对基座的准确故障预警。
通过某炼钢厂零段基座实测压力数据对所提方法进行实验验证,实验结果表明:所提方法在预测精度上优于其他方法,并在

零段基座故障预警应用中展现出高度稳定性和有效性。
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Abstract:
 

The
 

operating
 

condition
 

of
 

the
 

zero-section
 

base
 

of
 

the
 

continuous
 

casting
 

machine
 

significantly
 

affects
 

the
 

efficient
 

and
 

stable
 

production
 

of
 

cast
 

billets,
 

so
 

the
 

realisation
 

of
 

data - driven
 

pedestal
 

fault
 

early
 

warning
 

is
 

crucial
 

for
 

continuous
 

casting
 

production.
 

This
 

paper
 

proposes
 

a
 

fault
 

warning
 

method
 

that
 

combines
 

Singular
 

Spectrum
 

Analysis
 

(SSA)
 

and
 

Inception-BiLSTM
 

model,
 

aiming
 

to
 

achieve
 

predictive
 

identification
 

of
 

the
 

pedestal
 

state.
 

The
 

method
 

utilises
 

SSA
 

to
 

pre-process
 

the
 

pedestal
 

pressure
 

signal
 

to
 

reject
 

the
 

interfering
 

information
 

while
 

retaining
 

the
 

key
 

features
 

of
 

the
 

data,
 

and
 

then
 

extracts
 

the
 

multi-scale
 

deep
 

features
 

from
 

the
 

noise-reduced
 

pressure
 

time-series
 

signal
 

by
 

designing
 

a
 

multi-channel,
 

multi-scale
 

convolutional
 

kernel
 

of
 

the
 

Inception
 

network
 

architecture
 

and
 

designs
 

the
 

before - and - after
 

time - dependent
 

characteristics
 

of
 

the
 

BiLSTM
 

learning
 

sequences;
 

furthermore,
 

the
 

deviation
 

between
 

the
 

reconstructed
 

pressure
 

data
 

and
  

real
 

pressure
 

data
 

is
 

used
 

as
 

the
 

warning
 

indicator,
 

and
 

a
 

continuous
 

overrun
 

warning
 

strategy
 

is
 

proposed
 

to
 

achieve
 

accurate
 

fault
 

warning
 

for
 

the
 

pedestal.
 

The
 

proposed
 

method
 

is
 

experimentally
 

verified
 

by
 

the
 

measured
 

pressure
 

data
 

of
 

zero-section
 

pedestal
 

in
 

a
 

steel
 

plant,
 

and
 

the
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

method
 

is
 

better
 

than
 

other
 

methods
 

in
 

prediction
 

accuracy,
 

and
 

shows
 

a
 

high
 

stability
 

and
 

effectiveness
 

in
 

the
 

application
 

of
 

zero-section
 

pedestal
 

failure
 

warning.
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0　 引　 言

连铸机是炼钢生产过程中将熔融钢水转化为固

态铸坯的核心设备[1] 。 作为连铸机零段的关键安

装基准,基座在高温、高湿及重载等复杂环境下长期

工作,易发生开口过大和沉降偏移等故障,从而引起

基座所受压力的显著波动。 因此,监测压力变化是

基座运行状态最直接的表现。 为了维持零段和 1#
段的精确对弧精度并降低铸坯外弧出现边裂的风

险,对零段基座进行早期故障识别具有重要意义。
因压力传感器所处环境恶劣,其采集的时序数据

通常充斥着大量噪声,并呈现非线性和非平稳性等特

点,而故障特征往往深藏在背景噪声中[2] 。 为获取时

序数据中的有效信息,排除噪声干扰,国内外学者提

出众 多 分 解 降 噪 方 法, 诸 如 变 分 模 态 分 解

(VMD) [3-4] 、 小 波 分 析 ( WA ) [5] 和 奇 异 谱 分 析

(SSA) [6]等均对时序数据起到有效降噪作用。 然而,
应用 VMD 直接对数据进行分解时,可能导致大量有

效信息随噪声一同丢失[7] ;尽管 WA 具有对非平稳数

据进行分解降噪的能力,但其降噪效果往往受到小波

基和分解层等参数的影响[8] 。 而 SSA 的特点是无需

先验条件并保护数据的关键特征,因此可作为分析和

优化非线性、非平稳时序数据的有效手段[9] 。
在时序数据异常检测领域,众多学者结合深度

学习方法以深入挖掘时序数据中的内在关联特

征[10] 。 其中,卷积神经网络(CNN)因其强大的特征

提取能力被广泛应用。 Kong 等学者[11]将 CNN 和门

控循环单元相结合,利用 CNN 提取 SCADA 数据中

的空间特征,有效实现对风力涡轮机的健康状态监

测。 Chang 等学者[12] 提出一种并行结构的卷积神

经网络,从多个尺度上提取故障特征,结果表明其故

障识别效果明显优于单一的 CNN。
长短期记忆网络( LSTM) 是对循环神经网络

(RNN)的改进[13] ,通过其独特的门控机制在时序数

据处理中展现出显著的优势。 向玲等学者[14] 运用

卷积自编码器结合 BiLSTM 对风电机组齿轮箱进行

状态监测,结果表明:与其他方法对比,该方法拥有

更高的预警可靠性。 Choi 等学者[15] 采用 LSTM 网

络来监测传感器状态,当核电厂参数在紧迫情况下

发生剧烈波动时,该模型可利用提出的一致性指数,
对传感器是否存在误差进行精确检测。 游东东等学

者[16] 使用贝叶斯 BiLSTM 网络模型对核电设备进

行故障预警,实验表明:该方法比现有监控系统至少

提前了 15
 

h 发出报警信息。

尽管 CNN 在提取数据的空间特征方面表现出

色,但其提取特征缺乏时间关联性且尺度单一,在噪

声环境下易影响模式识别准确率,而通过增加神经

网络层数来提高状态识别准确率易导致模型退化和

过拟合;LSTM 则是在提取深层故障信息方面存在

挑战,需结合其他特征提取算法以有效识别故障。
综上,本文提出基于 SSA-Inception-BiLSTM 的零段

基座故障预警方法。 该方法可提取时序数据多尺度

深层特征和前后时间特征关联,建立数据特征与基

座状态之间的映射关系。 通过某炼钢厂连铸机零段

基座的实测压力数据对所提方法的预测精度和预警

效率进行验证。

1　 相关理论

1. 1　 奇异谱分析法

奇异谱分析(SSA)是一种处理非线性时间序列

的方法,通过构建时间序列轨迹矩阵并对其进行分

解、重构等操作,根据贡献度提取特征分量和噪声,
从而实现对数据的降噪[17] 。 其步骤如下。

步骤 1 　 嵌入。 首先, 选定合适的窗口长度

L(2 < L ≤ N / 2) 后,将基座压力监测数据 P = (p1,
p2,…,pN) 进行滞后排列得到轨迹矩阵如下:

HL×X =

m1 m2 … mN-L+1

m2 m3 … mN-L+2

︙ ︙ ︙
mL mL+1 … mN

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

(1)

其中,N表示压力时间序列的长度;X = N - L + 1。
步骤 2　 分解。 分别计算矩阵 HH

 T 的奇异值

μ 1,μ 2,…,μ L(μ 1 ≥ μ 2 ≥ … ≥ μ L ≥ 0) 和对应的奇

异向量 U1,U2,…,UL,这里给出 V j 定义如下:

V j = HTU j μ j (2)
　 　 对轨迹矩阵 H 进行奇异值分解的结果如下:

H = ∑
L

j = 1
μ j U jVT

j ,
 

j = 1,2,…,t (3)

　 　 其中, U j 和 V j 表示轨迹矩阵H的第 j个奇异值

对应的左右奇异向量。
步骤 3　 分组。 将集合{1,2,…,t} 划分成 n 个

互不相交的子集{ I1,I2,…,In},取任意正整数 q ∈
[1,n],则分组后的矩阵为:

H = HI1
+ HI2

+ … + HIn
(4)

　 　 其中, I1,I2,…,In 的选取过程即为分组;每个

HIq
是与时间序列相关的特征分量,其贡献率和奇异

值呈正相关。
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步骤 4　 重构。 通过对角平均化将上述分组的

矩阵重建成长度为 N 的新序列{y1,y2,…,
 

yN}。 令

Y 为 L × X 的矩阵,元素为 yij,计算公式如下:

yx =

1
x ∑

x+1

m = 1
y∗
m,x-m+1,　 　 　

 

　
 

　 1 ≤ x ≤ L∗

1
L∗∑

L∗

m = 1
y∗
m,x-m+1,　 　 　 　 　

 

L∗ < x ≤ X∗

1
N - x + 1 ∑

N-X∗+1

m = x-X∗+1

y∗
m,x-m+1,

 

X∗ < x ≤ N

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

(5)

　 　 其中, L∗ = min(L,X);
 

X∗ = max(L,X)。 如果

L < X,yij
∗ = yij,否则 yij

∗ = y ji。

1. 2　 Inception 网络

Inception 模块的核心理念是对卷积层从深度和

宽度上进行改进拓展,利用不同尺度和深度的卷积

核来实现多尺度深度特征的提取。 本文所提改进

Inception 网络基于 Inception
 

V1 模块,其特点是每个

通道均采用不同尺寸的卷积核组合,如图 1 所示。
这种设计使网络的每一层都能学习到多尺度特征,
在增加网络宽度的同时提高了网络对数据非线性变

化的适应性。 此外,每个通道都包含 1 × 1 的卷积

核,增加网络非线性能力的同时减少参数量和计算

复杂度。

输入层

拼接层

卷积核（1,8）

卷积核（1,1） 卷积核（1,1） 卷积核（1,1） 池化层（3,3）

卷积核（1,4） 卷积核（1,16） 卷积核（1,1）

图 1　 Inception 网络结构

Fig.
 

1　 Inception
 

network
 

structure

1. 3　 双向长短期记忆神经网络

LSTM 是为了解决 RNN 在训练中遇到的梯度

消失和梯度爆炸问题而提出的改进模型[18-19] 。 通

过在隐藏层中嵌入用于控制信息传输的 3 个门控结

构以及记忆单元,克服了 RNN 由于梯度消失导致的

短期记忆限制。 其结构如图 2 所示。 主要计算如

下:
ft = σ(Wf × [ lt -1,pt] + bf)
it = σ(Wi × [ lt -1,pt] + bi)

C t
􀮨 = tanh(WC × [ lt -1,pt] + bC)

C t = ft × C t -1 + it ×C t
􀮨

Ot = σ(Wo × [ lt -1,pt] + bo)
lt = Ot × tanh(C t)

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ï
ï

(6)

其中, Wf,Wi,WC,Wo 和 bf,bi,bC,bo 分别表示

LSTM
 

三个门不同状态下的权重矩阵和偏置向量;
lt - 1 和 lt 分别表示 t - 1 时刻和 t时刻的输出;σ 表示

Sigmoid 激活函数。

图 2　 LSTM 单元结构图

Fig.
 

2　
 

Structure
 

of
 

LSTM
 

unit

　 　 据上述分析可知,LSTM 的网络参数是按照时

间顺序进行训练而获得的,然而,这种单向训练方法

存在局限性,即无法完全捕捉时序数据的内在特征

联系。 相 比 之 下, 双 向 长 短 期 记 忆 神 经 网 络

(BiLSTM)通过融合前向与后向两个 LSTM 结构,能
够同时挖掘当前时刻数据与过去及未来时刻数据之

间的内在联系,有效地整合了不同时间节点的数据

特征[20] 。 BiLSTM 网络结构如图 3 所示。
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输出层

反向层

前向层

输入层

图 3　 BiLSTM 结构

Fig.
 

3　 BiLSTM
 

structure

2　 零段基座故障预警模型构建

本文所提 Inception-BiLSTM 网络结构如图 4 所

示。 首先,基于 Inception 网络的多通道、多尺度卷积

核架构自适应地提取样本中的深层特征,从而有效避

免人工特征提取导致的潜在误差以及对专家知识经

验的过度依赖。 接着,利用 BiLSTM 从前后两个方向

学习序列的时间依赖性,使特征信息更加全面。

输入层

Inception网络层

Dense层
BiLSTM层

Dense层
Dense层输出层

GAP层

图 4　 Inception-BiLSTM 网络结构图

Fig.
 

4　 Sketch
 

of
 

Inception-BiLSTM
 

network
 

structure

2. 1　 模型结构参数

将预处理后的压力时序数据作为 Inception -
BiLSTM 模型的输入,未来一段时间的压力值作为输

出。 对于 Inception 模块,通过对模型使用不同的初

始化参数进行多次试验训练,获得模型最优状态下的

网络参数配置见表 1。
表 1　 Inception-BiLSTM 模型参数

Table
 

1　 Inception-BiLSTM
 

model
 

parameters

网络层 卷积核参数 核数量 激活函数

卷积层 1 (1,1) / (1,8) 32 / 16 ReLU
卷积层 2 (1,1) / (1,16) 32 / 16 ReLU
卷积层 3 (1,1) / (1,4) 32 / 64 ReLU
池化层 (3,3) / (1,1) 32 / 24

全局平均池化层 (2,2) 120 ReLU
全连接层 425
BiLSTM (425,87) ReLU
全连接层 32 ReLU
全连接层 1

　 　 此外,模型训练过程中选用 Adam 优化器更新

网络参数,CrossEntropyLoss 作为损失函数,迭代次

数为 400,初始学习率为 0. 005,并且每 10 轮训练缩

小 0. 9 倍。
2. 2　 故障预警策略

本文使用基座正常工况下的历史数据对研究搭

建的模型进行训练,然后对实时运行数据进行预测。
当基座出现接触点滑移等故障时,模型内部特征参

数的映射关系发生变化,导致输出预测数据较实际

监测数据存在显著偏离。 为衡量数据偏离程度,引
入预测偏离度来表征基座的运行状态,其中偏离度

越接近 0 表明预测值与真实值的差异性越小。 其计

算公式如下:

η = y - ŷ

ŷ
(7)

　 　 其中, η表示模型预测偏离度;
 

y表示模型预测

值;
 

ŷ 表示基座压力真实值。
预警阈值的选择对报警的准确与否至关重要。

由于模型预测偏离度序列呈现多峰形状且不符合正

态分布,因此传统的 3σ 准则不适用于本模型。 本

文使用核密度估计法[21]作为非参数估计方法,利用

Gaussian 函数来计算预测偏离度序列的概率密度函

数 f
       ^( t):

f
       ^( t) = 1

mh∑
m

i = 1

1
h 2π

e
-

(x-xi)
2

2h2( )
(8)

　 　 其中, h 表示带宽; m 表示样本序列长度; x 表

示样本序列中元素。
接下来,求解累计分布函数,并将 99%置信度

作为该模型的预警阈值 ηm。 用到的公式为:

∫ηm

0
f

       ^( t)dt = 0. 99 (9)

　 　 利用预测偏离度对基座状态进行监测,当基座

处于正常状态时,模型能够准确地对监测压力进行

预测,预测偏离度低于预警阈值;当异常状态的压力

数据输入到预测模型中时,由于与训练数据偏离,导
致预测误差增大,偏离度将会超出预警阈值。 考虑

现场环境存在短时强噪声和数据采集异常等情况,
导致 η 短时超过 ηm,为避免因这类情况引起的误报

警,提出连续越限次数 Q 及其阈值 Qm,本模型中设

置 Qm = 3,当预测偏离度连续越限次数达到 3 次时,
则认为基座出现故障并发出预警信息。 图 5 为基于

SSA-Inception -BiLSTM 模型的零段基座故障预警

流程。
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计算正常工况下的预测偏
离度，并确定预警阈值ηm

在线监测运行参数，输入
模型并得到预测值

根据预测值和实际值计算
预测偏离度η

训练Inception-BiLSTM
预测模型

划分数据集

归一化处理

采取SSA降噪

异常值、缺失值处理

获取压力监测数据

发出警报

η>ηm?

Q≥Qm?

N

Y

N

训练完成

Y

图 5　 故障预警流程图

Fig.
 

5　 Flowchart
 

of
 

fault
 

warning

3　 零段基座实例分析

3. 1　 数据采集与预处理

为验证该方法的有效性,在国内某炼钢厂的连

铸机零段单个基座的 2 个垫片侧边上依次布置了

AI1~ AI6 共计 6 个压力监测测点,实现对基座受载

情况的实时监控,如图 6 所示。

基座定位块

压力传感器 双轴高温应变片

AI1 AI2
AI3

AI4 AI5
AI6

3?0.5

3?0.5

3?0.5

图 6　 基座压力测点位置图

Fig.
 

6　 Location
 

of
 

base
 

pressure
 

measurement
 

points

　 　 本文选取 AI5 测点时间跨度为 2021 年 7 月 7
日 19:00 至 7 月 9 日 08:00 因故障停机前的数据

集,共计 13
 

126 条数据样本,采样周期为 10
 

s。 对

采集的原始压力数据采用线性回归法填补缺失值,
并利用箱线图法剔除异常值,最终剩余 12

 

960 条数

据,将前 7
 

776 条正常工况压力数据按 7 ∶ 3 划分为

训练集和验证集,用来验证该模型的预测精度,其余

的 5
 

184 条带故障数据作为测试集测试该模型的预

警效率。 正常工况下的基座压力时序数据如图 7 所

示。
　 　 从图 7 可知,受结晶器振动和高温高湿环境等

因素影响,AI5 测点的压力监测曲线显示出许多不

规则的扰动。 为提高预警模型的稳定性,应用 1. 1
节中介绍的 SSA 方法对原始压力时序数据进行降

噪处理,分解出特征分量和噪声分量,如图 8 所示。
随后,对降噪后的特征分量进行归一化处理,从而加

快预测模型的收敛和计算速度。 这里用到的公式

为:

xd =
x - xmin

xmax - xmin
(10)

　 　 其中, xd 表示归一化后数值; xmin 和 xmax 分别表

示样本序列中的最小值和最大值。
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图 7　 正常工况基座压力

Fig.
 

7　 Base
 

pressure
 

of
 

normal
 

working
 

condition
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图 8　 原始数据的 SSA 去噪效果

Fig.
 

8　 SSA
 

denoising
 

effect
 

of
 

raw
 

data

　 　 从图 8(b)可知,噪声分量大部分在±2
 

kN 的范

围内波动,并且其贡献率不到 2%。 这表明分离出

的特征分量能够较好反映压力的整体波动情况,并
保留原始压力序列的重要特征,初步验证了 SSA 方

法在数据解析和降噪方面的有效性。 从图 8( a)可

知,SSA 的解析降噪处理在一定程度上平滑了原始

压力数据,减少了原始曲线中的不规则扰动,为后续

的预警工作提供了有效支持。
3. 2　 模型预测结果对比与分析

使用剔除噪声后的训练集对 2. 2 节中设计的

Inception-BiLSTM 模型进行训练。 图 9 展示了所提
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模型对压力时序数据的预测结果。 结果表明:SSA-
Inception-BiLSTM 模型可较好预测出零段基座压力

数据的整体变化特征。

155
150
145
140
135
130
125
120
115

0 500 1000 1500 2000 2500

本文方法
真实压力数据

样本数

压
力

/k
N

图 9　 SSA-Inception-BiLSTM 的预测结果图

Fig.
 

9　 Plot
 

of
 

prediction
 

results
 

of
 

SSA-Inception-BiLSTM
 

model

　 　 为进一步分析使用 SSA 方法降噪后对提高模

型预 测 精 度 的 作 用, 以 及 将 Inception 网 络 与

BiLSTM 结合用于挖掘基座压力时序数据特征的优

势,选择 WA-Inception-BiLSTM、Inception-BiLSTM、
Inception、CNN 与本模型作对比,其中 Inception 和

BiLSTM 模型的结构参数均使用 2. 1 节中的参数,小
波基函数选择 Coiflet,CNN 架构主要由卷积层、池化

层和全连接层组成,卷积层结构参数为(3,3,64)。
此外,将均方根误差 (δRMSE)、平均绝对误差(δMAE)、
决定系数(R2) 作为评价指标,各模型在验证集上的

预测精度评估结果见表 2。 推得的公式具体如下:

δRMSE = 1
N∑

N

i = 1
yi - ŷi( ) 2 (11)

δMAE = 1
n ∑

n

i = 1
| ŷi - yi | (12)

R2 = 1 -
∑

i
ŷi - yi( ) 2

∑
i

(y- i - yi) 2
(13)

　 　 其中, n 表示样本总数; yi、ŷi 和 y
-

i 分别表示第 i
个基座压力的预测值、真实值和均值。

表 2　 不同模型的评价指标对比

Table
 

2　 Comparison
 

of
 

evaluation
 

indicators
 

of
 

different
 

models

模型 RMSE MAE R2

本文方法 1. 954
 

1 0. 094
 

1 0. 964
 

4

WA-Inception-BiLSTM 2. 396
 

2 0. 105
 

4 0. 884
 

1

Inception
 

-BiLSTM 2. 412
 

1 0. 106
 

2 0. 876
 

2

Inception 2. 625
 

3 0. 125
 

4 0. 777
 

2

CNN 2. 776
 

8 0. 142
 

2 0. 696
 

3

　 　 从表 2 可知,本文所提方法表现出最优预测精

度。 基于 CNN 的方法仅包含单一尺度的卷积核,限

制了其对基座压力数据深层特征的充分挖掘,而

Inception 模块通过多通道、多尺度网络结构的设计

提升了深层特征提取能力,但由于仅包含卷积和池

化结构,难以充分提取基座压力数据的时序特征。
通过对前 3 种方法的预测精度提升量进行比较,观
察到相对于 WA,SSA 在处理非线性、非平稳时序数

据的降噪方面更具优势。 此外, 在去除扰动后,
Inception 模型和 BiLSTM 能够更有效地进行多尺度

样本特征挖掘,并捕捉前后时间关联特征。 综上可

知,所提模型能够有效地表征零段基座的正常状态,
验证将该模型用于基座故障预警具有可行性。
3. 3　 故障预警实验

从图 7 可知,零段基座在正常工况下承受的压

力主要在 120 ~ 145
 

KN 范围内波动,但也存在数值

过大的点。 因此,仅通过压力设定安全阈值来判断

其异常状态可能会导致误报警的风险。 为提高预警

准确性并降低误报警频率,应结合其他状态参数进

行综合分析。 因此,本文通过计算预警模型输出的

预测压力和真实压力之间的偏离度,来评估基座的

运行状态。
为评估所提方法在故障预警方面的稳定性,采用

测试集作为实时运行数据进行故障预警分析。 利用

所提预警模型对正常工况下的运行数据进行重构,应
用式(7)计算预测偏离度序列。 为获取偏离度序列的

概率密度曲线,采用核密度估计法进行处理,见图 10。
选取预测偏离度 (η) 的 0. 99 分位数作为零段基座故

障预警的阈值,即阈值 ηm = 0. 112
 

4。

20.0

17.5

15.0

12.5

10.0

7.5

5.0

2.5

0 0.0700 0.1124 0.1400

0.99分位线

概
率

密
度

预测偏离度

图 10　 偏离度序列的概率密度曲线

Fig.
 

10　 Probability
 

density
 

curves
 

for
 

the
 

deviation
 

series

　 　 图 11 为所提方法的故障预警实验结果,全面呈

现了零段基座从正常状态到故障状态的偏离度变化

过程。 基座处于正常工况时,预测偏离度始终保持

在预警阈值以下,预警模型能够准确地重构出真实

数据;然而,在 2
 

063 ~ 2
 

066 样本点处,预测偏离度

连续 3 次超过预警阈值 ηm, 触发了报警。 在偏载故
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障发生前期,基座所受压力逐渐发生变化,模型难以

准确重构出输入数据,预测偏离度逐渐靠近并超过

预警阈值;随着连铸的进行,基座承受的偏载力不断

增大,对应的预测偏离度也不断增大,最终在预警阈

值之上发生剧烈波动。 由此,初步推测该位置的基

座发生了沉降或变形,通过查阅数据集相关记录,确
认故障情况为基座开口过大,导致定位精度产生

偏差。

报警

预测偏离度
预警阈值
实际故障时刻

0.25

0.20

0.15

0.10

0.05

0 1000 2000 3000 4000 5000 6000
样本数

预
测

偏
离

度

图 11　 故障预警实验结果

Fig.
 

11　 Experimental
 

results
 

of
 

fault
 

warning

3. 4　 消融实验

本文所提模型的关键特征提取模块主要有

Inception 和 BiLSTM,二者分别通过提取时序数据多

尺度深层特征和前后时间特征来实现对基座压力数

据的深度挖掘,并且上述 2 个模块分别是对 CNN 和

LSTM 的改进。 为了研究本文所提改进方法对基座

状态预测的影响,进行了消融研究。 将测试数据集

均利用 SSA 进行降噪后,使用 CNN-BiLSTM 模型、
BiLSTM 模型和 LSTM 模型与本文所提方法的预警

效果做对比,并采用本文所提报警策略。 不同模型

预警结果如图 12 所示。
　 　 从图 12 中可知,上述 3 种模型均能明显检测到

零段基座承载异常,并在基座实际故障发生前实现

预警。 此外,在使用卷积操作对基座压力进行特征

提取后,可提高模型预警准确率,CNN-BiLSTM 和本

文方法均未出现误报警的情况。 然而,相较于上述

3 种模型,所提模型的预警阈值较低,更有利于及时

监测故障并提前发出报警信息,并且未出现误报警

和预测偏离度超出阈值的现象。
为进一步分析各模型的预警效果,表 3 为计算

出的各模型的预警阈值 (ηm)、响应时间( t)、报警提

前时间(T) 和误报次数(P)。 从表 3 分析可知,本
文所提模型发出故障预警信息比实际故障发生时刻

提前了约 334
 

min 左右,并且未发生误报警情况。
此外,所提模型表现出最短的响应时间和最长的报

警提前时间。 因此,通过对 CNN 在深度和宽度上进

行拓展,并结合 BiLSTM 网络可深度提取压力数据

异常特征,从而提前报警时间,避免故障进一步恶

化。 上述分析表明,基于 SSA-Inception-BiLSTM 模

型和连续越限预警策略能够迅速且准确地提前发现

基座早期故障,可为连铸机零段基座状态监测提供

可靠的参考依据。
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图 12　 不同模型预警结果

Fig.
 

12　 Early
 

warning
 

results
 

from
 

different
 

models

表 3　 预警模型效果对比

Table
 

3　 Comparison
 

of
 

the
 

effectiveness
 

of
 

early
 

warning
 

models

模型 ηm t / s T / min P / 次

本文方法 0. 112
 

4 69. 1 334 0

CNN-BiLSTM 0. 139
 

3 98. 2 162 0

LSTM 0. 183
 

5 216. 0 43 2

BiLSTM 0. 170
 

1 133. 0 193 2

56第 6 期 李欣,
 

等:
  

基于 SSA 与 Inception-BiLSTM 的连铸机零段基座故障预警研究



4　 结束语

(1)SSA 能够将压力传感器监测数据有效分解

为特征分量与噪声分量,消除由结晶器振动等因素

导致的不规则扰动,同时保留数据关键特征,得到用

于基座故障预警研究的高质量数据,提高故障预警

的灵敏度。
(2)融合 Inception 和 BiLSTM 构建高精度的基

座状态预警模型。 该模型不仅可以捕捉多尺度深层

特征,还可挖掘时序数据的前后时间关联,全面提取

基座状态特征,避免人工特征提取导致的误差。 此

外,引入连续越限预警策略,克服因现场短时强噪声

等因素引起的误报警。
(3)将所提模型用于基座故障预警实验,结果

表明,SSA-Inception-BiLSTM 模型可在基座故障发

生前 334
 

min 发出预警信息,并且未有误报警情况

发生,验证了所提方法的高度稳定性和有效性,为后

续零段基座稳定运行及降低铸坯边裂发生率提供有

效支持。
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