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摘　 要:
 

大语言模型使用大量的文本数据进行训练,从而具有丰富的世界知识。 然而,使用大语言模型处理现实世界的问题

时常常表现不佳,因为大语言模型的知识与实际环境并不一致。 相比之下,强化学习是通过与环境的交互来逐步学习策略

的,因此始终能与环境保持一致,但在缺乏一定先验知识的情况下强化学习的样本效率是较低的。 针对上述问题,本文提出

了一种结合大语言模型和强化学习来进行任务规划的系统,其中将大语言模型作为决策者,并由强化学习算法来指导模型做

出决策。 仿真实验结果表明,与原始模型相比,微调后的模型性能明显提升,任务执行过程中的平均奖励值从 0. 139 提升至

0. 760,任务执行效率和稳定性均优于原始模型。
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Abstract:
 

Large
 

language
 

models
 

are
 

trained
 

on
 

extensive
 

text
 

data,which
 

gives
 

them
 

a
 

wealth
 

of
 

world
 

knowledge.
 

However,
 

when
 

applied
 

to
 

real-world
 

problems,
 

they
 

often
 

underperform
 

because
 

their
 

knowledge
 

does
 

not
 

align
 

with
 

the
 

actual
 

environment.
 

In
 

contrast,
 

reinforcement
 

learning
 

learns
 

strategies
 

through
 

interactions
 

with
 

the
 

environment,
 

thus
 

always
 

maintaining
 

consistency
 

with
 

the
 

environment.
 

However,reinforcement
 

learning
 

tends
 

to
 

have
 

lower
 

sample
 

efficiency
 

without
 

prior
 

knowledge.
 

To
 

address
 

these
 

challenges,this
 

paper
 

proposes
 

a
 

system
 

that
 

integrates
 

large
 

language
 

models
 

with
 

reinforcement
 

learning
 

for
 

task
 

planning.
 

In
 

this
 

approach, the
 

large
 

language
 

model
 

serves
 

as
 

the
 

decision - maker
 

while
 

the
 

reinforcement
 

learning
 

algorithm
 

guides
 

the
 

decision-making
 

process.
 

Experimental
 

results
 

demonstrate
 

that
 

the
 

performance
 

of
 

the
 

fine-tuned
 

model
 

has
 

significantly
 

improved
 

compared
 

to
 

the
 

original
 

model.
 

The
 

average
 

reward
 

during
 

task
 

execution
 

increased
 

from
 

0. 139
 

to
 

0. 760,and
 

the
 

task
 

execution
 

efficiency
 

and
 

stability
 

are
 

better
 

than
 

the
 

original
 

model.
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0　 引　 言

近年来,大语言模型[1] 的兴起和发展对自然语

言处理和人工智能领域带来了革命性的影响[2] 。
Ahn 等学者[3]将大语言模型的语义知识与机器人实

际的物理行动能力相结合,使得机器人可以利用语

言知识完成长时间的复杂任务。 Cai 等学者[4] 利用

大语言模型生成并利用工具来解决复杂问题。 然

而,大语言模型通常依赖预训练的静态数据,并不具

备对当前环境的实时感知能力。 这意味着模型对现

实世界的即时变化和动态信息缺乏认知,无法做出

准确的决策[5] 。 例如在进行具体任务编排时,大语

言模型可能会生成当前环境中无法完成的操作,例
如拿起环境中不存在的物体。 相反,强化学习[6] 通

过持续与环境交互,从头开始学习策略,确保智能体

能够与环境保持一致。 Mutti 等学者[7] 提出的

αMEPOL 算法通过无监督的多环境交互训练显著

提升了样本效率与适应性,这表明多环境交互有助



于强化学习代理的有效对齐。 然而,传统强化学习

方法往往从随机策略开始学习,缺乏先验知识的支

持,从而导致样本效率低下,Kumar 等学者[8] 通过将

先验知识与策略的初始化和训练期间的探索相结合

的方法来提高样本效率。 Ouyang 等学者[9] 提出的

RLHF 方法说明来自人类反馈的强化学习方法对大

语言模型对齐和内容质量提升的有效性。 因此,本
次研究大语言模型作为决策支持的工具,负责接收

观察到的信息并生成在环境中执行的动作指令,实
验中使用大语言模型进行具体任务的决策,通过检

测环境内的物品并发出指令,对给定的任务进行规

划。 同时为了克服大语言模型的局限性,在实验中

引入强化学习,通过强化学习代理在执行过程中与

环境的不断交互与试错获得的反馈来调整大语言模

型的参数,从而实现大语言模型生成策略的修正,提
高任务完成的效率和准确率。

1　 相关工作

1. 1　 大语言模型工作原理

本文使用 LLaMA[10] 大模型进行任务规划,
LLaMA 模型是基于原始 Transformers[11] 架构的生成

式预训练模型,能够生成、理解和处理自然语言。 大

语言模型通常通过自回归语言建模[12] 的方式进行

训练,即通过给定上下文预测下一个词的概率。 其

训练目标可以表示为最大化条件概率 P( w t |
w1:t -1), 公式为:

L = - ∑
T

t = 1
logP(w t | w1:t -1;θ)

 

(1)

　 　 其中, L 表示损失函数的值;w t 表示在时间步 t
的目标词;θ 表示模型参数;T 表示序列长度;P(w t |
w1:t -1;θ) 表示模型在给定上下文w1:t -1 下预测目标

词 w t 的概率。
1. 2　 近端策略优化算法

强化学习中有多种经典的算法,其中具有代表

性的包括 Q - learning[13-14] 、DQN[15] 和近端策略优

化[16-17] ( Proximal
 

Policy
 

Optimization, PPO), 其中

PPO 算法是基于策略梯度方法[18] 的。 策略梯度方

法是一类直接对策略进行优化的强化学习方法,通
过最大化累积奖励的期望来更新策略参数。 在这种

方法中,优势函数 A( st,at) 用于衡量一个动作相对

于平均策略的优越性,并引导策略的更新,使得策略

学习更加高效和稳定。 优势函数的定义为:
A( st,at) = Q( st,at) - V( st) (2)

　 　 其中, st 表示在时间步 t 时的状态, at 表示该时

间步选择的动作; Q( st,at) 表示动作值函数; V( st)
表示状态值函数。 同时,PPO 算法使用 clip 操作限

制新旧策略的更新幅度,从而防止策略在一次更新

中变化过大。
LLaMA 模型作为大语言模型,其参数规模巨

大、且微调过程中需要保持原有模型的能力[19] ,而
PPO 的稳定性和渐进式策略更新特性使其能够在

不破坏语言模型原有能力的情况下,逐步优化策略。

2　 实验方法

2. 1　 初始策略生成

通过大语言模型直接生成的操作可能在环境中

是无效的,例如大语言模型给出的操作是“拿起苹

果”,但是环境中可能并不存在苹果,从而导致动作

执行失败,这就是前面提到的大语言模型的知识与

实际环境不一致的问题。 本文采用的方法是根据当

前的环境信息人工整理出所有可执行的动作生成一

个动作表 A
 

= {a1,a2,…,ak},其中 k 是指动作表的

长度, 在环境中执行的动作都来源于这个动作合集

A, 然后将观察环境得到的信息 S 一起合并后作为

大语言模型的输入,大语言模型通过计算动作表 A
中的各个动作的 token 序列的联合概率来确定下一

步的最优动作,任务规划的具体过程如图 1 所示。
　 　 对于每个动作 ai, 模型会计算其 token 序列的

联合概率 P(ai | S),其中 S为环境提示,即模型接收

到的观察信息。 联合概率可以通过以下公式来表

示:

P(ai | S) = ∏
k

t = 1
P(w i

t | w i
1,w i

2,. . . ,w i
t -1,S) (3)

　 　 其中, w i
t 表示动作 ai 中的第 t个 token,k表示该

动作所包含的
 

token 的总数。 式(3)表示模型根据

前面的
 

token
 

和环境提示 S 来预测当前 token 的概

率。
模型会对动作表中的每个动作 ai 的联合概率

进行计算,并选择联合概率 P(ai | S) 最大的动作作

为下一步要执行的动作,对此可表示为:
a∗ = argmax

ai∈A
P(ai | S) (4)

　 　 其中, a∗ 表示最优动作,即模型最终选择的动

作。 argmax
ai∈A

表示从动作集合 A 中找到能够使联合概

率 P(ai | S) 最大的动作 ai。
通过这种方式,在当前环境约束下,模型能够从

动作表 A 中选出最符合上下文的动作,从而生成良

好的初始策略。
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图 1　 任务规划流程示意图

Fig.
 

1　 The
 

diagram
 

of
 

the
 

task
 

planning
 

process

2. 2　 模型微调

在对 LLaMA 模型进行微调时,LLaMA
 

模型生

成的文本或动作序列可以看作是策略 πθ, 每次生成

的动作序列是根据当前策略从动作空间中采样得到

的。 在每一步生成中,通过 PPO
 

来优化策略,使其

生成的序列更符合任务目标。
2. 2. 1　 模型输出与动作生成

在 LLaMA 模型中,生成的每个动作或 token 都

对应一个 logits 值,这些
 

logits 可以通过 Softmax 转

换为概率分布。 给定当前的输入序列 st, LLaMA 模

型生成的动作 at 是从这些概率分布中采样得到的:
πθ(at | st) = Softmax( fθ( st)) (5)

　 　 其中, fθ( st) 表示
 

LLaMA
 

模型输出的
 

logits。
2. 2. 2　 优势函数的计算

PPO 算法依赖于优势函数 At 来衡量在某一状

态下选择特定动作的优越性。 优势函数通常通过值

函数 V( st) 进行估计:
Αt =R t - V( st) (6)

　 　 其中, R t 表示从时间步 t 开始的累积奖励,
V(st) 表示状态 st 的估值,通常通过一个评论家网络

来预测。 评论家网络 Vφ(st) 被用来估计当前状态下

的预期奖励,参数 φ 通过最小化以下损失来更新:

LV(φ) = t[(Vφ( st) -R t) 2] (7)
2. 2. 3　 策略更新与优化

在每次生成动作后,通过 PPO 算法对 LLaMA
模型的参数进行更新。 具体地,模型的生成策略 πθ

会通过最小化 PPO 损失函数 LPPO(θ) 来更新。 每次

更新过程中的梯度可以表示为:
崾θLPPO(θ)= t[崾θmin(rt(θ)At,

 

clip(rt(θ),1 ±􀆠)At)]
(8)

　 　 其中, At 表示策略更新前的优势函数; 􀆠表示用

于限制策略更新的超参数; rt(θ) 表示新旧策略之

间的比率,计算公式为:

rt(θ) =
πθ(at | st)
πθold

(at | st)
(9)

　 　 其中, πθ(at | st) 表示新策略下生成动作 at 的

概率; πθold
(at | st) 表示旧策略下生成动作 at 的概

率。
通过引入 clip 操作,PPO

 

限制了策略的变化幅

度,避免策略更新过大,从而保持训练的稳定性。

3　 实验

3. 1　 实验部署

实验过程中,评估了对使用 PPO 算法进行微调
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后的模型性能,具体的评估环境来源于 Xavier。
 

Puig
等学者[20] 开发的 VirtualHome 仿真环境,在该环境

的基础上进行了适当的修改,以适应本实验的需求。

在 VirtualHome 环境中,智能体身处一个物品齐全的

家庭环境中。 图 2 展示了 2 个具体的任务示例,旨
在阐明智能体在执行过程中的具体操作。

(a)
 

任务示例 1

(b)
  

任务示例 2
图 2　 模型生成的示例计划(左)、映射到 VirtualHome 的执行脚本(右)以及 VirtualHome 中的执行实例(下)

Fig.
  

2　 LLaMA
 

model
 

generated
 

plan
 

example
 

( left),execution
 

script
 

mapped
 

to
 

VirtualHome
 

(right),and
 

execution
 

instance
 

in
 

VirtualHome
 

(bottom)

3. 2　 PPO 算法微调前后模型性能对比

本实验将训练过程中执行一次任务的累积奖励

return 以及执行一次任务所需动作步数 length 记录

下来并进行可视化,可视化结果分别如图 3 和图 4
所示。 图 3 分别为使用 PPO 算法进行微调后的模

型训练过程中的 return 曲线和未进行微调的模型训

练过程中的 return 曲线。 图 4 分别为使用 PPO 算

法进行微调后的模型训练过程中的 length 曲线和未

进行微调的模型训练过程中的 length 曲线。

　 　 对图 3 的数据进行分析可以看出,使用 PPO 对

LLaMA 模型进行微调后的任务规划表现明显优于

直接使用 LLaMA 模型进行任务规划。 使用 PPO 算

法进行微调后的模型在训练过程中累积奖励能够迅

速收敛并稳定在 0. 77 左右,显示出模型的高效性和

稳定性。 而未使用 PPO 算法进行微调的模型则呈

现出较大的波动,其累积奖励长期保持在 0 ~ 0. 2 之

间。
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图 3　 PPO 算法对任务累积奖励的影响

Fig.
 

3　 The
 

effect
 

of
 

PPO
 

algorithm
 

on
 

task
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reward
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图 4　 PPO 算法对任务所需步数的影响

Fig.
 

4　 The
 

effect
 

of
 

PPO
 

algorithm
 

on
 

the
 

number
 

of
 

steps
 

required
 

for
 

a
 

task

　 　 对图 4 中的数据进行分析可以看出,PPO 算法

微调后的模型在训练过程中的表现明显优于未微调

模型。 使用 PPO 算法进行微调的模型在初期迅速

降低了任务执行的步数,最终稳定在约 7 步左右。
而未经过 PPO 微调的模型则在训练过程中表现出

较大的波动,其任务执行步数长期保持在 30 ~ 50 之

间。
综上,PPO 微调提升了模型的收敛速度与任务

规划效率,确保了模型在执行复杂任务时的稳定性

和高效性。
3. 3　 任务泛化性能测试

得益于大语言模型具备开放词汇的特性,训练后

的模型能够将已掌握的技能迁移到各种不同的任务

上,而传统的强化学习难以具备这种能力。 研究中对

微调后的模型以及未进行微调的模型在新的未知任

务上的泛化能力进行了评估,评估结果如图 5 所示。
研究中重新定义了 5 个任务,对于“倒咖啡”“加热牛

奶”“洗衣服”三个任务,将原来的倒水和加热鲑鱼的

任务中的水、鲑鱼分别替换为对应的食物和物品;第
4 个和第 5 个任务为交叉实验,即在其中一个任务场

景中训练的模型用于推理另一个任务的成功率。 微

调后的模型在“倒咖啡”“加热牛奶”“洗衣服”这 3 个

任务上始终保持了 100%的高成功率。 相比之下,未
进行微调的模型表现出显著较差的功能效果,在这些

任务中的成功率仅为 0. 55 ~ 0. 65 之间。 对于进行交

叉实验的 2 个任务,模型仍表现出了较高的准确率。
在倒水这个任务中,模型的表现虽有所下降,但微调

后的模型仍然保持了 86%的成功率,而未进行微调的

模型的表现较差,成功率仅为 2%。

PPO调优
未调优

1.2

1.0

0.8

0.6

0.4

0.2

0

成
功

率

倒咖啡 加热牛奶 加热鲑鱼 倒水洗衣服
任务

1.00

0.55
0.61 0.62

0.57

0.86

0.02

1.00 1.00 1.00

图 5　 模型任务泛化能力测试

Fig.
 

5　 Model
 

task
 

generalization
 

ability
 

test
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　 　 结果表明,使用 PPO 算法进行微调可以显著提

高模型对新任务的泛化能力,并在大多数情况下达

到接近完美的表现。 微调后的模型与未进行微调的

模型之间的性能差异凸显了 PPO 算法对于提升模

型在未知环境中保持泛化能力的重要性。

4　 结束语

本文提出了一种融合 LLaMA 模型与强化学习

的自主任务规划系统,通过 PPO 算法对大模型进行

策略优化,以实现复杂任务场景中的自主决策能力。
系统通过强化学习对 LLaMA 模型进行微调,使其在

可交互环境中能够有效地学习并通过调整参数来优

化决策过程。 PPO 算法通过策略更新和价值函数

的结合,使模型在实际任务中的表现逐步收敛,并实

现对多样化任务场景的有效适应。 实验结果表明,
LLaMA 模型在结合强化学习方法后,显著提升了其

任务规划的正确率与执行效率,有效解决了大模型

在复杂环境中面临的动态决策问题。 本研究验证了

将大语言模型与强化学习相结合的可行性,为复杂

环境下的任务规划提供了解决方法,同时展示了

PPO 算法在微调大语言模型中的优势与潜力。
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