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摘　 要:
 

针对传统船舶检测模型参数量和计算量大、计算复杂度高等问题,提出一种基于改进 YOLOv5n 的高效且轻量化船舶

检测方法。 首先,对船舶数据集进行添加噪声、图像旋转、裁剪等数据增强操作提升模型识别和泛化能力。 其次,利用更加轻

量的 C3Ghost 模块代替
 

YOLOv5n
 

主干网络中的 C3 模块,减少计算量和参数量。 再次,在颈部引入包含融合轻量级卷积和跨

阶段网络模块的 Slim-neck,在减少模型参数量的同时提升了模型的特征提取效能。 最后,利用全局通道剪枝技术剔除不重

要的通道,进一步缩减了模型的计算需求和参数总数,减少训练开销。 试验结果表明,轻量化处理后的模型在数据增强后的

Seaships 数据集上有较大提升,精度均值为 99. 1%,计算量降低了 47. 6%,参数量减少了 54. 2%。 本研究的方法在确保模型精

度基本不受影响的同时,减少了计算和参数规模,为船舶目标检测的轻量化提供了理论基础。
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Abstract:
 

To
 

address
 

the
 

challenges
 

of
 

extensive
 

parameters,
 

computational
 

burden,
 

and
 

complexity
 

in
 

conventional
 

ship
 

detection
 

models,
 

this
 

study
 

introduces
 

a
 

streamlined
 

and
 

effective
 

ship
 

detection
 

approach,
 

which
 

is
 

an
 

enhancement
 

of
 

the
 

YOLOv5n
 

model.
 

Initially,
 

the
 

ship
 

dataset
 

is
 

enhanced
 

through
 

operations
 

such
 

as
 

noise
 

addition,
 

image
 

rotation,
 

and
 

cropping
 

to
 

improve
 

the
 

model′s
 

recognition
 

and
 

generalization
 

capabilities.
 

Subsequently,
 

the
 

computational
 

load
 

and
 

parameter
 

volume
 

are
 

reduced
 

by
 

replacing
 

the
 

C3
 

module
 

in
 

the
 

backbone
 

network
 

of
 

YOLOv5n
 

with
 

a
 

more
 

lightweight
 

C3Ghost
 

module.
 

Furthermore,
 

a
 

Slim-
neck

 

structure
 

that
 

integrates
 

lightweight
 

convolution
 

and
 

cross-stage
 

network
 

modules
 

is
 

introduced
 

in
 

the
 

neck,
 

which
 

enhances
 

feature
 

extraction
 

capabilities
 

while
 

reducing
 

model
 

parameters.
 

Finally,
 

global
 

channel
 

pruning
 

technology
 

is
 

employed
 

to
 

eliminate
 

unimportant
 

channels,
 

further
 

reducing
 

computational
 

load
 

and
 

parameter
 

volume,
 

and
 

decreasing
 

training
 

costs.
 

Experimental
 

results
 

demonstrate
 

that
 

the
 

lightweight
 

model
 

exhibits
 

significant
 

improvement
 

on
 

the
 

data-augmented
 

Seaships
 

dataset,
 

with
 

an
 

accuracy
 

mean
 

of
 

99. 1%,
 

computational
 

load
 

reduced
 

by
 

47. 6%,
 

and
 

parameter
 

volume
 

decreased
 

by
 

54. 2%.
 

This
 

paper
 

proposes
 

a
 

method
 

that
 

reduces
 

computational
 

load
 

and
 

parameter
 

volume
 

while
 

maintaining
 

model
 

accuracy
 

and
 

other
 

performance
 

metrics,
 

providing
 

a
 

theoretical
 

foundation
 

for
 

the
 

lightweight
 

detection
 

of
 

ships.
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0　 引　 言

随着全球海运贸易的快速扩张,海面船舶数量

显著增加,这使得船舶目标检测在监管海上交通和

保护海洋环境方面变得尤为关键。 然而,在港口等

高流量海域,现有的船舶检测技术面临着误检和漏

检的问题。 传统的基于特征提取和模板匹配的检测

方法在这些复杂环境下的局限性日益凸显。 尽管高

性能硬件能够提升检测性能,但其高昂的成本限制

了广泛应用。 因此,迫切需要开发一种既轻量化又

具备高效、精准特性的船舶目标检测算法,以适应业

界需求。
当前,船舶目标检测领域主要采用 2 种算法。

一种算法是分两步进行的,首先提出候选区域,然后



进行检测,例如 Faster
 

R-CNN[1] 。 这类算法在目标

识别和定位的准确性方面表现突出;另外一种是单

阶段检测算法,如 YOLO 系列[2]和 SSD[3] ,其特点在

于快速的检测速度。 两阶段检测算法先识别图像中

的候选区域,再利用卷积神经网络(CNN)对这些区

域进行分类和边界框定位。 为了提升目标检测的效

果,研究者们对这些算法进行了多样化的优化。 例

如,倪汉杰等学者[4] 通过集成 ResNeXt[5] 、 Soft -
NMS[6] 、GIoU[7]等技术改进了 Faster

 

R -CNN,提出

了 Cascade-RCNN 网络,以适应小尺寸、重叠和多样

化的目标特性,满足复杂内河通航环境中的检测精

度和效率需求。 张新等学者[8] 通过调整超参数,如
R- CNN[9] 中 的 迭 代 次 数 和 批 处 理 尺 寸, 引 入

Soft-NMS,改进了 R-CNN 算法,有效实现了海上船

只的检测。 此外,汤寓麟等学者[10] 结合 DETR[11] 与

YOLOv5,集成了多尺度特征融合和 SENet 注意力机

制[12] ,并采用 WBF 加权融合策略[13] ,提高了沉船侧

扫声呐图像中的检测精度。 以上研究虽然在检测性

能上有所提升,但都不同程度地存在着检测速度慢、
计算需求和参数量大、需要高性能的硬件设施等问

题,因此往往不能进行高效的船舶实时检测工作。

1　 YOLO-ClpLite 检测模型

在工业界,实时目标检测任务的广泛应用使得

单阶段检测算法相较于两阶段算法更受欢迎。
YOLO 系列算法在维持较高准确度的同时,以其快

速的检测速度而著称,这对于需要即时反应的应用

场景和边缘计算环境极为关键。 YOLOv5 特别强调

了工程实践的便捷性,不仅提供了一套工具和预训

练模型以简化部署流程,还设计了易于理解和修改

的代码库。 此外,YOLOv5 提供了多种规模的模型

以满足不同的硬件配置和应用需求,并且持续进行

更新和优化,以适应不断变化的需求和场景。 鉴于

内存和计算资源的限制,YOLOv5n 模型因其较小的

体积、较快的速度和可接受的准确度而被选用。 据

此,本研究提出了一种基于 YOLOv5n 的轻量级模型

YOLO-ClpLite,目的是在保持模型精确度和实时响

应的同时减少计算和参数量。
图 1 展示了 YOLO-ClpLite 模型的架构,其中核

心由 Backbone 主干网络、颈部 Head 和头部 Head 三

部分组成。 首先,使用 C3Ghost 模块在主干网络中

取代了原有的 C3 模块,在保证检测性能的同时减

少了计算量和参数量;在颈部网络中引入了更加轻

量的 Slim-Neck,用融合轻量卷积技术 GSConv[14] 模

块替换 Conv 模型,用跨阶段网络模块 VoV-GSCSP
模块替换 C3 模块,在简化网络结构、增强特征提取

能力的同时进一步减少了计算量和参数量,能够更

高效地完成检测任务。

图 1　 YOLO-ClpSite 网络结构

Fig.
 

1　 YOLO-ClpSite
 

network
 

structure

1. 1　 C3Ghost
GhostNet[15]是一种新型的轻量级深度神经网络

结构,由华为诺亚方舟实验室首次提出。 GhostNet
具备轻量化,适应性强,泛化能力强等优势。 为了更

快速生成冗余特征图,又在 GhostNet 的基础上构建

了 Ghost 卷积模块。 Ghost 卷积和普通卷积的区别

如图 2 所示,由 2 个关键步骤组成:首先,一部分卷

积核用于提取特征并生成低通道数特征图,之后通

过低成本的线性变换 ϕ 处理这些特征图,再将处理

后的特征图与原始特征图 Concat 合并,形成输出。

Input

Conv

Output

(a)
 

普通卷积模块

Φ1

Φ2

Φ3Input
Output

Conv

(b)
  

Ghost 模块

图 2　 Ghost 卷积和普通卷积区别

Fig.
 

2 　 The
 

difference
 

between
 

Ghost
 

convolution
 

and
 

regular
 

convolution
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　 　 设输入特征图的尺寸为 h·w·c,卷积核尺寸为

k·k, 数量为 m, 输出特征图尺寸为 h′·w′·n。 标准

卷积操作的计算量为 n·h′·c·k·k。 Ghost 卷积的

计算量是
n
s

·h′·w′·c·k·k + ( s - 1)· n
s

·h′·w′·

d·d, 其中 d·d 是卷积核的稀释因子, s 是稀释数

量。 比较标准卷积与 Ghost 卷积的计算负担和参数

规模,分别用比值 rs 和 rc 表示。 计算公式如下:

rs = n·h′·w′·c·k·k
n
s

·h′·w′·c·k·k + (s - 1)· n
s

·h′·w′·d·d
=

c·k·k
1
s

·c·k·k + s - 1
s

·d·d
≈ s·c

s + c - 1
≈ s (1)

rc =
n·c·k·k

n
s

·c·k·k + (s - 1)· n
s

·d·d
≈ s·c

s + c - 1
≈s

(2)
根据式(1)和(2),可以看出 Ghost 模块在参数

量和计算量方面显著低于标准卷积,因此能够做到

结构精简,更加轻量化。
C3Ghost 结构如图 3 所示。 在 Ghost 基础上进

行构建,能通过重复迭代来增加网络的深度,通过调

整特征图的通道数来增加网络的宽度,从而有效地

提高目标检测的准确率和速度,在保持模型的轻量

化的同时增强模型的表达能力和感受野,达到适应

不同目标检测任务的目的。

图 3　 C3Ghost 网络结构

Fig.
 

3　 C3Ghost
 

network
 

structure

1. 2　 Slim-neck
本次研究是在模型的颈部引入 GSConv[16] 、

GS
 

bottleneck[17]和 VoV-GSCSP 构成了完整的轻量

级模块 Slim-neck,模块优点在于输入图像的通道信

息在计算时并未被分离,在追求速度的同时保证了

精度。 其中,GSConv 结构如图 4 所示。 这是一种减

少计算复杂性的轻量级卷积,计算成本约为标准卷

积(SC)的一半,但在模型的学习能力方面与 SC 相

当。 首先,对输入特征图执行标准卷积,以获得一组

特征图,并对这些特征图执行深度可分离卷积,以产

生另一组特征图。 接着, 将这 2 组特征图通过

Concat 操作合并。 最终,应用 Shuffle[18] 操作对合并

后的特征图进行混合卷积,以实现标准卷积和深度

可分离卷积生成的特征信息在各个通道间的均匀交

换。 与 DSC 卷积做对比后可知,GSC 卷积模型的准

确性更加接近普通卷积,最大限度地降低了 DSC 精

度上的缺陷,同时还保留了轻量化的检测速度和准

确性的优势,这对于计算资源受限的环境尤为有益。
这种方法通常用于移动和边缘设备的神经网络架构

中,能有效提高运行效率。

图 4　 GSConv 网络结构

Fig.
 

4　 GSConv
 

network
 

structure

　 　 GSbottleneck 是 一 种 增 强 模 块, 通 过 叠 加

GSConv 单元来增强模型的学习效能,以此提升网络

对特征处理的能力。 VoV-GSCSP 是通过一次性聚

合方法构建的模块,通过采用多样化的结构来提升

特征利用率和网络的整体性能。 这 2 个模块的组成

如图 5 所示,旨在降低计算复杂度和缩短推理时间

的同时确保模型的准确度。
1. 3　 L1 通道剪枝

在深度学习领域,检测模型常会出现复杂度过

高和计算效率不足的问题,因此就难以实现高效数

值计算。 为了解决这些问题,模型压缩和加速技术

显得尤为关键。 Jiang 等学者[19] 发现,通过在训练

过程中应用全局通道剪枝技术,可以有效地减少模

型的体积和参数数量,进而加快训练速度。 通道剪

枝技术的兴起,不仅证实了其在提升神经网络运行

效率方面的重要作用,而且已成为优化网络性能的

重要策略。
　 　 本研究探讨了将基于 L1 范数的通道剪枝技术
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应用于改进后的 YOLOv5n 检测模型的可行性及效

果。 L1 范数定义为向量 x 中所有非零分量的绝对值

总和,其优化结果为产生稀疏的解。 可以表示为:

x 1 = ∑
n

i = 1
| xi | (3)

ω

h

(a)
 

GS
 

bottleneck　 　 　 　 　 (b)
 

VOV-GSCSP　
图 5　 GS

 

bottleneck 结构和 VoV-GSCSP 结构

Fig.
 

5　 GS
 

bottleneck
 

structure
 

and
 

VoV-GSCSP
 

structure

　 　 在实施剪枝策略时,通过调整正则化系数 λ 来

控制剪枝的强度。 较高的 λ 值会导致更多的通道

被剪除,从而产生更稀疏的模型,但可能会牺牲一定

的精度。 因此,需要在模型的稀疏性和精度之间保

持一个恰当的平衡。 通常,剪枝操作在训练的后期

阶段进行,因为此时模型已经学习到了足够的特征

表示。
L1 通道剪枝技术通过在损失函数中加入 L1 正

则化项,促使网络权重向稀疏化发展。 L1 正则化项

是权重的绝对值之和,能推动一些权重变得非常小,
甚至接近于零。 这些接近零的权重对应的卷积通道

可以被视为不重要,因此可以剪枝掉,其目的在于实

现特征的稀疏性,从而减少模型的参数数量和计算

复杂度。 在实施过程中,首先对模型进行预训练,然
后通过 L1 正则化确定每个卷积层中权重的重要性,
并剪除那些贡献度低的通道。 通过这种方式,模型

的参数量和计算量会显著减少,从而加速了推理过

程。 在船舶检测任务中,合理剪枝后的模型可以更

快地响应实时需求,并且在资源受限的环境中具备

更强的可行性。
本研究引入 L1 范数剪枝方法对改进后的轻量

化模型进行全局通道剪枝操作,通过合理地调整剪

枝比例和微调策略,可以在几乎不损失精度的情况

下,大幅减少模型的参数量和计算量,从而提高模型

在实际应用中的效率和可行性。 这种技术的应用不

仅提高了模型的运行速度,还增强了其在资源受限

环境中的适用性,对于推动深度学习技术在实际应

用中的普及具有重要意义。

2　 实验结果与分析

2. 1　 数据集

本研究基于武汉大学测绘遥感信息工程国家重

点实验室发表的分辨率为 1
 

920×1
 

080 的 Seaships
公开数据集[20] 。 该数据集使用 VOC 格式,包含矿

石运输船、杂货船、散货船、集装箱船、渔船、客船 6
种不同船型。 为了提高船舶检测模型的准确性和鲁

棒性,采用 6 种数据增强方法来丰富数据的分布,提
高模型的泛化能力。 包括添加噪声、调整亮度、图像

平移、旋转、裁剪以及翻转等操作,最终得到 14
 

000
张增强后的图像。 将这些图像按照 8 ∶ 1 ∶ 1 的比例

随机分配,划分为训练集、测试集和验证集三个不同

的类别,其中训练集 11
 

200 张,测试集 1
 

400 张,验
证集 1

 

400 张。 通过多样化的数据增强技术,可以

有效扩大训练集规模,缓解由于样本数量不足引发

的过拟合现象,同时解决样本分布不均的问题,增强

模型对近岸环境的识别性能及其泛化能力。
2. 2　 实验环境

实验环境基于 Ubuntu
 

20. 04 操作系统,配备

Intel
 

Xeon
 

Silver
 

4214R 处理器和 NVIDIA
 

GeForce
 

RTX
 

3080Ti(12
 

GB 显存)显卡,使用 Python
 

3. 9 作

为编程语言,并采用 PyTorch
 

2. 1. 0 作为深度学习框

架,SGD 训练 300
 

epoch,剪枝实验的学习率设置为

0. 4。
2. 3　 评价指标

为公正评估算法在船舶检测任务的性能表现,
实验采用了以下评价指标:平均精度均值( mAP)、
参数量(Params)和浮点计算量(FLOPs)来评估模型

的复杂度,从而衡量模型在检测任务中的准确性和

轻量化程度。 其中,平均精度值是一个重要的性能

指标,用于评估目标检测模型在不同类别上的平均

精度;计算量和参数量是衡量模型效率的 2 个关键

指标,直接影响模型的推理速度和在硬件上的部署

成本。 具体计算公式如下:

mAP = 1
N∑

n

i = 0
AP i (4)

Params =C in ×Cout × K × K (5)
FLOPs = W × H × K × K ×C in ×Cout (6)
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2. 4　 实验结果与分析

2. 4. 1　 消融实验

消融实验是一种评估模型组件重要性的方法,
通过系统地移除或修改模型的特定部分并观察性能

变化,从而确定各组件对整体模型性能的贡献。 这

种方法能够识别出对模型预测能力至关重要的组

件,以及那些在移除后对性能影响不大的组件,进而

为模型优化提供指导。 消融实验结果见表 1。
表 1　 Seaships数据集上的消融实验

Table
 

1　 Ablation
 

experiments
 

on
 

the
 

Seaships
 

dataset

实验序号 Model mAP@ 50 / % FLOPs / G Parms / M

1 YOLOv5n 99. 2 4. 2 1. 8

2 YOLOv5n+C3Ghost 99. 3 3. 4 1. 5

3 YOLOv5n+Slim-neck 99. 1 3. 6 1. 5

4 YOLOv5n+C3Ghost+Slim-neck 98. 9 2. 7 1. 2

　 　 实验 1 为 YOLOv5n 原始算法,其 mAP@ 50、计
算量、参数量分别为 99. 2%、4. 2

 

G、1. 8
 

M;实验 2 为

在 YOLOv5n 的主干网络中引入 C3Ghost 模块,其计

算量降低了 0. 8
 

G,参数量减少了 0. 3
 

M;实验 3 在

YOLOv5n 颈部引入轻量级模块 Slim -neck,其计算

量降低了 0. 6
 

G,参数量减少了 0. 3
 

M;实验 4 将上

述 2 种结构改进都融入到 YOLOv5n 原始算法中,在
精度基本不下降的基础上, 模型计算量降低了

1. 5
 

G,参数量减少了 0. 6
 

M,最终实现了船舶检测

模型结构上的轻量化改进。
　 　 对本研究改进后的轻量化模型使用 L1 范数剪

枝方法进行全局通道剪枝,实验结果见表 2。 表 2
中,剪枝率( rate)定义为模型中被移除的参数或神

经元的比例。 例如,当剪枝率设置为 2. 0 时,意味着

模型的权重数量将减少到原来的一半,即模型规模

将减半。 由表 2 可知,当剪枝率设置为 1. 5 时,在模

型稀疏性和精度之间实现了最优平衡,mAP@ 50 较

轻量化改进后的 YOLOv5n 模型增加了 0. 2%,计算

量降低了 0. 5
 

G,参数量下降了 0. 4
 

M。 综合来看,
用 L1 范数剪枝后的轻量化改进模型不仅提升了对

船舶目标的检测性能,还显著降低了模型的计算需

求和参数规模。
表 2　 Seaships数据集上的剪枝实验

Table
 

2　 Pruning
 

experiments
 

on
 

the
 

Seaships
 

dataset

实验序号 Pruning
 

Rate mAP@ 50 / % FLOPs / G Params / M

1 1. 0 98. 9 2. 7 1. 2

2 1. 5 99. 1 2. 2 0. 8

3 2. 0 94. 3 1. 4 0. 6

4 2. 5 83. 9 1. 1 0. 4

2. 4. 2　 对比实验

为了进一步检验 YOLO-ClpLite 模型的性能,本
研究将其与 YOLOv8、YOLOv9 等主流图像检测算法

进行了比较实验,实验结果详见表 3。 数据显示,

YOLO-ClpLite 在 Seaships 数据集上的检测精度与

YOLOv8 和 YOLOv9 等流行模型相差细微,但在计

算量和参数量方面表现要优越许多。 具体来说,改
进后的模型比原模型在计算量上减少了 2

 

G、仅为

原来的 52. 4%,在参数量上减少了 0. 96
 

M、仅占原

来的 45. 8%,性能上有显著的提升。 YOLO-ClpLite
在不牺牲精度的同时,还大大降低了参数量和计算

量,满足了检测模型对低占用空间、低计算复杂度和

快速检测的需求。
表 3　 6 种模型对比实验结果

Table
 

3　 Comparison
 

of
 

experimental
 

results
 

for
 

six
 

models

实验序号 Model mAP@ 50 / % FLOPs / G Params / M

1 YOLOv3-tiny 98. 8 19. 0 12. 1

2 YOLOv5n 99. 2 4. 2 1. 8

3 YOLOv6 99. 1 11. 9 4. 3

4 YOLOv8n 99. 3 8. 2 3. 0

5 YOLOv9c 99. 4 103. 7 25. 5

6 YOLO-ClpLite 99. 1 2. 2 0. 8

3　 结束语

本研究针对复杂场景下船舶检测模型内存占用

大、计算量大和复杂度高等问题,基于 YOLOv5n 提

出了一种更加轻量的 YOLO-ClpLite 算法。 通过在

原检测模型主干网络中引入 C3Ghost 模块,颈部引

入包含融合轻量级卷积和跨阶段网络模块 Slim -
neck 模块,并在此基础上使用 L1 范数剪枝方法对

模型进行全局通道剪枝操作,实现对模型结构的轻

量化改进。
仿真实验结果表明,与 YOLOv5n 相比,YOLO-

ClpLite 在平均精度仅下降 0. 1%的前提下,计算量

降低了 47. 6%,参数量下降了 54. 2%,在保持模型

精度和速度的同时,最大限度地减少了参数量和计

算量,验证了改进的有效性。 尽管当下船舶目标检
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测技术不断进步,但要开发出同时具备高准确度和

快速处理能力的算法仍面临巨大挑战,后续将就此

进一步展开深入研究。
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