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摘　 要:
 

双足机器人由于其高维动力学和高动态性,实现全向行走面临着巨大挑战。 为应对这些挑战,本研究以自主设计的

伸缩腿双足机器人为模型,基于多智能体强化学习,提出了一种专门针对双足机器人训练的算法。 为提高训练效率和准确

性,研究设计了一种经验回放机制,使智能体能够更有效地利用先前的训练经验。 此外,引入课程学习方法,并根据伸缩腿机

器人的行走特点,设计了一套周期性摆腿曲线。 实验结果表明,所提出的方法能够更有效地实现双足机器人在侧向、前向及

转向等全向步态的稳定行走。
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Abstract:
 

Bipedal
 

robots
 

face
 

great
 

challenges
 

in
 

achieving
 

omnidirectional
 

walking
 

due
 

to
 

their
 

high-dimensional
 

dynamics
 

and
 

high
 

dynamics.
 

To
 

address
 

these
 

challenges,
 

this
 

study
 

takes
 

a
 

self - designed
 

telescopic - legged
 

bipedal
 

robot
 

as
 

a
 

model
 

and
 

proposes
 

an
 

algorithm
 

specifically
 

for
 

bipedal
 

robot
 

training
 

based
 

on
 

multi-agent
 

reinforcement
 

learning.
 

To
 

improve
 

the
 

efficiency
 

and
 

accuracy
 

of
 

training,
 

the
 

paper
 

designs
 

an
 

experience
 

replay
 

mechanism
 

that
 

enables
 

the
 

agent
 

to
 

more
 

effectively
 

utilize
 

previous
 

training
 

experience.
 

In
 

addition,
 

a
 

curriculum
 

learning
 

method
 

is
 

introduced,
 

and
 

a
 

set
 

of
 

periodic
 

leg
 

swing
 

curves
 

are
 

designed
 

based
 

on
 

the
 

walking
 

characteristics
 

of
 

the
 

telescopic-legged
 

robot.
 

Experimental
 

results
 

show
 

that
 

the
 

proposed
 

method
 

can
 

more
 

effectively
 

achieve
 

stable
 

walking
 

of
 

bipedal
 

robots
 

in
 

omnidirectional
 

gaits
 

such
 

as
 

sideways,
 

forward
 

and
 

turning.
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0　 引　 言

双足机器人,也称仿人机器人,由于其结构与人

类相似,在生活环境、生产建设以及家庭服务方面可

以更好地进行工作,不需要再为其打造特殊的工作

环境,因此能够更好地适应各种地形环境。 然而,由
于人类行走的复杂性以及对于动态平衡的要求,双
足机器人的行走一直是一个具有挑战性的问题。

由于双足机器人结构复杂,非线性程度较高,所

以一般采用简化模型的方式来进行步态规划并运用

到机器人上[1] 。 Domínguez 等学者[2] 提出了一种利

用线性倒立摆模型( LIPM)和逆几何模型( IGM)为

12 自由度双足机器人生成步态周期的方法。 Caron
等学者[3]提出了一种将线性倒立摆(LIP)模型的可

捕获性分析推广到可变高度倒立摆( VHIP)模型的

方法,这使得机器人能够在不平整地形上进行三维

步行。 Guan 等学者[4] 提出了一种虚拟质量椭球倒

立摆模型,并将其应用到 3 位双足机器人在不平整



地面的运动控制。 Dong 等学者[5] 在机器人的平衡

控制中,采用了模糊零力矩点(ZMP)控制器来维持

机器人的平衡和稳定其质心,同时通过姿势控制器

和阈值增加的躯干位置合规性控制器来增加稳定性

边界。 林知微等学者[6] 提出的基于中枢模式发生

器(CPG) 的六足机器人运动控制方案,通过改进

Hopf 振荡器模型和设计合理的 CPG 网络拓扑结构,
能够实现对六足机器人不同运动步态的稳定控制。
Gibson 等学者[7] 运用角动量线性倒立摆模型与模

型预测控制(MPC)相结合,使用虚拟约束来增强机

器人的敏捷性。 以上的传统方法多年来一直被用于

双足机器人的步态控制,然而,这些传统方法往往表

现出计算复杂度较高、通用性差、鲁棒性低等特点。
如对地面的要求过高、对外部抗干扰的能力有限,需
要耗费大量的时间进行手动参数优化,往往会产生

低于最优值的结果。
为了解决这些问题,近年来双足机器人的控制

领域开始广泛采用强化学习( RL) 方法[8-9] 。 强化

学习方法在解决双足机器人的行走方面具有许多优

点,包括自主学习、感知能力强、泛化能力强以及端

到端训练等。 这些优点使得强化学习成为解决双足

机器人行走问题的强大工具,有助于提高机器人的

行走稳定性、适应性和智能水平。 万宇航等学者[10]

提出了一种改进的近端优化算法的机器人臂动态规

划方法,该方法解决了非结构化环境中环境不确定

性增加和建模困难的挑战。 刘晓德等学者[11] 提出

了一种基于强化学习和脉冲神经网络的智能运动控

制算法,以提高多自由度连续运动控制的鲁棒性。
Li 等学者[12]提出了使用多阶段训练框架来开发目

标条件跳跃策略的观点,同时还使用了多层感知器

(MLP)和一维卷积神经网络(1DCNN)来表示控制

策略。 在这个框架中,通过 3 个阶段的训练,包括单

目标训练、多目标训练和动力学参数随机化,来提高

机器人控制策略的泛化性,最终得到了高动态性能

的跳跃策略。 Duan 等学者[13] 同样使用了卷积神经

网络(CNN)来构建模型,将高维机器人状态映射到

一系列步长命令的步长误差,以预测下一个着陆点

的可达性。 Yu 等学者[14] 使用了长短期记忆网络

(LSTM)应用于双足站立运动控制的策略架构,通
过使用经过优化的单刚体模型轨迹生成的参考数

据,训练循环策略来执行四步、90°转弯,再通过使用

结尾奖励来学习特定行为,并成功转移到 Cassie 上。
Singh 等学者[15] 设计了一种遵循 ROS 框架中给定

步骤序列的学习策略,可以实现机器人在平面及立

体环境的全方位行走。 Li 等学者[16] 研究利用域随

机化技术来促进策略学习适应系统动力学的变化,
从而实现鲁棒行为。 Rodriguez 等学者[17] 提出了一

种实现双足机器人步态的新方法。 研究将 RL 与课

程学习结合起来方法,逐步增加步态训练任务的难

度,这种整合使得在各个方向上学习稳健和通用的

步态成为可能。 Kasaura 等学者[18] 提出用于机器人

控制的动作约束强化学习算法,确保学习系统采取

的行动符合特定的约束,这对现实世界的可行性和

安全性至关重要。 Ou 等学者[19] 提出了一个使用深

度强化学习的框架,用于在仿真环境中学习控制策

略并将其传输到实物机器人上。

1　 多智能体强化学习算法设计

多智能体强化学习相较于传统强化学习方法,
其优势在于每个智能体都可与其他智能体及环境进

行交互,通过感知环境的状态再进行选择动作,并且

多智能体可以通过协同合作来达到最终目标,而不

是仅仅关注单个智能体的奖励最大化,使得系统表

现出更为复杂和动态的行为模式。
1. 1　 马尔可夫决策过程建模

研究中将机器人的运动控制描述为一个马尔可

夫过程(MDP):在每个时间步 t 内,机器人感知环

境,获得状态 St, 然后策略网络通过当前时刻的状

态 St 推理出动作的分布 π(At | St), 并从中采样出动

作 At。 随后与环境交互,进入下一个时间步 t + 1,
并接收到奖励 rtotal。 本算法的目的是通过一种创新

的强化学习算法,找到最优策略 π∗ 使状态值函数

的贝尔曼方程满足:
V∗( s) =max

a
Eπ[R t +1 + γV∗(St +1) ∣St = s,At = a]

(1)
其中, R t +1 表示从状态 s 采取动作后得到的即

时奖励; γ 表示折扣因子, 0 ≤ γ ≤ 1, 用于削弱未来

奖励的影响; Eπ 表示在策略 π 下的期望奖励。
1. 1. 1　 状态空间

本文讨论的策略网络输入是一个 58 维的状态

St ∈R58。 该状态空间主要包括以下部分:机器人质

心的加速度 (ax,ay,az) ∈R3, 机器人质心的角速度

(ωx,ωy,ωz) ∈R3, 每个关节的关节位置 qt ∈R6, 上

一步动作 At -1 ∈R6 以及对应的 4 步历史数据共 48
维,机器人目标控制速度,包括了机器人前向速度以

及机器人偏航角速度 vcmd,vωcmd 以及左右脚的目标

控制足底高度 hcmd。 具体有:

2 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



St = atωtqtAt…qt -3At -3vcmdvωcmdhcmd[ ] (2)
1. 1. 2　 动作空间

本文所使用的伸缩腿双足机器人模型为欠驱动

系统。 在欠驱动系统中,PD 控制器无法直接控制所

有自由度,通过传统的 PD 控制直接施加在关节转

矩上可能会引起系统振荡和不稳定。 为应对这一问

题,使用位置增量的控制方法,对机器人的关节位置

增量进行计算和调整,从而优化扭矩输出。 这样既

可以保持机器人的稳定状态,又可以增加其移动时

的灵活性和精确性。 计算方式如下:
qt =qt -1 + δqt (3)

　 　 其中, qt 表示 t 时刻关节角度位置;qt -1 表示上

一时刻目标关节位置;δqt 表示关节位置增量值。
PD 控制器施加到关节扭矩 τ 的计算方式如下:

τ =kp(qdes - q) +kd( q
˙

des - q˙) (4)

　 　 其中, kp、kd 表示 PD 增益; qdes、q
˙

des 分别表示所

期望的关节目标位置及速度; q、 q˙ 分别表示关节当

前位置及速度。
1. 2　 算法设计

1. 2. 1　 演员评论家算法框架

在多智能体强化学习算法中,使用了演员评论

家(Actor-Critic)算法框架。 Actor-Critic 算法是一

种强化学习方法,结合了值函数估计和策略优化两

种方法,用于解决连续动作空间的问题。 演员根据

当前状态和策略 π(at,st,θ) 生成动作 at, 其中 θ 表

示策略网络的参数。 评论家根据当前状态和行动估

计动作值函数 Q( st, at, θq) 或优势函数 A( st, at,
θa), 其中, θq 和 θa 表示评论家网络的参数。 算法的

目标是使总回报 J(θ) =Eπ[R] 最大化,其中 R 是回

报值。 为了实现这一目标,行动者利用策略梯度方

法通过最大化策略值函数 V( st,θ) 的期望值来更新

参数 θ:

�θJ(θ) ≈ 1
N∑

N

t = 1
�θ log

 

π(at | st,θ)Α( st,at,θa) (5)

　 　 其中, N 表示样本的数量。 通过迭代更新参数

θ, 参与者优化策略以选择产生更高回报的行为。
批评家则根据所选择的行为和真实收益来估计

行为价值函数或优势函数:

L(θq) = 1
2
Eπ[(Q( st,at,θq) -R t) 2] (6)

L(θa) = 1
2
Eπ[(A( st,at,θq) -R t) 2] (7)

　 　 其中, R t 表示真实收益。 通过梯度下降,更新

评论家网络的参数 θq 和 θa, 以提高对动作值函数或

优势函数的估计精度。 通过不断地更新演员及评论

家模型,可以使得模型在较为复杂的条件下找到良

好的策略。
多智能体联合策略可表示为 π = {π1,π2,…,

πN}, 所有智能体合作的主要目标是找到可以满足

以下条件的最佳联合策略 π∗:
π∗ = argmax

π
ϑ(π) (8)

　 　 其中, ϑ(π) 表示所期望的折扣奖励。 定义公

式为:

ϑ(π) =E( st,at) ~ ρπ ∑
+∞

t = 0
r( st,at)[ ] (9)

　 　 通过在算法中引入策略熵,可以显著提升多智

能体系统的学习效率和解决复杂任务的能力:

π∗ = argmax
π

E( st,at) ~ ρπ ∑
∞

t = 0
r( st,at) + σε(π(·| st))[ ]

(10)
　 　 其中, σ 表示熵系数;ε(π(·| st)) 的定义公式

如下:
ε(π(·| st)) = - log(π(at | st)) (11)

　 　 策略熵越高,其对未知环境的探索能力就越强,
为了平衡探索及利用环境的能力,引入了熵系数的

优化目标函数:
J(σ) =Eat ~ π[ - σlog

 

π(at | st) -σφ] (12)
　 　 其中, φ 表示主体的行动维度。

经验重放机制在强化学习中具有提高样本效率

和稳定训练过程的技术。 设置一个经验过滤单元,
并设定一个阈值 v, 将相似度小于 v 的经验样本放

入低池,相似度高于 v 的经验样本放入高池。 首先

在初始阶段,训练产生的经验存储在经验过滤单元

F = {ϕ1,ϕ2,…,ϕn} 中,并建立一个初始经验样本

作为基线经验样本。 使用欧氏距离计算新经验样本

与基线经验样本之间的相似度,将经验样本添加到

集合中,并根据相似度阈值将其分类到低池或高池

中,异构策略回放机制如图 1 所示。

已储存经验样本

样本大于阈值v

低池 高池

是否

图 1　 异构策略回放机制
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1. 2. 2　 奖励函数的设计

机器人的奖励函数被设计成一个包含多个部分

的综合指标,其目的是激励机器人遵循指定的命令,
保持身体平稳,实现稳定的运动。

首先设计奖励函数的结构,大部分的奖励函数

是由当前的机器人状态与生成或设置的参考值对比

得出的,即一种状态跟踪的奖励函数。 定义一种指

数距离函数:
r(u,v) = exp( - ‖u - v‖2

2) (13)
　 　 其中, u,v 定义了当前机器人的某一状态和需要

跟踪的值。 基于定义的指数距离函数设计奖励函数。
结合已知的状态信息,设计了如下的奖励函数:

rtotal =rvel +ro +rfheight +rA +rfpos +rco +ragm +ralive

(14)
　 　 表 1 列出了各个奖励的设计细节。

表 1　 奖励函数设计

Table
 

1　 Reward
 

function
 

design

奖励设计 说明

rvel = r(v,vcmd ) 速度跟踪

ro = r(ωx,0) + r(ωy,0) 保持平衡

rfheight = ∏
1

i = 0
r(
h

Ffooti
tar +h

Bfooti
tar

2
,h

footi
rel ) 周期性步态跟踪

rA = r(At,At-1 ) 动作平稳

rfpos = ∏
1

i = 0
r(
p

Ffooti
tar +p

Bfooti
tar

2
,p

footi
rel ) 落脚点学习

rco = ∏
1

i = 0
r(h

Bfooti
tar ,h

Ffooti
rel ) 脚底一致性

ragm = ∏
2

i = 0
r(Li,0) 防止身体晃动

ralive =
- 1,

  

if
 

stop
 

condition
 

0,
 

　
 

else{ 运动终止

　 　 表 1 中, rvel 控制了速度方向与控制速度方向对

齐, vcmd 表示速度控制向量,包括了前向速度与转向

速度; ro 对 ωx,ωy 限制以防止机器人前倾和侧向晃

动; rfheight 跟踪了一个周期性的步态; hfooti
rel 是由左右

脚模仿的抬脚高度曲线输出的目标高度; hFfooti
tar 和

hBfooti
tar 是前脚掌和后脚掌的实际高度; rA 规定了每次

的动作幅度不能太大; pfoot
tar 是经过 ROS 脚步规划器

生成的落脚点, pfoot
rel 是实际的落脚点,

 

rfpos 意在让机

器人学习脚步规划器的策略; rco 规定了前后脚掌不

可以距离过远; ragm 对机器人的角动量惩罚,角动量

过大会导致行走途中剧烈晃动,设置该奖励函数有

助于机器人的稳定行走。

1. 3　 课程学习框架设计

设计了小贝机器人的全向行走步态的课程学习

框架,即侧向行走、前向行走、转向行走。 在训练双

足机器人的过程中,通过构建一个课程参数集合 α
来实现。 这个集合中包含了各种任务难度的排序,
能够更好地了解任务的挑战程度。 根据这个集合中

任务难度的分布,可以生成新的训练任务。 这种方

法使得机器人可以根据自身的训练状态来选择合适

的训练任务,从而提高了训练效率并优化了行走步

态。 通过这种方式,能够更精确地调整训练过程,使
机器人能够更快地学习和适应各种复杂的行走环

境,进而提高其整体性能。 由此得到的公式为:
α = { l | 0 ≤ l ≤lmax} (15)

　 　 其中, lmax 表示课程学习中的最大难度级别。
并且推得:

Sl =
1,

 

taskcompleted
0,

 

otherwise{ (16)

　 　 在课程设计中,将任务完成率作为一个最为关

键的指标,并特别设计了一个名为 Sl 的指标函数,
通过指标函数和课程参数的结合得到的结果,可以

用来实时追踪任务完成情况。 一旦任务完成率达到

设定的标准阈值,这意味着机器人已经训练好并且

有能力晋升至下一个学习难度级别。
在课程难度 l 的范围内,定义了课程学习任务

完成率的公式为:

Pr( l) =
∑
N

i = 0
Sl( i)

N
(17)

　 　 设定一参数 k, 即定义一个任务完成的及格线,
若 Pr( l) > k, 则表明机器人的训练难度可以晋升

到下一难度级别。
图 2 为多智能体训练架构。 课程学习算法步骤

如下:
1. 初始化课程难度

2. 收集数据并使用公式 (α) 计算课程是否完成

3. 计算课程完成率

4. 　 　 If:　 Pr( l) > k
5. 　 　 　 If:　 到达最高难度

6. 　 　 　 　 课程难度随机化

7. 　 　 　 Else:
8. 　 　 　 　 增加课程难度

9. 　 　 Else:
10. 　 　 保持课程难度

11. 返回步骤 2
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周期
信号

课程
学习
指令

落脚点

智能体0 智能体1 智能体2

状态信息、经验过滤单元、低池、高池

评论家 评论家 评论家

演员 演员 演员

图 2　 多智能体训练架构

Fig.
 

2　 Architecture
 

of
 

multi-agent
 

training

2　 机器人行走设计

2. 1　 全向步态路径规划

实验中使用了双足机器人支撑脚的世界坐标系

的位置和方向来确定机器人的位姿信息,位姿信息

由双足机器人一侧的髋关节上附带的传感器提供,
并且设计了一个 θ 用来表示方向。 实验中,以坐标

(x,y,θ) 作为输入输出,其中 θ 表示当前方向和正

方向之间的角度差。
以初始姿态的信息作为原点,然后使用 ROS 包

中的足迹规划器来生成一条包含航向信息的二维路

径 (x,y,θ), 以指导双足机器人的行走,在空白图上

从目标范围 (0, - 1, - π
2

) 到 (0,1, π
2

) 随机抽取,

生成了 800 个目标着地点,用来预测机器人的落脚

点。 通过预测机器人的落脚点来实现机器人行走步

态路径的规划。
2. 2　 摆腿曲线设计

机器人设计时,左右腿是相对的,因此在走路时,
同样也具有对称性。 机器人行走时,有支撑态和摆动

态两种状态。 在支撑态时,有双腿支撑阶段,以及一

条腿处于摆动态时另一条腿的单腿支撑阶段。 因此

设计出了一种正弦曲线来模拟 2 条腿交替抬起放下

的过程,作为机器人的摆腿曲线。 摆腿曲线如下:
Iref1 =
1 - cos(2π × t)

T
× (0. 5 ×Imax),0 ≤ t < ωT

0,　 　 　 　 　 　 　 　 　 　 　 　 　 t ≥ ωT

ì

î

í
ïï

ïï
(18)

Iref2 =
0,　 　 　 　

 

　
 

　 　
 

　
 

　 　 　 　 　 　 0 ≤ t < ωT
1 - cos(2π × (t + ω × T))

T
× (0.5 ×Imax),

  

t ≥ωT

ì

î

í
ïï

ïï

 

(19)
其中, Iref1 和 Iref2 分别表示左右脚的摆腿模仿曲

线; t 表示一个 step,直到增加到步行周期 T ; Imax
 表

示双足机器人的最大步长; ω 表示双足机器人脚部

支撑时间和摆动时间的占比。
2. 3　 周期性运动分析

机器人的行走步态具有明显的周期性运动。 因

此训练一步作为一个周期并采集一个周期结束后的

双脚落地位置作为下一个周期的起点重复运动。 在

实验中,成功训练出了自主行走的机器人步态,以及

一个用于学习摆腿模仿曲线的周期信号 P ,周期信

号如下:
P = [sin(2π × t) / T,cos(2π × t) / T] (20)

3　 实验

仿真实验中,操作系统使用 Ubuntu20. 04LTS 版

本,使用 Pytorch 深度学习框架,基于 AMD
 

Ryzen
 

Thread
 

Ripper
 

3990X
 

CPU 和 Nvidia
 

GeForce
 

RTX
 

3090
 

(24
 

GB)
 

GPU 进行模型的训练。 MuJoCo(Multi -Joint
 

dynamics
 

with
 

Contact)是一个通用的物理引擎,旨在促

进机器人学、生物力学、图形和动画、机器学习等领域

的研究和开发,并提供了高度优化的物理仿真引擎,能
够快速准确地模拟多关节系统的运动,所以使用

MuJoCo 仿真平台为机器人的行走仿真提供支撑。
3. 1　 机器人平台介绍

小贝机器人模型如图 3 所示,在模拟环境中构

建了小贝机器人模型,以进行双足行走研究。 作为

一款伸缩腿直腿机器人,包含 17 个关节,这款机器

人的一大亮点在于“双滑块”腿部伸缩机制设计,借
助这种双滑块机制,成功地模拟了膝关节和踝关节

的灵活运动。

图 3　 小贝机器人模型

Fig. 3　 Xiaobei
 

robot
 

model

　 　 小贝机器人关节信息见表 2,分别显示了各个

关节的最大扭矩及关节运动范围。 为了获取机器人

的位姿信息, 在髋部上方安装了惯性测量单元

(IMU)。 通过获取 IMU 的横滚角、俯仰角及偏航
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角,从而得知机器人的行走状态。

表 2　 小贝机器人关节主要信息

Table
 

2　 Main
 

information
 

of
 

Xiaobei
 

robot
 

joints

关节名称 最大扭矩 / (N·m) 关节运动范围

头部偏航 64 -90° ~ 90°

头部俯仰 64 -45° ~ 45°

肩部俯仰 64 -45° ~ 180°

肩部横滚 64 -0° ~ 90°

肘部俯仰 64 -0° ~ 135°

髋部偏航 1
 

000 -15° ~ 15°

髋部横滚 500 -10° ~ 10°

髋部俯仰 100 -90° ~ 90°

伸缩腿 500 -200
 

mm~ 0
 

mm

　 　 此外,在仿真的实验中,使用改进的 PPO 方法

( Multi - Agent
 

Proximal
 

Policy
 

Optimization
 

with
 

Learning,以下称 MAPPOL)及 DDPG 算法[20]进行对

比,在保证其他参数一致的情况下观察机器人的行

走状态,从而验证改进算法的优势。 为更好地观察

机器人仿真效果,实验获取了机器人行走过程中的

抬脚高度、质心位置及 ZMP 位置图,通过这些数据

可以随时了解机器人行走所处的状态。 奖励图可以

很好地观察机器人的训练情况。
3. 2　 仿真实验

图 4 分别为侧向行走、前向行走的机器人状态,

可以通过对比其抬脚高度、COM 位置及 ZMP 位置

来判断其行走稳定性。
　 　 图 5、图 6 分别为小贝机器人侧向行走和前向

行走的抬脚高度、COM 位置、ZMP 及双脚位置图。

(a)侧向行走DDPG

(b)侧向行走MAPPOL

(c)前向行走DDPG

(d)前向行走MAPPOL
图 4　 小贝机器人行走状态图

Fig.
 

4　 Diagram
 

of
 

the
 

walking
 

status
 

of
 

the
 

Xiaobei
 

robot
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（b）MAPPOL方法抬脚高度图
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（c）DDPG方法COM位置图

（d）MAPPOL方法COM位置图
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0.6

0.4

0.2
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（e）DDPG方法ZMP位置图
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（f）MAPPOL方法ZMP位置图

ZMP
右脚
左脚

ZMP
右脚
左脚

图 5　 小贝机器人侧向行走数据

Fig.
 

5　 Lateral
 

walking
 

data
 

of
 

Xiaobei
 

robot
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（a）DDPG方法抬脚高度图
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（b）MAPPOL方法抬脚高度图

左脚高度
右脚高度

1.5

1.0

0.5

0

-0.5
0 100 200 300 400 500 600

（c）DDPG方法COM位置图
策略网络迭代步数

CO
M
位

置
/m

左脚高度
右脚高度1.5

1.0

0.5

0

0 100 200 300 400 500 600

（d）MAPPOL方法COM位置图
策略网络迭代步数

CO
M
位

置
/m

0.6

0.4

0.2

0

-0.2

-0.4

y方
向

/m

ZMP
右脚
左脚

0 0.25 0.50 0.75 1.00 1.25 1.50

x方向/m

（e）DDPG方法ZMP位置图
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（f）MAPPOL方法ZMP位置图
图 6　 小贝机器人前向行走数据

Fig.
 

6　 Forward
 

walking
 

data
 

of
 

Xiaobei
 

robot

　 　 就侧向行走而言,DDPG 方法两脚抬脚高度均

差为 0. 005
 

7
 

m,改进后的 PPO 算法两脚抬脚高度

均差为 0. 001
 

3
 

m;ZMP 与双脚中心线差值分别为

0. 002
 

1
 

m 和 0. 000
 

2
 

m。 对比 DDPG 训练后方法,
改进后的 PPO 方法训练的小贝机器人其抬脚高度

较为一致,并且可以稳定地将 ZMP 位置保持在两脚

之间,呈现出明显周期性特征,对于小贝机器人的训

练稳定性有了大幅提升,使得行走更为平稳。
小贝机器人前向行走奖励如图 7 所示。 由图 7

看出小贝机器人在前向、侧向行走任务中的总奖励

随着步数的增加而变化。 X 轴表示策略网络迭代步

数。 Y 轴表示总奖励值,范围从 0 到约 200。 在训练

一定步数后,奖励开始收敛至稳定。
　 　 由于 DDPG 方法无法实现小贝机器人的转向

步态,本实验仅测试 MAPPOL 方法,图 8、图 9 为转

向行走图及其他状态图。
　 　 通过图 9 中 COM 位置图及 ZMP 转向图可以看

出,其在 X轴和 Y 轴的移动相对平滑,说明 MAPPOL
方法对小贝机器人的转向训练效果良好,可以有效

地实现机器人精确的转向动作。
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(a)
 

侧向奖励图　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 (b)
 

前向奖励图

图 7　 小贝机器人前向行走奖励

Fig.
 

7　 Forward
 

walking
 

reward
 

of
 

Xiaobei
 

robot
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图 8　 小贝机器人转向行走数据

Fig.
 

8　 Steering
 

walking
 

data
 

of
 

Xiaobei
 

robot
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图 9　 小贝机器人转向行走数据

Fig.
 

9　 Steering
 

walking
 

data
 

of
 

Xiaobei
 

robot

　 　 小贝机器人转向行走奖励如图 10 所示。 观察

转向行走累计奖励图,在训练较少的步数后就可以

稳定在奖励较高的水平,并且未出现显著的趋势变

动,仅有细微的波动,说明 MAPPOL 方法可以在短

时间内训练至稳定状态。
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图 10　 小贝机器人转向行走奖励图

Fig.
 

10　 Chart
 

of
 

Xiaobei
 

robot
 

steering
 

walking
 

reward
 

4　 结束语

本文提出了一种全新的多智能体强化学习框

架,并且融合了课程学习的方法,有序地组织学习内

容,逐步提高学习难度,从而实现高效的学习,提出

的异构策略回放机制有效地加快了对于双足机器人

步态的训练速度。 完成了对于双足机器人周期性步

态规划的设计,可以使得小贝机器人很好地实现稳

定及平滑的行走,进一步验证了本文强化学习算法

与双足机器人相结合的优势。
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