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摘　 要:
 

随着计算机技术的发展,二维视觉逐渐无法满足复杂对象测量、识别等要求,从二维图像生成逼真的三维内容变得至

关重要。 文章针对无相机参数下的多视角图像提出一种端到端的点云生成模型,该模型使用多视图池化和特征融合方法改

进了 MVCNN 三维分类模型,从多视图图像中提取形状特征,并对特征进行融合形成初步点云序列,采用基于自注意力机制

的 Transformer 结构对初步点云序列进行迭代优化,最终形成目标点云模型。 使用 ModelNet 数据集进行预训练,在 ShapeNet-
Core 数据集上进行微调并测试其 IoU 值,与 3D-R2N2、Pix2Vox 和 3D-AttriFlow 图像三维内容生成模型相比,表现出较好的

点云相似性和点云生成效率,对于无相机参数下的多视图点云生成任务提供了新的解决方案和研究思路。
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Abstract:
 

With
 

the
 

development
 

of
 

computer
 

technology,
 

two-dimensional
 

vision
 

is
 

gradually
 

unable
 

to
 

meet
 

the
 

requirements
 

of
 

complex
 

object
 

measurement
 

and
 

recognition,
 

the
 

generation
 

of
 

realistic
 

three-dimensional
 

content
 

from
 

two-dimensional
 

images
 

has
 

become
 

crucial.
 

The
 

paper
 

proposes
 

an
 

end-to-end
 

point
 

cloud
 

generation
 

model
 

for
 

calibration-free
 

multi-view
 

images.
 

The
 

model
 

improves
 

the
 

MVCNN
 

3D
 

classification
 

model
 

by
 

using
 

multi-view
 

pooling
 

and
 

feature
 

fusion
 

methods
 

to
 

extract
 

shape
 

features
 

from
 

multi-view
 

images.
 

The
 

features
 

are
 

fused
 

to
 

form
 

a
 

preliminary
 

point
 

cloud
 

sequence,
 

and
 

a
 

Transformer
 

structure
 

based
 

on
 

self-attention
 

mechanism
 

is
 

used
 

to
 

iteratively
 

optimize
 

the
 

preliminary
 

point
 

cloud
 

sequence,
 

ultimately
 

forming
 

the
 

target
 

point
 

cloud
 

model.
 

The
 

model
 

is
 

pretrained
 

on
 

the
 

ModelNet
 

dataset,
 

fine
 

tuned
 

and
 

tested
 

for
 

its
 

IoU
 

value
 

on
 

the
 

ShapeNet-Core
 

dataset.
 

Compared
 

with
 

3D-R2N2,
 

Pix2Vox,
 

and
 

3D-AttriFlow
 

image
 

generation
 

3D
 

models,
 

the
 

model
 

exhibits
 

better
 

point
 

cloud
 

similarity
 

and
 

generation
 

efficiency,
 

providing
 

a
 

new
 

solution
 

and
 

research
 

approach
 

for
 

calibration- free
 

multi-view
 

point
 

cloud
 

generation
 

tasks.
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0　 引　 言

随着计算机技术的发展,二维视觉逐渐无法满

足对复杂对象测量、识别等要求,而二维图像为三维

真实世界的表达,蕴含三维形状信息。 如何利用二

维图像数据生成逼真的三维内容,已成为计算机视

觉领域的关键问题。
图像生成三维内容即三维重建,深度学习利用

数据训练建立起对先验知识的学习能力,将三维重

建转变为图像编码与三维解码问题,实现对事物的

三维重建。 基于深度学习的三维重建模型主要包括

基于体素表达的八叉树结构重建模型[1] ,基于网格

表达的隐式函数重建模型[2] 和基于点云表达的扩

散三维生成模型[3] 。 上述模型虽有诸多优秀表现,
但多视图图像的形状融合和特征匹配依赖于相机参

数,单视图输入缺乏形状信息不能应对三维模型的



复杂性,从而导致三维内容生成模型结构复杂、模型

映射效果欠佳、生成性能较差等问题。
针对上述问题,本文提出了一种端到端的无相

机参数下多视图三维点云生成方法。 该方法对于输

入的多视图图像分别进行特征提取,对视图特征进

行视图最大池化,融合池化特征并转换为点云格式,
通过多层自注意力编码器和解码器生成目标点云。
本文旨在解决缺乏相机参数的多视图图像重建问

题,利用神经网络融合多视图特征,生成高质量的点

云表达。 本文研究工作如下:
(1 ) 改进了 MVCNN 三维分类模型。 使用

AlexNet 预训练模型作为多视图特征提取网络;利用

最大视图池化对特征图进行降维与特征增强,将特

征融合转化为点云形式,以此形成三维模型的整体

视觉特征。
(2)构建了点云 Transformer 模型。 将点云类比

为文本序列的表达,实现点云的自注意力机制,实现

点云特征编码器和解码器,形成点云与图像的形状

映射。
(3)模型支持多张图像输入,无需复杂的图像

预处理或点云预处理,多视图融合时不需要预估视

图的相机参数,实现端到端的三维模型生成。
本文工作致力于提高点云生成的准确性和鲁棒

性,为图像三维重建提供可靠的解决方案。 在

ModelNet 数据集和 ShapeNet 数据集上的实验结果

验证了整体算法的先进性和普适性。

1　 相关工作

1. 1　 多视图的三维重建

多视图三维重建方法通过结合多张图像的信息

来重建三维模型,主要采用图像特征融合与形状特

征融合两种方式。 网络结构主要采用编码器-解码

器架构来提升三维重建的性能。
1. 1. 1　 图像特征融合

基于图像特征融合的方法有:Choy 等学者[4] 将

图像依次输入到 3D-LSTM 中,控制输入门和遗忘

门来选择性更新特征表示,使用 3D-CNN 将特征解

码为体素模型。 Xie 等学者[5] 构建以 VGG 网络为

基础的编码器对不同视图分别进行特征提取,使用

3D-CNN 解码生成粗糙 3D 模型,通过上下文注意

力模块进行特征融合,自适应地选择不同粗三维体

中的 部 件 进 行 重 建。 Lin 等 学 者[6] 使 用 二 维

Transformer 作为编码器、三维 Transformer 作为解码

器,同时进行特征提取和视图融合,提高了输入图像

较多情况下的体素三维重建方法的性能。 Yuan 等

学者[7]对单视图或多视图进行重建,使用 CNN 提取

主视图特征及辅助图像特征,根据物体部分可见性

调整特征权重,将具有权重的辅助视图特征添加到

主视图特征中,融合多视图特征从而生成更丰富的

三维网格模型。 王佳欣等学者[8] 在复杂光场环境

下对图像特征配准融合进行三维重建。 在输入图像

较多时,模型同时使用 3D-CNN 和注意力机制会消

耗较大的计算资源。
1. 1. 2　 图像形状特征融合

基于图像形状特征融合的方法有: Yao 等学

者[9] 提出一种端到端的深度学习架构 MVSNet,通
过可微单应性变换将多视角图像转换到相机截锥体

上构建三维代价体,经过 3D - CNN 生成深度图。
Spezialetti 等学者[10]对多视图图像进行相对姿态估

计,根据姿势和轮廓构建体素占用网格,对体素占用

网格逐渐细化得到体素模型。 Murez 等学者[11]使用

相机参数对图像特征投影并累积成体素网格,使用

3D-CNN 对三维特征细化并预测回归截断符号距离

函数 TSDF。 相较于特征融合,图像形状特征融合方

式可以取得更好的模型表现,但是处理多张图像进

行多视图立体匹配时需要使用相机参数。 目前,
Wang 等学者[12]采用点阵图的三维表达形式解决相

机参数约束问题,进行多视图三维立体重建,采用

ViT 编码器提取图像特征,通过自注意力机制关联

视图内部特征,交叉注意力机制关联视图间特征,最
终通过全连接网络生成点阵图。 Wang 等学者[13] 提

出一种处理无姿态图像的三维重建模型,输入无位

姿的稀疏图像,使用 DINO
 

ViT 进行标记化处理,结
合初始化的三平面 NeRF 与图像特征连接输入

Transformer,最终得到三平面 NeRF 表达和粗略点云

模型,为后续模型的体积渲染和姿态预测提供了基

础。
1. 2　 基于点云表达的三维重建

点云是利用三维坐标、颜色等信息表示物体表

面的点的集合,点云为三维重建网络提供了更好的

表示形式。 基于点云形式重建得到的三维形状更加

平滑,相较于网格和体素模型运算所占用的内存更

少,模型生成效率更快。
Fan 等学者[14] 在图像编码后使用全连接和反

卷积作为解码器,使用倒角距离( CD) 和搬土距离

(EMD)作为损失函数指标,重建点云形式的三维模

型。 Jiang 等学者[15]联合生成对抗损失和多视图一

致损失,使用 GAN 网络重建点云模型。 Nguyen 等
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学者[16]提出一种单张图像重建点云模型,将二维图

像中提取的物体形状特征与噪声点云特征混合,输
入图神经网络生成目标点云。 Wen 等学者[17] 则结

合隐式特征与显式语义属性,通过属性流处理输入

图像和初始球点云,提取几何代码和语言特征,利用

变形流将点云变形为目标形状。 Wang 等学者[18] 提

出一种基于扩散模型和三平面表示的三维虚拟人像

生成方法,提取多视角人像的三平面特征,训练多个

扩散模型以学习低分辨率三平面特征到高分辨率的

映射,自动生成神经辐射场表示的三维数字人像。
Nichol 等学者[3] 提出 Point-E 模型,输入文本信息

生成多视图图像,经过点云扩散模型生成点云。 点

云生成模型往往以单视图输入为基础,而单视图输

入缺乏形状信息不能应对三维模型的复杂性,重建

的点云模型结构未臻完善,分辨率较低。
基于上述问题和挑战,本文以多视图图像为输

入,提取多视图的形状特征,设计基于自注意力机制

的编码器和解码器网络,实现图像到点云的快速生

成。

2　 模型设计

本文提出 MVCAT ( Multi - View
 

Convolutional
 

neural
 

networks
 

And
 

Transformer) 模型,针对无相机

参数图像进行点云生成。 模型采用改进的多视图特

征提取网络提取形状特征并进行特征融合,将特征

视为点云序列问题,序列长度为点云集合的点的数

量,特征为点云的坐标特征, 采用自定义点云

Transformer 模型进行特征编码和解码生成目标点

云。 本文训练一个神经网络 G 作为多视图点云 S 的

生成器:
S = G(V;Θ) (1)

　 　 其中,集合 V = {vi | i = 1,2,3,…} 表示多视图

集合, Θ 表示网络参数。 MVCAT 模型流程结构如

图 1 所示。
2. 1　 多视图特征提取模块

为了更好地提取多视图图像形状特征,克服无

相机参数的多视图特征融合问题, 本文改进了

MVCNN 网络结构来提取多视图形状特征,模型最

初由 Su 等学者[19]提出,以 3D 模型投影图像作为输

入,提取多视图特征用于 3D 模型分类,不仅提高了

计算效率,而且在分类性能上优于直接使用 3D 模

型的方法。
　 　 多视图特征提取模块主要目的是快速处理并融

合多视图图像特征,转化特征格式为点云格式。 因

此采用 AlexNet 预训练模型,通过少量的卷积、激
活、池化操作提取二维图像的初始形状特征,与

ResNet、DINO 相比,AlexNet 结构更为简单,具有较

少的参数量和计算复杂度,在处理多张图像输入时

表现出更高的计算效率。 AlexNet 网络包含 5 层卷

积层,使用 ReLU 激活函数,并在第 2、3、5 层卷积后

应用最大池化降低特征参数,数据变化过程如图 2
所示。
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图 1　 网络流程结构图
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图 2　 AlexNet 特征提取结构

Fig.
 

2　 AlexNet
 

feature
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structure

　 　 模型以多视图图像 V ∈ ℝ n×c×h×w 作为输入,为
了得到统一的多视角物体形状特征,将每个视角 vi
分别经过相同 CNN 网络得到大小为 co × ho × wo 的

特征 fi, 得到所有视图特征 fi( i = 1,2,…), CNN 网

络计算公式如下:

fi = ∑
K

h = 1
∑

K

w = 1
vi(p(x,h,w))·ω(h,w) (2)

　 　 其中, x 表示图像像素位置; (h,w) 表示位置 x
的邻域位置; ω(h,w) 表示对应位置的权重函数; K
表示卷积核大小;

 

p(x,h,w) 表示采样函数, 定

义为:
p(x,h,w) = x + p(h,w) (3)

　 　 视图特征的简单拼接或迭代输入[4-7] 需要较大

的模型参数,影响模型性能,MVCAT 模型主要学习
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如何聚合多视图特征,将所有视图的信息聚合成为

单一、紧凑的 3D 形状描述特征,降低模型参数。 根

据池化层在 CNN 网络中的计算方式和作用类比到

视图特征之间,对视图特征之间使用视图最大池化

操作,保留特征较为明显的特征视图。 对于大小为

co × ho × wo 的视图特征 fi 展平成大小为 d 的一维特

征向量 fa, 对于视图特征 fa,
    

fb 保留每个特征位置

的前 nv 个最大值, d 列的最大值向量构成新视图特

征 fm ,最终 n 个视图特征仅保留前 nv 个视图特征。
研究推得的公式为:
  

fm[ i] = max( fa[ i],
   

fb[ i],…),
 

i = 1,2,…,d (4)
　 　 其中, fm(m = 1,2,3,…,nv) 表示池化后的特

征, max 表示视图特征最大值函数。 最大池化在卷

积中对通道图的局部区域进行特征增强并缩小特征

大小,而视图池化则在不同通道的对应位置进行特

征增强,保持特征大小不变。 由于视图的不同通道

使用不同的卷积核,同一位置的特征值存在差异。
视图池化不仅增强了局部特征,还提升了全局形状

特征。 视图池化方式如图 3 所示。

视图最大
池化形状转换

max

n?co?ho?wo n?d
nv?d

图 3　 视图池化方式

Fig.
 

3　 View
 

pooling
 

method

　 　 将视图池化得到的 nv 个增强特征直接进行特

征向量拼接得到视图融合特征向量,将视图融合特

征向量经过线性变化得到点云初始格式 N × (x,y,
z), 最后经过 MLP 多层感知机网络增强初始点云特

征。 对此可以表示为:
N × (x,y,z) = MLP( fm 􀱇 fm+1) (5)

　 　 其中, m = {1,2,…,nv}, (x,y,z) 为点云中每

一个点的坐标。
2. 2　 点云生成模块

由于点云数据的不规则性和无序性,传统的卷

积神经网络无法直接处理点云。 清华团队[20] 提出

PCT 模型,将 Transformer[21] 推广到点云上,显著提

升了三维点云的分类和分割性能。 本文的点云生成

模块将采用 Transformer 模型的编码器提取深层次

图像三维特征,解码器细化整合深层特征表达,最终

生成相应的三维点云,模块结构如图 4 所示。
2. 2. 1　 点云特征编码器

点云特征编码器的自注意力机制能够建立输入

序列中每个位置之间的关联。 在点云生成任务中,
自注意力机制使得每个点的特征能够融合周围邻居

点的特征,从而增强模型的三维生成能力和形状特

征表达能力。
　 　 点云特征编码器将点云集合 S′ 视为文本长序

列,点云中每一点 si 则表示文本的一个词组,点的三

维坐标 (x,y,z) 代表点的特征初始维度、即词组的

Embedding。 得到点云与序列的对应关系后,首先要

提升点的特征维度为 dk, 将位置信息转换为特征信

息编码。

多头注意力
机制

残差连接&
层归一化

多层感知
前馈网络

残差连接&
层归一化

Ｘencoder

残差连接&
层归一化

多层感知
前馈网络

残差连接&
层归一化

遮蔽多头
注意力机制

目标点云Ｓ

初始点云Ｓ'

Ｘdecoder

FC

FCFC

TransformerEncoder

TransformerDecoder

图 4　 点云生成模块结构

Fig.
 

4　 Structure
 

of
 

point
 

cloud
 

generation
 

module

　 　 点云自注意力机制的输入为矩阵 X, 表示特征

升维后的点云集合 S′,X 通过线性映射变换得到查

询向量 (Q)、键向量(K) 和值向量(V), 在点云自

注意力特征形成中, Q 表示当前位置的特征表示,
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用于与其他位置进行比较,计算当前位置与其他位

置的关联程度; K 用于与查询向量进行比较,确定

哪个查询与哪些位置更相关; V 用于根据查询和键

的关联程度来计算最终的加权和。 Q,K,V通过放缩

点积注意力计算相似度,公式为:

Attention(Q,K,V) = Softmax(Q·KT

dk

)V (6)

　 　 多头注意力机制将输入 X 进行多次投影得到 h
个注意力特征,将多个注意力头的输出 Z i 拼接和映

射,形成最终的注意力特征输出 Z, 公式为:
Z = (Z0 􀱇 Z1 􀱇 … 􀱇 Zh)·Wo (7)

　 　 其中, Wo 表示可学习参数的矩阵。 每个注意

力头能够关注点云数据中的不同部位的形状特征,
从而提升模型对输入点云的多方面建模能力。

点云特征编码器采用残差连接,残差结构用于

防止梯度爆炸,每一个残差块由多头注意力机制和

多层感知机网络两部分组成,数据计算前都经过层

归一化
 

(Layer
 

Normalization,LN)处理,LN 在每个样

本内部进行归一化,保留样本内部自身特征的相对

大小,残差连接计算过程为:
Z = X + Attention(LN(X)) (8)
Xencoder = Z + MLP(LN(Z)) (9)

　 　 最终编码器的网络设计结构为 6 层点云残差网

络块,点云位置特征升维至 dk = 128, 编码器输出特

征向量矩阵 Xencoder。
2. 2. 2　 点云特征解码器

由于点云生成模块的输入输出均为点云格式,从
点云生成另一种形状的点云属于点云序列建模,解码

器需要处理序列之间的依赖关系,因此解码器自注意

计算需要加入值为 - ∞ 的上三角矩阵做一个未来遮

蔽 Mask,经过 Softmax 归一化使-∞ 的位置权重变为

0,即在位置 i 时,不能看到位置 i + 1 及以后的位置,
确保模型在点云生成过程中仅依赖已生成的内容,而
非未来的内容。 遮蔽注意力计算公式为:

Attention = Softmax(Q·KT

dk

+ Mask)V (10)

　 　 解码器的残差块在编码器的基础上修改多头自

注意力计算过程,添加遮蔽机制,其余部分保持不

变,解码器的网络结构设计为 6 层点云残差网络块,
输出解码特征向量 Xdecoder, 最后经过 2 层全连接网

络,转化为三维点云格式,最终得到目标点云 S。
2. 3　 损失函数

本文 MVCAT 模型迭代更新训练过程中采用拟

合形状的倒角距离损失函数和点云生成排斥损失的

加权和作为模型综合损失函数。
在点云处理中,CD 倒角距离常用于点云生成、

重建和配准任务,以衡量生成点云与目标点云之间

差异。 CD 倒角距离通过计算生成点云中每个点到

目标点云最近邻点的平均距离,以及目标点云中每

个点到生成点云最近邻点的平均距离之和,来优化

生成模型,使生成点云尽可能接近目标点云,从而提

高生成质量和准确性。 CD 损失通常作为优化目标

函数的一部分,指导模型在训练过程中改善输出。
本文定义点云集合 S1,S2 ⊆ ℝ 3 的倒角距离为:

    

LCD = ∑
x∈S1

min
y∈S2

‖x - y‖2
2 + ∑

y∈S2

min
x∈S1

‖x - y‖2
2 (11)

其中,第 1 项表示 S1 中的任意一点 x 到 S2 的最

小距离之和,第 2 项则表示 S2 中任意一点 y 到 S1 的

最小距离之和。 如果该距离较大,则说明 2 组点云

区别较大;如果距离较小,说明重建效果较好。
由于数据处理过程中对点云进行归一化处理,

将每个点映射到[ -1,1]的立方体空间中。 这种映

射导致点与点之间数值差距较小,生成点容易相互

接近、导致点堆叠现象,从而显著降低了生成点云的

均匀性和特征表现。 因此,根据 Yu 等学者[22] 的点

云上采样模型 PU-NET 的排斥损失公式,实现点云

排斥损失,优化点云的生成质量。 点云排斥损失计

算公式为:

　 Lrep = ∑
S

i = 0
∑
j∈K(i)

η(‖xj - xi‖)ω(‖xj - xi‖) (12)

其中, S 表示生成点云集合; K( i) 表示 xi 的 K
近邻点的索引集合;排斥函数 η( r) 和高斯权重函

数 ω( r) 的定义公式分别如下:
η( r) = - r (13)

ω( r) = e -r2 / h2
(14)

　 　 随着距离 r 增加,函数值迅速趋近于 0,以此给

每一个生成点进行加权。
因此,联合损失函数表示为:

L(Y,S) = LCD + ∂Lrep (15)
　 　 其中, ∂ 表示点云排斥损失函数的权重。

3　 实验与结果分析

3. 1　 数据集

本文采用 ModelNet40 数据集[23] 进行模型训练

验证,采用 ShapeNet-Core 数据集[24] 进行性能评估

与对比实验,训练过程和评估过程一致。
ModelNet40 包含 40 类模型,共 12

 

311 个三维

模型文件[25] 。 使用每个视角间隔 30°的虚拟相机,
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利用 Blender 将 off 模型渲染出 12 张不同视角下的

图像,作为多视角输入,如图 5 所示。 根据文献[3,
14,16]等相关工作表明,生成点云模型常取 1

 

024
或 4

 

096 个点进行训练,同时对三维模型进行采样

观察可知,1
 

024 点已经可以清晰描绘三维形状,因
此使用 CloudCompare 将 off 模型采样 1

 

024 个点生

成 ply 点云文件作为 Ground
 

Truth。

图 5　 多视角渲染图(部分)
Fig.

 

5　 Multi
 

perspective
 

rendering
 

(partial)

3. 2　 数据预处理

在模型训练过程中,点云生成仅关注渲染图像

中的形状信息,将图像数据转换为单通道灰度图,并
将不同分辨率的多视角图像统一调整为 224 × 224
的尺寸。 针对部分模型采样点云数量少于 1

 

024 的

问题,使用 KD-Tree 算法计算每个点的 k = 5 个近

邻点进行点云插值补全。 为解决不同三维模型在大

小和尺度上的不一致,本文使用点云尺度归一化算

法,将点云坐标映射到[ -1,1]的立方体空间中。
3. 3　 实验结果

实验设备配置为 Linux 系统,显卡为 NVIDIA
 

A100。 训练过程中点云个数 N = 1
 

024, 视图池化保

存视图特征数 nv = 5。 数据集采用 7 ∶ 3 的训练集、
验证集划分比例,训练集数据个数为 8

 

617,测试集

数据个数为 3
 

694,每批训练数据 Batch
 

Size = 32,为
了加快模型收敛速度采用 ExponentialLR 学习率衰

减函数,初始学习率为 0. 001,gamma 为 0. 98,训练

迭代轮数 Epochs 为 500,训练过程中使用 Adam 优

化器来更新参数,模型训练损失过程如图 6 所示。
　 　 本文选取了 ModelNet40 数据集中不同类别各

10 个模型、共计 400 个模型作为可视化对象。 图 7
显示了由 MVCAT 模型生成点云样本,展示了多视

图图像无相机参数生成点云的能力。 对于椅子、飞
机、桌子、显示器、马桶等大部分的类别,生成点云与

真实建模采样点云相比具有较好形状特征,丰富了

日常 3D 建模的内容。 对于小部分类别如人物、吉
他、浴缸、键盘等具有镂空、注重局部特征的模型,模

型只能学习到整体形状特征和显著的局部特征,在
局部特征建模上还有较大提升空间。

TrainLoss
ValLoss

20
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损
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图 6　 训练过程

Fig.
 

6　 Training
 

process

（a）Input
Image

（e）Predict
View3

（d）Predict
View2

（c）Predict
View1

（b）Point
Truth

图 7　 点云生成结果

Fig.
 

7　 Results
 

of
 

point
 

cloud
 

generation
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3. 4　 定性分析

为进一步评估本文方法的可行性与有效性,本
文模型与 3D-R2N2[4] 、Pix2Vox[5] 、3D-AttriFlow[17]

等模型进行实验结果对比。 上述模型中均基于

ShapeNet 数据集,本文模型采用在 ModelNet40 上的

预训练模型在 ShapeNet -Core 上重新训练,进行点

云生成结果对比。 对比过程中对 3D - R2N2 与

Pix2Vox 模型生成的体素网格模型进行点云采样得

到点云表达结果,对比结果如图 8 所示。 相较于其

他模型,本文模型在整体形状和模型均匀程度上表

现较为出色,在某些类别上接近或超越目前的图像

三维生成方法,并且能够捕捉一些显著的细微特征,
如飞机的机翼、台灯的灯杆以及椅子的腿部。 因此,
本文方法在处理缺乏相机参数的多视图点云生成方

面具有重要的实用性。

（a）Input
Image

（b）3D-
R2N2[4]（c）Pix2Vox[5]

（d）3D-
AttriFlow[17]

（e）Ground
Truth

（f）本文
模型

图 8　 模型生成点云对比结果

Fig.
 

8　 Comparison
 

results
 

of
 

model
 

generated
 

point
 

clouds

3. 5　 定量分析

本文模型进一步与 3D - R2N2[4] 、 Pix2Vox[5] 、

3D-AttriFlow[17] 等模型在 ShapeNet -Core 数据集上

采用相同评价指标进行了多次定量实验。 评价指标

包括模型复杂度相关的浮点运算数( FLOPs)、模型

参数量( Params)以及模型预测时间( Time)。 指标

数值越大表明模型越复杂。 点云生成质量评价指标

相关的交并比( IoU) 值越大,表示生成的点云与真

实点云越相似。
表 1 展示了在相同输入图像条件下的模型复杂

度评价结果。 值得注意的是,本文模型相对于其他

多视图三维生成模型,在浮点运算数和模型参数量

上具有较小的指标值,运行时间有较大提升。
表 1　 模型复杂度评价

Table
 

1　 Complexity
 

evaluation
 

of
 

the
 

model

Model Input FLOPs / G Params / M Time / s

3D-R2N2[4] 12×3×127×127 130. 32 34. 30 0. 587

Pix2Vox[5] 12×3×224×224 476. 76 114. 24 0. 825

3D-AttriFlow[17]12×3×224×224 74. 01 11. 64 1. 022

本文模型 12×1×224×224 18. 25 28. 62 0. 140

　 　 表 2 展示了模型的点云生成质量评价结果。 从

结果来看,本文模型在 lamp 模型的生成上明显不

足,但在 IoU 的值上均高于其他 2 个经典模型,在某

些类别上与目前最新 3D-AttriFlow 模型相比略显不

足,但程度接近。 这些结果表明本文模型在无相机

参数下的多视图点云生成任务中具有重要意义,为
多视图点云生成领域的进一步研究提供了参考价

值。
表 2　 多视图点云生成质量评价

Table
 

2　 Quality
 

evaluation
 

of
 

multi-view
 

point
 

cloud
 

generation

Category 3D-R2N2[4]
 

Pix2Vox[5]
  

3D-AttriFlow[17]
  

本文模型

airplane 0. 509 0. 727 0. 452 0. 733

car 0. 798 0. 877 0. 515 0. 703

chair 0. 474 0. 606 0. 846 0. 691

lamp 0. 386 0. 456 0. 697 0. 619

table 0. 497 0. 632 0. 867 0. 688

mean 0. 533 0. 659 0. 675 0. 687

3. 6　 消融实验

为探究点云生成模块的影响,仅使用多视图特

征提取模块对数据进行训练。 图 9 展示了对比实验

结果,多视图特征提取模块对于任何输入均生成圆

环点云。 因此点云生成模块可以赋予模型三维化的

能力,使点与点之间形成三维位置特征。
　 　 为探究视图池化操作对三维点云生成模型的影

响,将视图池化过程替换成简单特征拼接,模型参数

量从 28. 62
 

M 增长为 49. 62
 

M, 浮点计算量从
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18. 25
 

G 增长为 18. 41
 

G。 图 10 展示了对比实验结

果,左侧图为简单特征拼接模型结果,特征拼接模型

生成效果与原模型几乎一致,但对于某些局部特征表

达存在缺陷。 因此,多视图池化操作可以增强特征表

达,减少计算资源的消耗。

（a）Input（b）多视图特征提取模块 （c）本文模型

图 9　 多视图特征提取模块生成结果

Fig. 9　 Results
 

of
 

multi-view
 

feature
 

extraction
 

module
 

generation

图 10　 去除视图池化点云生成结果

Fig. 10　 Results
 

of
 

removing
 

view
 

pooling
 

point
 

cloud
 

generation

　 　 点云生成任务的常用损失函数为 CD 损失,为
探究排斥损失的作用,去除排斥损失只保留 CD 损

失进行点云生成。 图 11 展示了对比实验结果,缺少

排斥损失生成点云存在点聚集现象,导致生成点云

部分特征不明显,点云分布稀疏且不均匀。 因此排

斥损失的引入使生成点云更均匀,并增强模型对整

体形状特征的捕捉能力。
　 　 点云数据集在空间位置上表现出不同的尺度,
点云的尺度会影响模型收敛速度和学习能力。 图

12 展示了未归一化处理的训练过程,模型训练的损

失值显著增大,模型无法学习到有效的特征,将很难

收敛。 因此点云尺度归一化对于增强网络的学习能

力和加快模型训练速度具有重要作用。

图 11　 去除排斥损失点云生成结果

Fig.
 

11　 Results
 

of
 

removing
 

exclusion
 

loss
 

point
 

cloud
 

generation
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图 12　 未使用点云尺度归一化训练结果

Fig.
 

12　 Results
 

of
 

unused
 

point
 

cloud
 

scale
 

normalization
 

training

4　 结束语

本文针对无相机参数下的多视图点云生成问

题,改进 MVCNN 三维分类模型并结合 Transformer
模型,提出 MVCAT 多视角多特征点云生成模型。
该模型仅使用简单的数据处理方法就可以得到高质

量的点云模型,在 ModelNet 数据集和 ShapeNet 数据

集上的定性分析和定量分析表明,本文生成点云形

状接近真实 CAD 模型采样点云,与经典的图像三维

内容 生 成 模 型 3D - R2N2[4] 、 Pix2Vox[5] 、 3D -
AttriFlow[17]等模型相比,整体形状上表现更为出色,
并且能够捕捉一些显著的细微特征。 在 IoU 的评价

指标中都较为领先,同时在模型参数量和运行时间

上提升了模型生成效率。 本文提出的 MVCAT 模型

成功实现了在无相机参数下选取不同视角的图像中

恢复三维形状,为多视图三维重建提供了新的解决

方案和研究思路。
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