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摘　 要:
 

局部放电现象是变压器中最常见的放电故障类型,由于其运作环境的特殊性,通常存在采集困难导致数据样本稀缺

的问题。 卷积神经网络(CNN)因其出色的特征提取能力而在局部放电模式识别领域得到广泛应用。 为了提高局部放电故障

模型诊断的准确率,本文将注意力机制、卷积神经网络、双向长短期记忆网络结合,提出了 CNN-BiLSTM-Attention 模型。 在

模型中,使用 CNN 提取局部特征位置,使用 BiLSTM 提取全局双向时间特征,并使用注意技术自适应加权特征。 同时为了解

决样本稀缺和数据不平衡的问题,引入了改进的 GAN 对抗网络来增强数据。 实验结果表明,引入 CNN-BiLSTM-Attention 模

型可以提高预测性能,在 GAN 对抗网络的帮助下,模型的识别准确率达到了 98. 8%,在传统识别模型 SVM 方法上提高了

1. 8%,在 CNN+Autoencoder 识别率上提高了 5. 8%,是几种可比较方法中最高的。 因此,本研究提出的模型更具有说服力。
关键词:

 

局部放电;
 

卷积神经网络;
 

双向长短期记忆网;
 

时频分析;
 

对抗网络

中图分类号:
 

TP391. 41 文献标志码:
 

A 文章编号:
 

2095-2163(2026)06-0193-07

Partial
 

Discharge
 

pattern
 

recognition
 

based
 

on
 

GAN
 

and
 

CNN-BiLSTM-Attention
 

framework
WANG

 

Yuhui,
 

FU
 

Zhongjun,
 

ZHOU
 

Lei,
 

RAO
 

Hang

(College
 

of
 

Mechanical
 

Engineering,
 

Jiangsu
 

University
 

of
 

Technology,
 

Changzhou
 

213001,
 

Jiangsu,
 

China)

Abstract:
 

Partial
 

Discharge
 

(PD)
 

is
 

the
 

most
 

common
 

type
 

of
 

discharge
 

fault
 

in
 

transformers.
 

Due
 

to
 

the
 

particularity
 

of
 

its
 

operating
 

environment,
 

difficulties
 

in
 

collection
 

are
 

often
 

encountered,
 

which
 

leads
 

to
 

the
 

scarcity
 

of
 

data
 

samples.
 

The
 

Convolutional
 

Neural
 

Network
 

(CNN)
 

is
 

widely
 

applied
 

in
 

pattern
 

recognition
 

owing
 

to
 

its
 

strong
 

feature
 

extraction
 

ability. To
 

improve
 

the
 

recognition
 

accuracy
 

of
 

PD
 

model,
 

this
 

paper
 

combines
 

Attention
 

Mechanism,
 

Bidirectional
 

Long
 

Short-Term
 

Memory
 

(BiLSTM)
 

and
 

CNN,
 

employs
 

CNN
 

to
 

extract
 

local
 

feature
 

positions
 

and
 

BiLSTM
 

is
 

utilized
 

to
 

extract
 

global
 

bidirectional
 

temporal
 

features,
 

and
 

then
 

use
 

the
 

attention
 

mechanism
 

to
 

adaptively
 

weight
 

the
 

features.
 

Additionally,
 

to
 

address
 

the
 

issues
 

of
 

sample
 

scarcity
 

and
 

data
 

imbalance,
 

an
 

improved
 

Generative
 

Adversarial
 

Network
 

(GAN)
 

has
 

been
 

introduced
 

to
 

enhance
 

the
 

data.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

CNN - BiLSTM - Attention
 

methods
 

proposed
 

in
 

this
 

study
 

can
 

improve
 

the
 

prediction
 

performance.
 

With
 

the
 

help
 

of
 

GAN
 

adversarial
 

network,
 

the
 

proposed
 

method
 

could
 

reach
 

98. 8%
 

recognition
 

accuracy,
 

which
 

is
 

1. 8%
 

higher
 

than
 

that
 

of
 

the
 

traditional
 

recognition
 

model
 

SVM
 

method
 

and
 

5. 8%
 

higher
 

than
 

that
 

of
 

CNN+Autoencoder.
 

The
 

result
 

is
 

the
 

highest
 

among
 

several
 

comparable
 

methods.
 

Therefore,
 

the
 

model
 

proposed
 

in
 

this
 

study
 

is
 

more
 

convincing.
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0　 引　 言

电力是国家基础性资源,在社会生产和民众日

常生活中起着至关重要的作用。 变压器的绝缘系统

在长期作业中不可避免地会劣化和老化,导致局部

放电(PD)的发生[1] 。 局部放电是绝缘失效的重要

表现形式, 一旦出现将会进一步加剧设备的老

化[2] 。
目前提升局部放电故障检测精度的主要途径可

以归纳为以下 3 个方面:



(1)在故障机理方面,通过使用不同的现象发

生设备和先进的实验设备获取局部放电产生的声

波、光线、电流、影像等物理现象的数据[3] 。
(2)

 

PD 模式和缺陷之间有很强的相关性,利用

这些关联可以从局部放电信息中提取出不同的特征

信息,Mantach 等学者[4] 直接将波形信号放入模型

中进行分类。 此外,借助纹理分析算法及小波变

换[5]和傅里叶变换[6] 等信号处理工具,Ding 等学

者[7]开发了一种在新型的时频变压器的基础上构

建的连续小波变换方法,大大提高了模型的泛化能

力。
(3)

 

Ma 等学者[8]提出了 CNN-BiLSTM 网络模

型,用于系统性能退化的分析和预测。 实验表明模

型的预测精度相对于同类方法提高了 29. 26%。 胡

文星等学者[9] 提出基于 Bahdanau
 

注意力机制的

BiLSTM 识别方法,得到的识别准确率更高。 研究中

还提出融合区域特征的 CNN-BiLSTM 分类模型,通
过预测和单独的分块模型对比可知,模型在准确率

上相比自身预测模型提高了 5. 69%[10] 。 冉文兵等

学者[11]通过重建生成对抗网络对模型进行优化,同
时引入注意力机制,来提升图像局部细节的锐度。
Wang 等学者[12]提出了一种 MixNet 深度学习模型,
结合 GAN 生成对抗网络对数据进行增强,克服了实

际应用场景中数据样本不平衡的现象,模型不仅对

故障诊断的精度大大提升,存储成本和计算效率也

得到了优化[13] 。 易才键等学者[13] 采用焦点损失函

数对数据不平衡问题进行优化,分类准确率得到了

大幅提升。

1　 基本原理

1. 1　 小波变换时频分析

短时傅里叶变换和小波变换(WT)是最典型的

方法,一直以来赢得业界广泛关注[14] 。 小波变换定

义是以 τ 为大小的位移量将窗函数进行位移,在变

化的尺度 α 下和原始的信号作内积,其在频域上可

以等效表达为:

WTf(α,τ) =
　 α
2π ∫+∞

-∞
F(ω)ψ(cω)ejωtdt (1)

　 　 其中, ψ( t) 表示基本小波, F(ω),ψ(ω) 分别

表示 F( t),ψ( t) 的傅里叶变换。 从式(1)中可以看

出,当 α > 1 时,窗函数将被扩张,导致窗口宽度变

大;当 α < 1 时,窗函数将被压缩,导致窗口宽度变

小。 实验中选择 ComplexMorlet 函数作为 WT 的小

波基函数,其在时频两域均有良好的分辨率,因而在

结构工程领域的应用中尤为有效。
为了更加方便地表示每种局部放电缺陷的特

性,减少后续模型训练的难度和复杂程度,对原始波

形信号进行脉冲提取,得到单次脉冲图,作为将波形

图输入到神经网络模型的替代方法,将小波变换后

的时频谱图作为数据输入到模型中[15] 。 经过小波

变换分解后,信号子频带之间基本上没有频谱的混

淆和能量漏损。 经过小波时频分析后对应结果如图

1 所示。 时频谱图是利用数据中的信号进行小波变

换时频映射生成的[16] 。 此后将时频矩阵作为 CNN
的输入。
1. 2　 GAN 对抗网络设计和数据扩充

GAN 网络的基本原理是生成器 G 和判别器 D
进行零和博弈相互矫正对方的系数和关系,最终使

两者达到纳什平衡[17] 。 实验中假设 PD 数据 x 满足

分布 Pr, 同时存在噪声向量 z 满足高斯分布 Pz。 通

过深度学习网络建立 Pr 和 Pz 之间的映射关系,并通

过对已知数据的特征分布进行学习,其目标函数如

下所示:
GminDmaxV(G,D) =Ex ~ pr

[D(x)] -Ez ~ pz
[D(G( z))]

(2)
　 　 其中, V(·,·) 表示目标函数; E 表示目标函数

的期望分布值; G( z) 表示生成器产生的数据;
D(·) 表示鉴别器的输出。

GAN 的训练过程具有高度的灵活性和自由度,
这种特性经常导致训练不稳定、甚至难以驾驭。 实

验中在 GAN 网络中引入了 Wasserstein 距离方法,
具体表示生成分布 pz 移动到实际分布的最小需求,

 

同时还会用到引入 Wasserstein 后的 GAN 网络的目

标函数。 这种策略不仅限制了鉴别器约束条件和复

杂数据分布的能力,同时也带来了梯度消失的问题。
故考虑到网络性能的稳定性,又将引入梯度惩罚函

数来避免权重剪裁可能导致的问题。 改进的具有梯

度惩罚度的 Wasserstein
 

GAN ( 以下简称为 GW -
GAN)的目标函数可以表示为:
　 GminDmaxV(G,D)= Ez ~ pz

[D(G(z))] -Ex ~ pr
[D(x)] +

　 　 μE x̂ ~ p
x̂
[(‖∇x̂D( x̂)‖2 - 1) 2] (3)

其中, μ 为惩罚系数, x̂表示沿实分布 pr 与生成

分布 pz 之间的直线随机抽样。 与 Wasserstein
 

GAN
的目标函数相比,GW -GAN 增加了新的梯度惩罚

项,GW-GAN 可以生成更高质量的数据样本,对抗

网络原理如图 2 所示。
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图 1　 变换后的时频谱图

Fig.
 

1　 Transformed
 

time-frequency
 

spectrum

图 2　 生成对抗性网络的结构

Fig.
 

2　 Structure
 

of
 

Generative
 

Adversarial
 

Network

2　 提出的模型

2. 1　 CNN 框架的设计

本文设计了一种改进型的 CNN 模型用来故障

识别,模型含有 8 个卷积块和 2 个全连接块。 其中

第 1 层包含 1 个卷积层、1 个批标准化层和 1 个激

活层,其余每个卷积块比第 1 层多 1 个最大池化层。
模型前 2 层卷积块的过滤器大小为(5×5×16),第 3
层和第 4 层过滤器大小为(3×3×64),第 5 层和第 6
层过滤器大小为(3×3×64),第 7 层和第 8 层过滤器

大小为(3×3×128),模型中使用最大池化层对特征

进行下采样,窗口大小为 2×2,模型中使用 ReLu 激

活函数。 然后又在 Conv2D 卷积层和激活层之间用

批处理归一化代替传统的归一化,模型的最后通过

正则化技术来缓解过拟合带来的影响。 在每个训练

案例中对唯一的简洁化网络进行采样和训练。
2. 2　 BiLSTM 模型框架

LSTM 由 3 个门组成:输入门、遗忘门和输出门。
这 3 个门通过记忆单元状态 ct 连接和通信,有选择性

地挑取网络中的特征[18] 。 BiLSTM 作为改进的

LSTM,可以同时考虑到序列中 2 个方向的特征。 其

内部结构如图 3 所示。 在 t 时刻,隐藏层的状态由正

向 ht
→

和反向 ht
←

表示。 ht
→

和 ht
←

计算公式如下:

ht
→ =LSTM→ ht -1,xt,ct -1( ) ,t ∈ 1,T[ ] (4)

ht
←=LSTM← (ht +1,xt,ct +1),t ∈ T,1[ ] (5)

Ht = ht
→,ht

←
[ ] (6)

　 　 其中, xt 表示网络在时刻 t的输入数据; ht 表示

LSTM 隐藏层在时间 t 的状态; “[
 

]”表示向量的连

接。 模型中 BiLSTM 模块在 CNN 卷积网络模型之

后,继续提取信号中的时间特征,得到双向时间特征

向量 [ H0, H1,…, Hn]。 这里, 式 ( 4) 表示引入

Wasserstein 后的 GAN 网络的目标函数。
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图 3　 双向 BiLSTM 内部结构

Fig.
 

3　 Internal
 

structure
 

of
 

BiLSTM
 

model
 

framework

2. 3　 注意力机制

BiLSTM 输出的特征 [H0,H1,…,Hn] 被注意力

机制接收后,使用注意函数计算每个特征 Hi 和回归

值 yt 之间的相似性得分 et,i ,计算过程如下:

et,i = Score(Hi,yt) =VT tanh(U[Hi;yt]) (7)

　 　 其中, V和U表示在训练过程中学习的参数值,
得到at,i 处的概率分布来表示Hi 的重要程度。 具体

公式如下:

at,i = Softmax(et,i) =
exp(et,i)

∑
t

j = 0
exp(et,i)

(8)

　 　 最后,取 at,i 为 Hi 的权重,与 Hi 做乘法运算,得

到加权特征 H􀮨t, 计算过程如下:

H􀮨t = ∑
n

t = 0
at,iHi (9)

　 　 由此得到最后的加权特征向量 [H􀮨0,H􀮨1,…,H􀮨n]。
2. 4　 优化的 CNN-BiLSTM-Attention 注意力机制

的故障识别模型

改进的 CNN-BiLSTM-Attention 模型的总框架

如图 4 所示。 该模型由 4 个模块构成:卷积模块、
BiLSTM 模块、注意力机制和分类模块。 卷积模块包

括 8 个卷积块和 2 个全连接块。 输入的时频谱图经

过卷积模块处理后,提取出来的特征信息传递到

BiLSTM 模块中。 由于 CNN 在处理图像的全局特征

时存在一定的局限性,所以有必要提取时间特征。
提取后获得双向时间特征向量 [H0,H1,…,Hn]。
然后将这些特征告知注意力机制模块,注意机制借助

式(7) ~
 

(9)来计算这些特征中每个维度的权重。 这

些向量更多关注的是对预测结果有显著影响的特征,
强化这些信息的表达。 全连接层由 2 个神经网络层

组成,神经元数量分别为 192 和 4,激活函数为 ReLU。

卷积模块 BiLSTM 注意力机制 全连接层 输出

图 4　 改进的 CNN-BiLSTM-Attention 结构模型

Fig.
 

4　 Improved
 

CNN-BiLSTM-Attention
 

structural
 

model

3　 实验设计和数据采集

3. 1　 模型实验环境搭建和数据采集

实验平台使用预制故障变压器模型, 按照

IEC602070 标准搭建局部放电试验平台,并利用脉

冲电流法获取不同故障类型的放电信号。 同时为了

得到高频电流信号,将高频电流传感器放置在变压

器模型中性点接地处进行信号采集[19] 。
示波器中心的采样率为 40

 

( Mpoints·s-1
 

),实
验频带为

 

40 ~ 300
 

kHz。 实验的一个工频周期为

0. 02
 

s,每个工频周期采集到的数据为一个实验样

本,实 验 室 平 均 气 温 约 为
 

15
 

℃ , 脉 冲 频 率 为

40
 

MHz,共采集 5
 

600 组实验样本,大致按照 7 ∶ 3
的比例划分训练集和测试集,其中 3

 

900 个为训练
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样本,1
 

700 个为测试样本。 实验设置见表 1。
表 1　 放电实验数据信息

Table
 

1　 Discharge
 

experiment
 

data
 

information

放电类型 样本数量 试验电压

金属尖端放电 1
 

500 18. 6

油纸气隙放电 1
 

100 16. 6

金属沿面放电 1
 

500 13. 5

油中气泡放电 1
 

500 11. 7

　 　 为了尽可能描述出电力变压器的实际工作状态

中的故障特征、放电的部位和规律,本文设计了变压

器局部放电的 4 种典型绝缘缺陷,以油浸式变压器

作为研究对象,4 种放电模型分别是金属尖端放电、
油纸气隙放电、金属沿面放电和油中气泡放电,如图

5 所示。 局部放电模型全长 50
 

mm,放电环境均为

绝缘油 25#变压器油。

圆板电极

针电极
绝缘纸板

柱电极
柱电极

球电极

圆板电极

绝缘纸板

（a）金属尖端放电 （b）油纸气隙放电

（c）金属沿面放电 （d）油中气泡放电
图 5　 4 种典型局部放电类型模型

Fig.
 

5　 Electrode
 

model
 

of
 

four
 

typical
 

PD
 

defect

3. 2　 数据的预处理

3. 2. 1　 数据的归一化处理

为了方便计算发生在样本 N0 点之后的情况,综
合考虑到所有 M 个信号(x1,x2,…,xm) 的度量,区
间控制在 n∗ ∈ [1;N0] 内,以确定噪声的参数和水

平。 由于噪声水平通常不是简单的由信号的某个统

计量来定义的,通过分母乘以 4 来为噪声设置一个

更高的阈值,从而增加了归一化过程的鲁棒性。 这

样即使噪声水平有一定的波动或不确定性,归一化

后的信号仍然能够保持相对稳定,有利于后续的脉

冲提取。 对于本模型 4 种缺陷识别,一般信息处理

的归一化公式如下:

x􀮨i(n) =
xi(n)

4·σ([x1(n∗);x2(n∗);…;xM(n∗)])
(10)

　 　 由于变换非线性,归一化的值不能保证独立的,
于是使用批归一化来帮助模型使梯度传播有更好表

现[20] 。 进而推得:

y = f(Au + b) (11)
y = f(BN(Au)) (12)

BN(Au) = BN((kA)u) (13)
　 　 根据式(11) ~式(13)可以证明:

∂BN((kW)u)
∂u

= ∂BN(Au)
∂u

∂BN((kW)u)
∂(kW)

= 1
k

·∂BN(Au)
∂W

ì

î

í

ï
ï

ï
ï

(14)

　 　 式(12) ~ 式(14)计算的是批处理化参数的变

化过程,其中用均值替代偏差 b。
　 　 尺度不影响时频矩阵,也不影响梯度传播,但是

较大的权重会导致梯度变小。 尽管模型中的变换为

非线性,并且归一化值不一定是高斯或独立的,但仍

期望批归一化有助于模型表现更加稳定可靠。
3. 2. 2　 数据滤波器和噪声处理

由于原始的波形数据信号中含有电压波动导致

的低频信号出现,并不能为局部放电提供正向的帮

助,所以要通过预先设定好的高通滤波将其过滤掉。
研究中假设经过高通滤波后的输出为 Z = ( z1, z2,
z3,…,zn), 则有

zn = αzn-1 + α(xn
ts -xn-1

ts ) (15)
　 　 其中, xi

ts 表示经过归一化后高压信号数据中的

某一时刻的信息; α = 1
2πΔTfc

;ΔT表示前后2个时刻

采集点的时间差;
   

fc 表示截止频率,本实验默认频

率低于 100
 

Hz 的频段信息为无用信息,所以实验中

设置 fc = 100
 

Hz。

4　 模型结果分析与讨论

4. 1　 模型性能分析

本研究使用 PyCharm ( Tensor
 

Flow 框架) 和

Matlab 软件在一台配备 NVIDIA
 

GeForce
 

RTX
 

4060
显卡、i7-13700HX 和 16

 

GB
 

RAM 机器上训练本文的

模型。 在神经网络模型代码的实现中, 使用了

Python3. 9 和 Matlab2023a 共同训练。 Adam 算法优化

的训练下,epoch 超参数的认证值为 200,学习率为

0. 000
 

1。
4. 2　 CNN和 BiLSTM结合的模型评估指标

首先评估不含注意力机制的 CNN 和 Bi
 

-LSTM
结合的效果,其他对照模型的配置均与 CBLAG 模型

相同[21-22] 。 实验结果见表 2。 表 2 中可以看出使用

原始的 CNN 是对照模型中诊断性能最差的;BiLSTM
是改进的 LSTM,其性能也高于后者;CNN+BiLSTM 性

能最高。
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表 2　 CNN
 

+
 

BiLSTM的有效性评价与比较

Table
 

2　 Evaluation
 

and
 

comparison
 

of
 

the
 

effectiveness
 

of
 

CNN+

BiLSTM %

模型 准确度 精度 召回率 F1
 

CNN 93. 1 90. 1 93. 2 93. 1

LSTM 94. 3 90. 3 94. 3 93. 9

BiLSTM 95. 5 91. 9 95. 3 95. 1

CNN+LSTM 95. 9 96. 1 95. 6 97. 3

CNN+BiLSTM 97. 1 97. 2 97. 1 98. 1

4. 3　 关于注意力机制的评估

实验中对引入注意力机制前后效果做了比

较。 注意力机制的有效性评价见表 3。 从表 3 可以看

出,由于注意力机制对部分的权重给予了优化,训练

过程中可以进行特征选择,模型的性能和精确度相较

于优化前都有所提高。 交叉熵经常被用来评估多分

类问题模型的性能,所以采用交叉熵作为损失函数。
图 6 为训练 200 次模型的训练验证精度和损失。
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精
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/%
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(a)
 

模型训练验证精度
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0.030
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0
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损
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(b)
 

模型的损失函数

图 6　 模型训练的精度和损失值曲线

Fig.
 

6　 Precision
 

and
 

loss
 

curves
 

of
 

model
 

training

表 3　 注意力机制的有效性评价

Table
 

3　 Evaluation
 

of
 

the
 

effectiveness
 

of
 

attention
 

mechanism %

模型 准确度 精度 召回率 F1
 

CNN+BiLSTM 97. 1 97. 2 97. 1 98. 1

CNN+BiLSTM+Attention 98. 0 97. 8 94. 3 93. 9

　 　 图 7(a)中可以明显看出同一种缺陷的同一颜色

大部分聚集在一起,但是有个别的绿色聚集在了红色

和橙色区域,导致部分缺陷类型的识别率有所降低,
究其原因就在于数据不平衡导致的样本数量的差异。
4. 4　 加入对抗网络后模型整体评估和可视化分析

图 8 为模型在测试集上的 ROC 曲线,同时也表

现出了很好的准确度。 图 7(b)中看到边界分类明

显,基本没有混叠,这说明该模型对于局部放电缺陷

分类很理想。 最后综合性地对模型进行评价和总结,
并与现有的其他故障诊断模型进行了比较。 故障诊

断模型准确率对比结果如图 9 所示。 从图 9 可以看

出,6 种方法中,本文提出的模型 CBLAG 总体准确率

最高,达到了 98. 8%;其次是 MACGAN,使用该方法在

本文的训练集和测试集上进行 200 次训练,最后得到

的 4 种模型识别的平均识别率达到了 83. 6%,最小的

是 BPNN,使用同样的方法进行测试,识别率仅有

64. 8%。
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加入注意力机制后的结果
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加入对抗网络后结果

图 7　 可视化训练结果

Fig.
 

7　 Results
 

of
 

visualization
 

training
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图 8　 模型训练的 ROC曲线

Fig.
 

8　 ROC
 

curve
 

for
 

model
 

training
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图 9　 故障诊断模型准确率对比结果图

Fig.
 

9　 Comparison
 

results
 

of
 

fault
 

diagnosis
 

models

5　 结束语

为了提高局部放电故障模型的诊断准确率,降低

故障带来的损失,提出了一种新的 CBLAG 综合模型。
通过对接收到的信号进行预处理,包括批归一化、高
通滤波和噪声处理操作。 分析可知,通过预处理增大

了模型的泛化能力。 将获取到的所有样本数据放入

到提出的 CBLAG 模型进行训练。 经过训练验证后得

到的识别准确率高达 98. 8%。 高于对照的 SVM、
MobileNet、ResNet 和 BPNN 等模型。

在引入注意力机制之前,模型的准确率没有明显

的优势,只是因为在训练过程中未能严格评估权重的

重要性。 在引入了注意力机制之后,准确率又提高了

1. 2%。 在数据增强方面,对比了在平衡数据样本条

件下模型的识别率最高,通过 t -SNE 可视化图和

ROC 曲线明显可以看出,检测出的结果精确度很高。
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