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摘　 要:
 

异常检测是控压钻井安全作业的核心环节,能够捕捉到溢流、漏失等突发状况的早期征兆,为应急处置和事故预防赢

得先机。 但传统异常检测方法存在模型精度低、适应性差且高度依赖异常数据标签等问题。 因此,本文提出一种结合长短期

记忆网络(LSTM)和自编码器(AE)的控压钻井异常检测方法。 首先,提取钻井关键参数并构建时间窗口序列数据,将其划分

为仅含正常工况数据的训练集、验证集,以及包含异常数据的测试集。 再搭建 LSTM-AE 模型对正常工况数据进行训练,通过

编码器提取时序特征并压缩至潜在空间,再由解码器重构原始序列以获得重构误差。 之后选择训练集重构误差的 99 分位数

作为阈值,对测试集进行异常检测,当其重构误差超过阈值时判定为异常工况。 实验结果表明,该方法的精确率、召回率、 F1
分数及准确率分别达到 90. 62%、97. 11%、93. 33%和 95. 38%,能为复杂钻井环境提供高度可靠的风险预警。
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Abstract:
 

Anomaly
 

detection
 

is
 

a
 

core
 

component
 

of
 

safe
 

Managed
 

Pressure
 

Drilling
 

operations;
 

it
 

can
 

capture
 

early
 

signs
 

of
 

incidents
 

such
 

as
 

kicks
 

and
 

losses,
 

providing
 

lead
 

time
 

for
 

emergency
 

response
 

and
 

accident
 

prevention.
 

However,
 

traditional
 

anomaly
 

detection
 

methods
 

suffer
 

from
 

low
 

model
 

accuracy,
 

poor
 

adaptability,
 

and
 

a
 

heavy
 

reliance
 

on
 

labeled
 

anomaly
 

data.
 

Therefore,
 

this
 

paper
 

proposes
 

an
 

MPD
 

anomaly
 

detection
 

method
 

that
 

combines
 

Long
 

Short-Term
 

Memory
 

(LSTM)
 

networks
 

and
 

an
 

AutoEncoder
 

(AE) .
 

Firstly,
 

key
 

drilling
 

parameters
 

are
 

extracted
 

and
 

used
 

to
 

construct
 

time-windowed
 

sequence
 

data,
 

which
 

are
 

split
 

into
 

training
 

and
 

validation
 

sets
 

containing
 

only
 

normal
 

operating
 

data,
 

and
 

a
 

test
 

set
 

that
 

contains
 

anomalies.
 

An
 

LSTM-
AE

 

model
 

is
 

then
 

trained
 

on
 

the
 

normal
 

data:
 

the
 

encoder
 

extracts
 

temporal
 

features
 

and
 

compresses
 

them
 

into
 

a
 

latent
 

space,
 

and
 

the
 

decoder
 

reconstructs
 

the
 

original
 

sequences
 

to
 

obtain
 

reconstruction
 

errors.
 

The
 

99th
 

percentile
 

of
 

the
 

training
 

reconstruction
 

errors
 

is
 

chosen
 

as
 

the
 

threshold
 

for
 

anomaly
 

detection;
 

sequences
 

in
 

the
 

test
 

set
 

whose
 

reconstruction
 

error
 

exceeds
 

this
 

threshold
 

are
 

labeled
 

as
 

anomalies.
 

Experimental
 

results
 

show
 

precision,
 

recall,
 

F1
 

score,
 

and
 

accuracy
 

of
 

90. 62%,
 

97. 11%,
 

93. 33%,
 

and
 

95. 38%,
 

respectively,
 

indicating
 

that
 

the
 

method
 

can
 

provide
 

highly
 

reliable
 

risk
 

warnings
 

for
 

complex
 

drilling
 

environments.
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0　 引　 言

钻井作业固有的地质不确定性与工况动态性,
使得井内压力系统极易失衡,从而诱发溢流、井漏等

事故[1] 。 此类事故的发生具有极大危害,不仅拖延

工期、抬升成本,更可能破坏油藏、污染环境,甚至引

发井喷、井涌、井壁坍塌等灾难性后果,对人员财产

安全构成直接威胁。 若在异常发生的早期阶段,乃
至萌芽期进行精准检测、预警并处理,可以降低钻井

施工的风险,从而节约作业成本[2] 。 所以,控压钻



井异常检测对及时发现并处理井下溢漏事故具有重

大意义。
目前,异常检测方法主要分为基于阈值、统计模

型和机器学习三类。 其中,基于阈值的方法通过设

定参数的上下限来预警,虽然简单直观,但其阈值固

定,难以适应动态变化的钻井工况,误报率和漏报率

较高[3] 。 基于统计模型的方法,如卡尔曼滤波[4] 、
自回归滑动平均模型(ARMA) [5] 等,虽能处理一定

的时序关系,但通常对数据分布有较强假设,且难以

捕捉钻井过程中复杂的非线性动态特征。 近年来,
传统的机器学习方法如支持向量机( SVM) [6] 、随机

森林(RF) [7] 等也被应用于此领域。 但这些监督学

习方法普遍面临一个问题,即高度依赖海量的、带有

精确标签的异常数据样本进行训练,而在实际钻井

场景中,异常数据稀少且难以获取,导致模型泛化能

力不足,应用受限。
为解决上述问题,基于深度学习的无监督异常

检测方法展现出巨大潜力[8] 。 本文提出一种基于

LSTM-AE 的控压钻井异常检测方法,在检测精度和

可靠性上具有显著优势,且不必依赖大量的异常标

签数据。

1　 控压钻井异常检测模型

1. 1　 自编码器

自编码器(AE)是一种经典的无监督学习模型,
其核心目标是学习输入数据本身的高效表示,网络

结构主要由编码器(Encoder)和解码器(Decoder)组

成[9] ,具体如图 1 所示。 编码器负责将输入数据 X
压缩至低维向量 z,获取原始数据的主要信息。 解码

器则执行相反操作,接受潜在向量 z 作为输入,尝试

重构出与 X 尽可能一致的输出 XR。
　 　 AE 模型的训练目标是最小化原始输入 X 与重

构输出 XR 之间的重构误差。 该误差通常通过均方

误差(MSE)等损失函数来度量[10] ,其计算公式为:

L(X,XR) = 1
n ∑

n

i = 1
(X i -XR

i ) 2 (1)

　 　 在异常检测任务中,AE 通常利用正常工况数据

进行训练,以此学习正常数据模式的内在规律。 训

练完成后,模型能以较低误差重构正常数据,而对于

异常数据,由于其模式与正常数据的模式不符,重构

误差会显著增大。 通过设定一个合理的误差阈值,
即可有效区分正常与异常工况,从而实现异常检测。
然而,传统自编码器结构忽略了时间维度,无法有效

处理具有动态演化规律的时序数据,这在一定程度

上限制了其应用精度[11] 。
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图 1　 AE 网络结构

Fig. 1　 Structure
 

of
 

AE

1. 2　 长短期记忆网络

长短期记忆网络( LSTM)是一种特殊的循环神

经网络( RNN),旨在解决标准 RNN 在处理长序列

时面临的梯度消失和梯度爆炸问题。 其核心在于引

入门控机制,由输入门(Input
 

Gate)、遗忘门( Forget
 

Gate)和输出门( Output
 

Gate) 组成[12] ,结构如图 2
所示。

遗忘门决定前一时刻的记忆信息应当被保留多

少,通过 Sigmoid
 

激活函数 (σ) 输出一个在 0 与 1
之间的权重系数向量,对前一状态进行筛选[13] 。 其

数学表达为:
ft = σ(Wf·[ht -1,X t] +bf) (2)

　 　 其中, X t 表示当前输入; ht -1 表示前一时刻的

隐藏状态; Wf 和 bf 分别表示权重矩阵与偏置项。
输入门则控制当前输入信息有多少被写入记忆

单元中[14] ,包含 2 部分:决定更新比例的门控变量

it 和候选记忆内容 C􀮨t, 具体公式为:
it = σ(Wi·[ht -1,X t] +bi)

 

(3)

C􀮨t = tanh(WC·[ht -1,X t] +bC)
 

(4)
　 　 当前时刻的细胞状态 C t 则结合遗忘门和输入

门的控制输出,数学公式为:

C t =ft·C t -1 +it·C􀮨t (5)
　 　 输出门决定当前单元状态中哪一部分作为当前

时刻的隐藏状态输出 ht 。 输出门的计算同样依赖

Sigmoid 激活函数,最终隐藏状态结合当前单元状态

经由 tanh 映射后得到[15] :
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ot = σ(Wo·[ht -1,X t] +bo) (6)
ht =ot·tanh

 

(C t) (7)
　 　 LSTM 的门控机制相辅相成,三者协同工作,使
得 LSTM 能够在序列建模中更有效地捕捉长期依赖

关系,并动态调节记忆内容,在语言建模、时间序列

预测等任务中表现优异。

tanh

tanh

σ σ σ

σtft it Ct

~

Ct

ht

ht

Ct-1

ht-1

Xt

遗忘门 输入门 输出门

图 2　 LSTM 网络细胞单元结构

Fig.
 

2　 Structure
 

of
 

LSTM
 

network
 

cell

1. 3　 LSTM-AE 模型

LSTM-AE 是一种用于序列数据的无监督学习

模型,有效结合了长短期记忆网络处理序列信息的

能力和自编码器进行数据压缩与重构的思想[16] 。
主要由 LSTM 编码器和解码器组成,具体结构如图 3
所示。

输入序号 LSTM
编码器

LSTM
解码器

潜在表示 重构/输
出序列

X1

X2

X3

Xt

Z1

Z2

Z3

Zt

Y1

Y2

Y3

Yt

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

图 3　 LSTM-AE 网络结构

Fig.
 

3　 Structure
 

of
 

LSTM-AE

　 　 在本文研究中,LSTM-AE 模型被应用于控压钻

井过程的异常检测阶段。 通过对海量历史数据(正

常工况)进行无监督学习,构建可以表征正常钻井

行为的基准模型。 该模型能够捕捉钻井参数间复

杂、非线性的时间依赖关系,从而为识别异常提供可

靠依据。
模型的输入序列 X = (X1,

 

X2,…,
 

X t), 是通过

对正常工况数据应用滑动时间窗口所获得的关键钻

井参数时间序列。 序列中的每一个元素都是一个多

维向量,囊括了某一时间段流量、压力等多个关键参

数的观测值,共同构成了对钻井过程动态的完整描

述。
接下来,输入序列被送入 LSTM 编码器。 编码

器凭借其独特的门控机制,能够有效地捕捉数据序

列中的长期依赖关系和时间动态。 通过逐个时间步

地处理输入数据,将整个序列的历史信息和变化趋

势逐步压缩、编码,最终生成一个潜在表示 Z = (Z1,
 

Z2,…,
 

Z t)。 这个潜在表示是原始钻井数据序列的

提炼,摒弃了数据中的冗余信息和随机噪声,提炼出

正常钻井过程的核心模式。
在生成潜在表示后,LSTM 解码器开始执行逆

向重构任务。 通过接收潜在表示 Z,并以此为基础,
逐个时间步地生成全新序列 Y = (Y1,

 

Y2,…
 

,
 

Yt)。
该序列也被称为重构序列,在结构和数值上都与原

始输入序列 X 高度一致。
　 　 应用该模型进行异常检测的具体流程如图 4 所

示,主要分为 3 个阶段:数据处理、训练和测试阶段。
首先,数据处理主要包括对原始数据进行划分,并利

用滑动窗口技术将其转化为时间序列数据。

正
常

异常
报警

损失>阈值

LSTM-AE
模型测试

测试集

测试阶段

Y N

模型

测试

模型

训练

LSTM-AE
模型训练

设置阈值

获取重构
误差

训练/
验证集

滑动口
处理

数据
标准化

划分
数据集

原始数据

数据处理
阶段

训练阶段

图 4　 控压钻井异常检测流程

Fig.
 

4　 Anomaly
 

detection
 

process
 

of
 

Managed
 

Pressure
  

Drilling

　 　 其次,在模型训练阶段,通过不断优化内部参

数,最小化输入和输出时间序列之间的重构误差。
通过这种自我监督的方式,模型被迫理解正常钻井

工况的内在模式。 训练完成后,基于模型在训练集

上的重构误差,预先设定一个用于区分正常与异常

工况的判断阈值。
最后,在测试阶段,已训练好的模型被用于处理

包含异常的测试集数据。 对于每一个输入序列,模
型会生成对应的重构序列,并计算两者间的重构误

差,量化当前工况与正常模式的偏离程度。 通过将

该误差与预设阈值进行比较:若误差低于阈值,则判

定为正常状态;反之,若误差高于阈值,则判定为异

441 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



常并触发预警,从而实现对漏失、井涌等风险工况的

智能、实时监控与早期预警。

2　 实验

2. 1　 实验环境与参数设置

实验的硬件环境为 Intel
 

i7
 

14650H
 

CPU、32
 

GB
内存,所有实验均在 NVIDIA

 

RTX
 

5060
 

GPU 上进

行,软件条件为 Windows11 操作系统、CUDA
 

12. 8、
Python

 

3. 7 以及 TensorFlow
 

2. 11. 0 开发环境。 此

外,模型的训练迭代次数为 100,批次大小为 64,学
习率为 0. 001,优化器和损失函数分别为 Adam、
MSE,滑动窗口长度为 4。
2. 2　 实验数据集

2. 2. 1　 数据来源与描述

本研究采用的实验数据均为真实钻井工况数据。
该数据集于 2025 年 10 月 13 日在中国西部某钻探工

程公司的控压钻井现场作业中,由井下参数监测系统

以 5
 

s 的采样频率实时采集。 其样例见表 1。
表 1　 样本数据集

Table
 

1　 Sample
 

dataset

时间 出口流量 / (L·s-1 ) 入口流量 / (L·s-1 ) 出入口流量差 / (L·s-1 ) 目标套压 / MPa 实际套压 / MPa 套压差 / MPa

2025-10-13
 

00:00:04 17. 100
  

7 17. 401 0. 300
 

3 0. 322 0. 347
 

2 0. 025
 

2

2025-10-13
 

00:00:09 17. 100
  

7 17. 401 0. 300
 

3 0. 322 0. 347
 

2 0. 025
 

2

2025-10-13
 

00:00:14 17. 100
 

7 17. 401 0. 300
 

3 0. 322 0. 358
 

8 0. 036
 

8

2025-10-13
 

00:00:19 17. 118
 

1 17. 401 0. 282
 

9 0. 322 0. 358
 

8 0. 036
  

8

2025-10-13
 

00:00:29 17. 135
 

4 17. 401 0. 265
 

6 0. 322 0. 335
 

6 0. 013
 

6

2025-10-13
 

00:00:34 17. 118
 

1 17. 401 0. 282
 

9 0. 322 0. 358
 

8 0. 036
 

8

2. 2. 2　 数据集划分

为模拟真实异常检测场景,将数据集按以下方

式划分:训练与验证集由 13
 

066 条纯净的正常工况

数据构成,其中 80%用作训练模型,20%用于监控模

型训练过程并调整超参数;测试集由 1
 

452 条独立

的实时数据构成,包含多种真实发生的异常工况,用
于评估模型的泛化能力和异常检测性能。

多数据集出入口流量差和套压差随时间变化如

图 5 所示。 分析图 5 可知,训练集和验证集均为正

常工况数据,参数曲线均表现出良好的稳定性,套压

差均维持在 0. 35
 

MPa 以内,出入口流量差也控制

在 0. 5
 

L / s 内。 而测试集出现了显著的异常模式:
套压差和出入口流量差曲线都出现了多个尖峰,最
高峰值分别为 1. 05

 

MPa、1. 5
 

L / s,这些异常情况持

续时间均超过 30
 

s,表明存在持续性故障。
　 　 此外,以上数据都采集自 2025 年 10 月 13 日的

实时监测系统,其中训练集覆盖 13 日 00:00 ~ 16:00
时段,验证集涵盖 16:00 ~ 21:30 时段,测试集集中在

21:30~24:00(14 日 00:00)夜间时段,均为连续时间

段,为异常检测模型提供了完整的时序数据基础。
2. 2. 3　 数据预处理

(1)数据标准化:为消除各参数间量纲和数值

范围的差异,对所有数据采用 Z-score 标准化处理,
使其服从标准正态分布[17] ,公式见如下:

Z = X - μ
σ

(8)

Z train =
X train -μtrain

σtrain
(9)

Zval =
Xval -μval

σval
(10)

Z test =
X test -μtest

σtest
(11)

　 　 其中, X train 表示训练集样本数据; μtrain 表示训

练集所有样本数据的均值; σtrain 表示训练集所有样

本数据的标准差;test、val 下标则表示测试集和验证

集的相关变量。
(2)滑动窗口分割:将连续时序数据分割为重

叠窗口,生成训练样本,增强数据多样性[18] ,设置窗

口长度为 4,步长为 1。
若设原始时间序列数据为

 

M = (m1, m2,…,
mt), 其中 mi 表示第 i 次取样时间点的多维特征向

量。 则通过滑动窗口生成的第 i 个样本可表示为:
m′

i = (mi,mi +1,mi +2,mi +3), 例如前 2 个样本分别为
 

m′
1 = (m1,m2,m3,m4) 、 m′

2 = (m2,m3,m4,m5)。 此

过程从序列开头持续到末尾,最终将一个长度为 t
的长序列 M 转换成长度为 t - 3 的序列

 

M′ = (m′
1,

m′
2,…,m′

t -3)。
2. 3　 评价指标

本研究旨在提高控压钻井异常检测的性能,使
用精确率 (P)、召回率(R)、F1 分数和 Accuracy 衡

量模型的准确性和泛化能力[19] ,具体公式为:
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图 5　 多数据集出入口流量差和套压差随时间变化

Fig.
 

5　 Changes
 

in
 

multi-dataset
 

Flow
 

Difference
 

and
 

Pressure
 

Difference
 

over
 

time

P = TP
TP + FP

(12)

R = TP
TP + FN

 

(13)

F1 = 2 × P × R
P + R

 

(14)

Accuracy = TP + TN
TP + TN + FP + FN

(15)

　 　 其中,TP、FP、TN、FN 分别表示真正、假正、真负

和假负例的数量, P、R 为检测的精确率和召回率,
反映 了 模 型 的 检 测 效 果 是 否 准 确、 全 面[20] 。
Accuracy 衡量所有样本中模型正确预测的样本所占

的比例,但无法反映模型在少数类上的表现。 F1 是

精确率和召回率的调和平均值,常用于平衡精确率

和召回率,其值越高,模型的综合性能越好。
2. 4　 模型训练结果

本文的 LSTM-AE 模型训练过程稳定且收敛良

好。 图 6 展示了模型在训练过程中的损失变化曲线。
在图 6 中,训练集和验证集上数据的损失随着训练周

期的增加而迅速下降,在大约 20 个周期后下降减缓,
并逐渐收敛。 2 条曲线在整个训练过程中非常接近,
表明模型学习效果良好,没有出现过拟合现象。
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0
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损
失
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验证集

图 6　 LSTM-AE 训练过程损失曲线

Fig.
  

6　 LSTM-AE
 

training
 

process
 

loss
 

curve

2. 5　 对比实验

2. 5. 1　 阈值策略对比实验

为了确定最优的阈值策略,本文基于训练好的

模型,计算训练集上所有样本的重构误差,并对比 3
种不同阈值设定方法在测试集上的检测效果,结果
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见表 2。
表 2　 不同阈值策略对比

Table
 

2　 Comparison
 

of
 

different
 

threshold
 

strategies

策略 阈值 P / % R / % F1 分数 / % Accuracy / %

最大值 0. 079
 

7 89. 19 91. 46 90. 26 93. 58
95 分位数 0. 001

 

0 84. 77 94. 52 88. 12 91. 24
99 分位数 0. 007

 

4 90. 62 97. 11 93. 33 95. 38

　 　 采用严格的阈值(最大值)策略会使模型变得

保守,虽能有效减少误报,提高检测的精确率,但代

价是牺牲了模型的敏感度,导致其无法捕获所有异

常,这在安全至上的井下作业中是不可接受的。 而

较宽松的阈值(低分位数)则使模型具备了极高的

敏感性,能够确保召回率较高。 但这种高敏感性也

使得模型对微小波动过于警惕,从而导致精确率下

降,误报增多。 最后,选择 99 分位数为异常判定阈

值,保证了低漏报的前提下精确率最高,实现了最优

的性能平衡。
2. 5. 2　 不同架构对比实验

LSTM- AE 模型可设计不同架构,记为 [ h1,
h2,…,hn], 其中 n 为编码器中 LSTM 层的数量, hi

为编码器第 i 层的输出特征维度, hn 则为模型潜在

空间维度。 对比 5 种不同架构在测试集上的性能,
结果见表 3。

表 3　 LSTM-AE 模型不同架构对比

Table
 

3　 Comparison
 

of
 

different
 

architectures
 

of
 

LSTM-AE
 

model
%

模型架构 P R F1 分数 Accuracy

[4] 83. 95 70. 26 74. 12 86. 54
[16] 89. 19 96. 55 92. 15 94. 48
[64] 90. 07 96. 03 92. 60 94. 89

[16,4] 89. 94 96. 85 92. 78 94. 96
[64,16,4] 90. 62 97. 11 93. 33 95. 38

　 　 潜在空间维度的增加对模型性能有显著提升作

用。 在单层架构中,随着潜在空间维度从 4 增加到

16, F1 分数出现跃升。 这表明,对于维度为 6 的原

始输入序列,过小的潜在空间可能造成表征瓶颈,导
致关键信息丢失。 其次,增加网络深度同样能优化

模型表现。 以 hn 为 4 举例,双层架构和三层架构更

优,能够更有效地从输入数据中提炼高阶特征,并过

滤掉冗余信息的干扰,其效果优于单层网络的直接

映射。
2. 5. 3　 不同模型对比实验

为验证本文 LSTM-AE 模型的有效性,将其与

AE、CAE、GRU -AE 对比,结果见表 4。 分析可知,
AE 模型缺乏时序建模能力,无法有效学习正常工况

数据的动态模式,存在严重的漏报现象。 CAE 模型

通过卷积操作提取局部特征,性能得到显著改善。
而 GRU-AE 和 LSTM-AE 模型通过门控机制有效捕

捉数据的长期依赖关系,基本消除了漏报问题。 同

时,这 2 个模型的精确率也稳步提升,增强了模型对

正常与异常工况的区分能力。
表 4　 不同模型对比

Table
 

4　 Comparison
 

of
 

different
 

models %

模型 P R F1 分数 Accuracy

AE 86. 45 60. 04 62. 14 83. 64
CAE 88. 90 91. 81 90. 24 93. 51

GRU-AE 90. 17 96. 94 92. 97 95. 10
LSTM-AE 90. 62 97. 11 93. 33 95. 38

2. 6　 可视化对比验证

为进一步验证模型的检测性能,使用测试集数

据进行模型验证。 在实验中,将本文 LSTM -AE 与

AE、CAE、GRU-AE 等其它模型进行比较,可视化检

测结果如图 7 所示。

200 400 600 800 1000
样本索引

真实 CAE检测真实 AE检测

0

1.00

0.75

0.50

0.25

0.00

（a）AE检测结果 （b）CAE检测结果

（c）GRU-AE检测结果 （d）LSTM-AE检测结果

200 400 600 800 1000
样本索引

0 200 400 600 800 1000
样本索引

0

1.00
0.75
0.50
0.25
0.00

200 400 600 800 1000
样本索引

真实 GRU-AE检测
1.00

0.75

0.50

0.25

0.00

样本索引
0

真实 LSTM-AE检测

200 400 600 800 1000
样本索引

0

1.00
0.75
0.50
0.25
0.00

标
签

标
签

标
签

标
签

图 7　 不同模型检测效果对比

Fig.
 

7　 Comparison
 

of
 

detection
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models
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　 　 通过对比分析,本文的 LSTM-AE 模型在时序

异常检测的准确性和时效性方面均表现更优,检测

曲线与真实标签高度吻合,能够有效解决异常模式

识别不准确的问题,显著减少了由于数据波动与真

实异常相似性导致的误报与漏报现象。

3　 结束语

本文提出了一种基于 LSTM-AE 的控压钻井异

常检测方法,选择
 

[64,16,4]
 

的模型架构,捕捉钻

井参数间的时序依赖关系,学习正常工况数据的行

为模式。 模型训练完成后,以训练集重构误差的 99
分位数作为阈值,判断数据是否异常。 与 AE、CAE
和 GRU-AE 等模型相比,本文模型的 P、R、F1 分数

和 Accuracy 分别为 90. 62%、 97. 11%、 93. 33% 和

95. 38%,表现最佳。 其中,AE 忽略时间顺序,CAE
仅关注局部模式,而 LSTM-AE 可有效捕捉贯穿整

个作业过程的长程依赖关系。 此外,与 GRU-AE 相

比,LSTM-AE 独特的门控设计使其在长期记忆和信

息筛选方面更具优势。 以上结果表明,本文模型显

著提升了模型的异常检测性能,为复杂钻井环境提

供了高度可靠的风险预警。
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